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Prologo

Las paginasque siguenconstituyen una parte de las exposicionesteoricasy practicasde
asignaturasque se han impartido a lo largo de algunos aros en varias licenciaturas 'y
cursosde doctorado. En particular en la licenciatura de Matematicas, la licenciatura de
Biologa y la diplomatura de Estad stica de la Universidad de Barcelona. Se ha inten-
tado un cierto equilibrio entre las explicacionesteoricasy los problemaspracticos. Sin
embargo, nuestraintencion siempreha sido fundamertar solidamerte la utilizacion de los
modeloslinealescomobasede las aplicacionesde la regreson, el analisis de la varianzay
el disero de experimertos. Por ello, en estelibro la basematematica y estadstica escon-
siderabley creemosmportante la correctade nicion de los conceptosy la rigurosidad de
las demostracionesUna solida baseimpedira cometer ciertos errores, habituales cuando
seaplican los procedimiertos ciegamette.

Por otra parte, la aplicacion practica de los metodosde regreson y analisis de la varianza
requierela manipulacion de muchosdatos,a vecesngran cartidad, y el calculodealgunas
formulas matriciales o simples. Para ello es absolutamerte imprescindible la utilizacion
de algun programade ordenadorque nosfacilite el trabajo. En una primera instancia es
posibleutilizar cualquier programade hojas de calculo que resulta sumameite didactico.
Tambien sepuedeutilizar un paqueteestadstico que seguramete estara preparadopara
ofrecer los resultados de cualquier modelo lineal estandar como ocurre con el paquete
SPSS.En canbio, enestelibro seha optado por incluir algunosejemploscon el programa
R. Lasrazonessonvarias. En primer lugar, setrata de un programaque utiliza ellenguge

S, esta orientado a objetos, tiene algunosmodulosespec cos para los modeloslinealesy

esprogramable.R utiliza un lenguge de instruccionesy al principio puederesultar un

poco duro en su aprendizge, sin embargo superadala primera etapa de adaptacion, su
utilizacion abre todo un mundo de posibilidades,no solo en los modeloslineales,sino en
todo calculo estadstico. Ademas, la razon mas poderosaesque el proyecto R esGNU v,

por tanto, de libre distribucion. De modo que los estudiartes puedeninstalar en su casa
el programaR y practicar cuarto quieran sin costeecoromico alguno. Por otra parte, el

paqueteS-PLUSesuna version comercialcon el mismo conjunto de instruccionesbasicas.

El tratamiento de algunostemastiene suorigenenunosapuntesde C.M. Cuadrasy Pedro
Sandhez Algarra (1996) que amablemeite han cedidopara su actualizacon en estelibro

y a los que agradezcoprofundamerte su colaboracion. Tambien eseviderte que algunas
demostracionegienen su origen en el clasicolibro de Seker.

Por ultimo, estelibro ha sido escrito mediarte el procesadorde textos ciert co IATEX y
presertado enformato electronico. Graciasa ello estelibro puedeactualizarseconrelativa
facilidad. Seagradecea cualquierla conmunicacion de cualquiererrata, error o sugerencia.
Barcelona, 19 de diciembre de 2003.

Dr. FrancescCarmona
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Cap tulo 1

Las condiciones

1.1. Intro duccion

Los metodos de la Matematica que estudianlos fenomenosdeterministasrelacionan,por
lo general,unavariable dependierte condiversasvariablesindependienes. El problemase
reduceerntoncesa resolher un sistemalineal, una ecuacon diferencial,un sistemano lineal,
etc.. Sinembargo, la aplicacion delos metodoscuartitativ osalas CienciasExperimertales
ha reveladola poca abilidad de las relacionesdeterministas. En tales Ciencias,el azar,
la aleatoriedad, la variabilidad individual, las variablesno cortroladas, etc. justi can el
planteo, enterminosmuy generalesde la ecuacon fundamertal

\observacion" = \modelo" + \error aleatorio"

El experimertador puede, jando las condicionesde su experimerto, esgeci car la estruc-
tura del modelo, pero siempredebe tener en cuerta el error aleatorio o desviacon enre
lo queobsenay lo que espera obsenar segin el modelo.

Los modelosde regreson utilizan la ecuacon anterior jando el modelocomouna funcion
lineal de unos parametros. El objetivo consiste,casi siempre,en la prediccion de valores
mediarte el modelo ajustado.

El Analisis de la Varianza esun metodo estadstico introducido por R.A. Fisher de gran
utilidad en las CienciasExperimertales, que permite cortrolar diferertes variables cua-
litativ as y cuartitativ as (Ilamadas factores), a traves de un modelo lineal, suponiendo
normalidad para el error aleatorio. Fisher(1938)de ni o estemetodo como\la separacdn
de la varianza atribuible a un grupo de la varianza atribuible a otros grupos". Como
veremos,los tests en Analisis de la Varianza se construyen mediarte estimacionesinde-
pendiertes de la varianza del error.

Ambos conjuntos de modelos se puedenabordar con una teor a comun: los modelosli-
neales.

Iniciaremosestecaptulo conun ejemplode modelizacbon de un problemay su aplicacion
practica. A cortinuacion explicaremosen que consiste esencialmete el metodo de los
m nimos cuadradosy estableceremodas condicionespara que este metodo seavalido
para su utilizacion en Estad stica.



1.2. Un ejemplo

En el libro de Senand Srivastava en [66, pag. 2] se explica este ejemplo que nosotros
hemosadaptado a las medidaseuropeas.

Sabemosque cuartos mas coches circulan por una carretera, menor esla velocidad del
tra co. El estudio de este problema tiene como objetivo la mejora del transporte y la
reduccon del tiempo de viaje.

La tabla adjunta proporcionalos datos de la densidad(en veh culos por km) y su corres-
pondierte velocidad (en km por hora).

Dato Densidad Velocidad | Dato Densidad Velocidad
1 12,7 62,4 13 18,3 51,2
2 17,0 50,7 14 19,1 50,8
3 66,0 17,1 15 16,5 54,7
4 50,0 25,9 16 22,2 46,5
5 87,8 12,4 17 18,6 46,3
6 81,4 13,4 18 66,0 16,9
7 75,6 13,7 19 60,3 19,8
8 66,2 17,9 20 56,0 21,2
9 81,1 13,8 21 66,3 18,3
10 62,8 17,9 22 61,7 18,0
11 77,0 15,8 23 66,6 16,6
12 89,6 12,6 24 67,8 18,3

Cuadro 1.1: Datos del problemade tra co

Como la congeston afecta a la velocidad, estamosinteresadosen determinar el efecto
de la densidaden la velocidad. Por razonesque explicaremosmas adelarte (ver ejercicio
9.2), tomaremoscomo variable dependierte la ra z cuadradade la velocidad.

El graco 1.1 preserta la nube de puntos o diagrama de dispersion (satter plot) con
la variable independiente (densidad) en el eje horizortal y la variable dependierte (ra z
cuadradade la velocidad) en el eje vertical.

Gréfico de dispersion
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Figura 1.1: Nube de puntos del problemade tra co
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Como primera aproximacion podr amostomar, como modrgzlo de ajuste, Iadecta gueune
dospuntos represemativ 0s, por ejemplo,los puntos (12;7; 62 4) y (87;8;" 12 4). Dicha
rectaesy = 8;6397 0;058%.

Inmediatamerte nosproponemoshallar la mejor de las rectas,segin algun criterio. Como
veremos,el metodo de los m nimos cuadradosproporciona una recta, llamada recta de
regreson, que gozade muy buenaspropiedadesEste metodo consisteenhallar ay btales
gue seminimice la sumade los erroresal cuadrado.

X 2
(yi (a+ bx))
i=1
En estecasola recta de regreson esy = 8;0898 0; 0566x.
Para estudiar la bondad del ajuste seutilizan los residuos

e=Vvi ¥

dondey; = 8;0898 0;0566¢;. Los gra cos dela gura 1.2 nos muestranestosresiduos.
Para mejorar el modelo podemosaradir el termino cuadratico y considerarel modelo
parabolico

yi = a+ bx + cx?

Tambien aqu, el metodo de los m nimos cuadradosproporcionaun ajuste que esoptimo
en varios aspectos.Setrata de hallar los valoresde a, by ¢ que minimizan la sumade los

erroresal cuadrado "

(vi (a+bx+cx?))?
i=1
El calculo de estosvalorescon los datos del tra co se deja como ejercicio (ver ejercicio
1.3).
La gura 1.3 muestralos gra cos de los residuospara el modelo parabolico.
Finalmente, podemosutilizar el modelo concreto que hemosobtenido para sustituir la
velocidad en la ecuacon
ujo = velocidad densidad

de modo que el ujo quedaen funcion de la densidad.Por ultimo, el maximo valor de
estafuncion esla capacidadde la carretera.

0,6 + 0,6 +

o o o o
04 + o 0,4 + o
024 o °q 02+ 8° o
3 Q g )
o) ‘
% 0 o+o } OO } ] % 0 5 oo ]
2 20 40 60 6 080 100 2 3 04 o 5 o 6 7 8
o 021
-0,2 + ° o8 0,2 8 o o
o 9 9 o
044 ° 044 °
061 061

densidad prediccion

Figura 1.2: Gra cos de los residuosdel modelo recta de regresion.
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g ° 8 g S, 20
S o k=] 0 Tolo M
: 0 8 ‘ o® 90— 2 N o
= 020 40 6[@ 80 100 = 3 04 5 6 7 ° 8
-0,2 + o -02 4+
o) o

04+ 04+

-0,6 + -0,6 -
densidad prediccion

Figura 1.3: Gra cos de los residuosdel modelo paraholico.

1.3. El modelo

Cuando en el ejemplo anterior ajustamoslos datos a una recta, impl citamente estamos
asumiendola hipotesisde que los datos siguenun patron lineal subyacerte del tipo

y= ot X
Pero el ajuste no esperfectoy cortiene errores.La ecuacon que de ne el modelo es
Yi= ot X+ i i=1:n

donde ; sonlos erroresaleatorios. Este esel modelo de regresion simple o con una sola
variable independierte.

En el mismo ejemploanterior, ajustamosmejor con el modelo
Vi= ot 1Xi+ oxF+ ; i=1::5n

gue cortinua siendoun modelo lineal.
Un modelo eslineal si lo es para los parametros. Por ejemplo, el modelo Iny; = o+
1In(x;) + i eslineal, mientras quey; = oexp( 1Xj) i ho.
En general,suponemosqgue una cierta variable aleatoria Y esigual a un valor jo mas
una desviacon aleatoria
Y= +

represema la verdaderamedida de la variable, es decir, la parte determinista de un
experimerto, que depende de ciertos factores cualitativos y variables cuartitativ as que
son cortrolables por el experimertador.
El termino represeta el error. Es la parte del modelo no cortrolable por el experi-
mentador debido a multiples causasaleatorias,inevitables en los datos que procedende
la Biolog a, Psicologa, Economa, Medicina,.. . El error corvierte la relacion matemati-
caY = enla relacion estadstica Y = + , obligando a tratar el modelo desdela
perspectiva del analisis estadstico.

En particular, los modelosde la forma
Yi= ot 1Xiit o2Xi2t + WX+ i i=1:5n

conk > 1 variablesindependiertes, predictoraso regresorassellaman modelosde regre-
sion multiple. La variable cuyosdatosobsenadossony; esla llamadavariable dependiere
0 respuesta.
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Los parametros ; son desconaeidosy nuestro objetivo principal es su estimacon. En
cuarto aloserrores ;, sucalculo expl cito nospermitira, comoveremosextensamete, la
ewvaluacion del modelo.

Observaonn:

a los valores obsenados de una v.a. X o de una variable cortrolada no aleatoria. En
cualquiercaso,vamosa considerarlos valoresx; comoconstartesy no comoobsenaciones
de una variable aleatoria.
En la regreson simple

Y= (x)+

donde Y esaleatoriay esaleatoriacon E() = 0. De maneraque, para cada valor
X = X, Y esunav.a.conesperanza (x). Siasumimos
(X) = E[YjX = x]= o+ 1X

podemosprocederconsideranddas inferenciascomo condicionadasa los valoresobsena-
dosde X .

En cualquier caso,tambien en regreson multiple, vamosa considerarlos valoresde las

1.4. El metodo de los m nimos cuadrados

La paternidad de estemetodo sereparte ertre Legendreque lo publico en 1805y Gauss
quelo utilizo en 1795y lo publico en 1809.

Obviamernte, cuarto menoresson los residuos,mejor esel ajuste. De todos los posibles
valoresde los ;, el metodo de los m nimos cuadradosseleccionaaquellosque minimizan

xo xXn
S= 2= (i (o+ X1+ + kXw))?

S= = o i)’

de modo que derivando e igualando a cero, se obtienen los estimadoresMC (m nimo-
cuadraticos) o LS (least squaes)

N N

o = Y 1
AZ Sy i N X)
1 S (X x)?

Tambien se puedeconsiderarel modelo centrado, que consisteen certrar los datos de la
variable regresora
Yi= ot aXi X)+ i i=1L:n

La estimacon MC de o; ; esequivalerte ala estimacbnde o; i,yaque o= o+ iX.
De modo que %) = y y la estimacbn de ; esla mismaque en el modelo anterior.

13



Con las estimacionesde los parametros, podemosprocederal calculo de prediccionesy,
y residuose,

Bo= o+ =yt U x)
e yi %=y oy i x)

Como consecuenciaesulta que

lo que no ocurre en un modelo sin .

Finalmente, si quergmosuna medida del ajuste de la regreson podemospensaren la
sumade cuadrados [, €, pero esuna medida que dependede las unidadesde y; al
cuadrado.Si ¢ 6 0, la medidaque seutiliza esel coe ciente de determinacion

P
R2 =1 - in=1 qz
i=1 (yl y)2

Sakemosque0 R? 1y cuandoR? 1 el ajuste esbueno.
En el caso ¢ = 0, el coe ciente de determinacion es
P, QZ
RP=1 P

de modo que los modelosque carecende termino independierte no se puedencomparar
conlos ques lo tienen.

1.5. Las condiciones de Gauss-Mark ov

Hasta aqu, el metodo de los m nimos cuadradosesanaltico >donde esta la estadstica?

A lo largodelossiguiertes captulos vamosa ver queun modeloestadsticoy laimposicon
de algunascondicioneshacenque podamosutilizar el modelo contoda la potenciade los
metodos estadsticosy calibrar la bondad del ajuste desdeesaoptica.

Una primera pregurta es>que tan bueno es el metodo de los m nimos cuadradospara
estimar los parametros?La respuestaes que este metodo proporciona un buen ajuste y
buenasprediccionessi severi can las condicionesde Gauss-Marlov.

En el modelo lineal que hemosde nido anteriormente, se supone que los errores ; son
desviacionegjue secomportan comovariablesaleatorias.Vamosa exigir que estoserrores
aleatoriosveri quen las siguiertes condiciones:

1.E()=0 i=1:::;n
2.var(i)= 2 i=1:::n

Veamoscon detalle estascondiciones:
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Primera condici on

E(i)=0 i=1:::;n

Setrata de una condicion natural sobreun error.

De estemodo nosaseguramosgjueE (y;) = o+ 1Xj, €l
modelolineal escorrectoy la situacion querepresema
el gra co no sepuededar.

var( ;) = E( ?) = 2 constane i=1::::n

Es la propiedad de homaedasticidad

En el gra co serepreseta una situacion anomalalla-
mada de hetelocedasticidad enla quela var( ;) crece
con X;.

El parametro desconaido 2 esla llamada varianza
del modelo.

Otras situacionesextranas, que tambien se pretende prevenir, son:

o

o]

Tercera condici on

El punto | delgra co represema un punto in uy erntey
at pico (outlier). En generalesun punto a estudiar,un
error o incluso una violacion de la primera condicion.

El punto | delgra co esclaramerte in uy ernte, aunque
no esat pico (outlier), ya que proporcionaun residuo
pequero.

E(1;)=0 8i6]

Las obsenacionesdeben ser incorrelacionadas.Con dos puntos tenemosuna recta de
regreson. Con 20 copiasde esosdos puntos, tenemos40 puntos y la mismarecta, poco

able.
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Talescondicionespuedenexpresarseen forma matricial como
E()=0 var()= 2,

dondeE( ) esel vector de esperanzasmatematicasy var( ) esla matriz de covarianzas
de = (q::; 0)°

Como demostraremosen los siguiertes captulos, la adopcion de estascondicionesevi-
tara teoricamerte las situacionesanomalasque agu hemosesquematizado.

1.6. Otros tip os de modelos lineales

Por suerte,con el mismo tratamiento podremosresoler otros modeloslineales,que aun-
gue tienen diferernes objetivos, gozande las mismasbasesteoricas.

Por ejemplo, el Analisis de la Varianza con un factor (one-way Analysis of Variance),
represemado por el modelo lineal

yj = + i+ 4 cony N(O; ?) indep.,

seresuele de forma similar al modelo de regreson.

El Analisis de la Covarianza, que utiliza como variables independiertes tanto variables
cuartitativ ascomofactores,y el AnalisisMultiv ariante dela Varianza,convariasvariables
dependiertes, son dos de los analisis que generalizanel estudio y aplicacionesde los
modeloslinealesque vamosa investigar.

1.7. Algunas pregun tas

Un t pico problema de estadstica consisteen estudiar la relacion que existe, si existe,
ertre dos variablesaleatoriasX e Y. Por ejemplo, altura y peso,edad del hombre y la
mujer en una pareja, longitud y anchura de unas hojas, temperatura y presion de un
determinadovolumen de gas.

enun gra co o satter diagram y tratar de ajustar una curva a los puntos de forma que
los puntos se hallen lo mas cerca posible de la curva. No podemosesperar un ajuste
perfectoporque ambasvariablesestan expuestasa uctuaciones al azar debidoa factores
incortrolables. Incluso aunqueen algunoscasospudiera existir una relacion exactaertre
variablesf sicascomotemperatura y preson, tambien apareceran uctuaciones debidas
a erroresde medida.

Algunas cuestionesque podemosplantearnosen nuestrasinvestigacionesson:

= Siexisteun modelof sicoteoricoy lineal, podemosutilizar la regreson para estimar
los parametros.

= Si el modelo teorico no eslineal, sepuede,en muchos casos,transformar en lineal.
Por ejemplo:
PV =c¢ ! logP = logc logV

= Si no es una recta, se puede estudiar un modelo de regreson polinomico. >De
que grado?
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= En el modelo multiple intervienenvarias variables\predictoras" >sontodasnecesa-
rias? >sonlinealmerte independieres las llamadas\v ariablesindependiertes"?

= >Severi can realmerte las condicionesde Gauss-Marlov?

= >Que ocurre si las variables predictoras son discretas?

= >Que ocurre si la variable dependierte esdiscreta o una proporcion?
= >Y sjfaltan algunosdatos?

= >Que hacemoscon los puntos at picosy los puntos in uy enes?

Algunasde estaspregurtas lasiremostrabajandoy resolviendoenlos siguiertes captulos,
otras puedenquedar para una posterior profundizacion.

1.8. Ejemplos con R

En estaseccon vamosa ver comosecalculanlas regresionegjue sehan sugeridoa partir
del ejemploinicial conlos datosde la tabla 1.1.

En primer lugar procedemosa introducir los datos en los vectorescorrespndiertes.

> dens<-c(12.7,17.0,66.0,50.0,87.8,81.4,75.6,66.2,81.1,62.8,7 7.0,89.6,
+ 18.3,19.1,16.5,22.2,18.6,66.0,60.3,56.0,66.3,61.7,66.6,67.8 )

> vel<-c(62.4,50.7,17.1,25.9,12.4,13.4,13.7,17.9,13.8,17.9,15 .8, 126,
+ 51.2,50.8,54.7,46.5,46.3,16.9,19.8,21.2,18.3,18.0,16.6,18.3 )

> rvel<-sqrt(vel)
Las siguientes instruccionesgeneranel gra co de puntos para estosdatos.

> par(pty="m")
> plot(dens,rvel,type="p" xlab="densidad",ylab="RAIZ(vel)")

El calculo de la regreson simple serealiza con la funcion Isfit(x,y) que asignamosal
objeto recta.ls

> recta.ls<-Isfit(dens,rvel)

Aunque esta ultima instruccion no muestra ninguna informacion en pantalla, ahora ya
podemosutilizar suresultado.Por ejemplo,podemosanadir la rectaderegreson al gra co
anterior.

> abline(recta.ls)
Los coe cientes de la recta son:

> recta.ls$coef
Intercept X
8.08981299 -0.05662558

Tambien se puedeobtener una informacion mas completa con la instruccion Is.print
aunqguesu resultado no seexplicara hasta el captulo correspndierte.
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> Is.print(recta.ls, digits=4, print.it=T)
Residual Standard Error=0.2689
R-Square=0.9685

F-statistic (df=1, 22)=676.3944

p-value=0

Estimate Std.Err t-value Pr(>|t|)
Intercept 8.0898 0.1306 61.9295 0
X -0.0566 0.0022 -26.0076 0

La estimacbn de la desviacon estandar de los erroresy otros elemenios de diagnosisdel
modelo seobtienencon la funcion Is.diag como

> |s.diag(recta.ls)$std.dev
[1] 0.2689388

Con el vector de residuosy las prediccionesse puedendibujar unos gra cos similaresa
losdela gura 1.2.La instruccion par(mfrow=c(1,2)) permite dosgra cos enla misma
gura.

> e<-recta.ls$residuals
> par(mfrow=c(1,2))
> par(pty="s")

> plot(dens,e,type="p",xlab="densidad",ylab="residuos",ylim=c (-0 .6,0.6))

> abline(h=0)

> pred<-rvel-e

> plot(pred,e,type="p",xlab="predicci on"ylab="residuos",ylim =c(-0.6,0.6))
> abline(h=0)

Finalmente, podemosrepetir los calculos para el modelo parabolico. Simplemerte debe-
mosintroducir los valoresde la variable densidady suscuadradosen una matriz de datos.
El resto esiderntico al modelo de regreson simple.

> matriz.frame<-data.frame(dens,dens”2)
> parabola.ls<-Isfit(matriz.frame,rvel)
> parabola.ls$coef
Intercept dens dens.2

8.8814208199 -0.1035152795 0.0004892585
> round(parabola.ls$coef,5)
Intercept dens dens.2

8.88142 -0.10352  0.00049
> e<-parabola.ls$residuals
> par(mfrow=c(1,2))
> par(pty="s")

> plot(dens,e,type="p",xlab="densidad",ylab="residuos",ylim=c (-0 .6,0.6))

> abline(h=0)

> pred<-rvel-e

> plot(pred,e,type="p",xlab="predicci on"ylab="residuos",ylim =c(-0.6,0.6))
> abline(h=0)
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Los gra cos selan muy similaresa losdela gura 1.3.

En los siguiertes captulos veremosotras instruccionesde R, en especial la funcion Im,
gue permiten ajustar un modelo de regreson a unos datos.
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1.9. Ejercicios

Ejercicio 1.1

Hallar las estimacionesde los parametrosen un modelo de regreson lineal simple, mini-
mizando la sumade los cuadradosde los errores:
X

(yi 0
i=1
Hallar una expreson para las prediccionesy; y losresiduose = y; .

S= 1Xi)2

Ejercicio 1.2

Hallar las estimacionedde los parametrosen un modelo de regreson parabolico, minimi-
zandola sumade los cuadradosde los errores:
X

(yi 0
i=1
Hallar una expreson para las prediccionesy; y losresiduose = y; ¥.

_ 222
S= 1Xi 2X)

Ejercicio 1.3

Consideremosl problemadetra co planteadoen el apartado 1.2 de estecaptulo, conla
variable independierte densidady la variable dependierte raz cuadada de la velaidad.
Con los datos proporcionadosen la tabla 1.1 realizar el siguierte proceso:

(@) Dibujad la nube de puntos y la recta que pasa por los puntos (12,7, P 624) y
(87;8;" 124). Dibujar el graco de los residuoscon la densidady el graco con

las predicciones.Calcular la sumade cuadradosde los residuos.

(b) Hallar la recta de regreson simple.Dibujar el gra co delosresiduosconla densidad
y el gra co con las predicciones.Calcular la sumade cuadradosde los residuos.

(c) Mejorar el modeloanterior considerandainaregreson parabolica. Dibujar el gra co

de los residuoscon la densidady el gra co con las predicciones.Calcular la suma
de cuadradosde los residuos.

(d) Calcularla capacidaddela carreterao punto de maximo ujo. Recordarque ujo =
vel densidad

Ejercicio 1.4

La siguierte tabla cortiene los mejorestiempos conseguidogn algunaspruebasde velo-
cidad en atletismo en los JuegosOIl mpicos de Atlanta:

hombres | mujeres

distancia tiempo
100 9,84 10,94
200 19,32 22,12
400 43,19 48,25
800 102,58 117,73
1500| 215,78| 240,83
5000| 787,96/ 899,88
10000| 1627,34| 1861,63
42192| 7956,00| 8765,00
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Sitomamoscomovariable regresorao independierte la distancia(metros) y comovariable
respuestao dependierte el tiempo (segundos):

(a) Calcular la recta de regreson simple con los datos de los hombres y dibujarla.
Dibujar el gra co de los residuoscon la distanciay el gra co con las predicciones.
Calcular la sumade cuadradosde los residuosy el R2.

(b) Repetir el apartado anterior utilizando los logaritmos de las variables tiempo y
distancia.

(c) Repetir los dos apartadosanteriores utilizando los datos de las mujeres.
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Cap tulo 2

Estimaci on

2.1. Intro duccion

En primer lugar concretaremoda de nici on generalde un modelo lineal y hallaremosla
estimacbn por m nimos cuadradosde los parametrosdel modelo.

Veremosque la estimacbn sem unica si la matriz de disero es de rango maximo. En
casocortrario, resulta importante de nir el conceptode funcion parametrica estimable
y probar, para estasfunciones,la unicidad del estimador m nimo-cuadratico, como estu-
diaremosen el siguierte captulo.

Estudiaremoslas propiedadesde estosestimadoresgntre lasquedestacaremo®l Teorema
de Gauss-Markovque demnuestraquelos estimadoresn nimo-cuadraticos sonlos mejores,
en el sertido de que soninsesgadoy de m nima varianza.

Ademas, con la introduccion de la hipotesis de normalidad de los errores, podremos
estudiar las distribucionesde los estimadoresy de otros estadsticos,as comola relacion
con los estimadoresde maxima verosimilitud.

Masadelarte, trabajaremosla generalizacdbn del metodo de los m nimos cuadradoscuan-
do la matriz de varianzas-cwearianzasde los erroresno es 2l. Por otra parte, tambien
profundizaremosel casode matrices de disero de rango no maximo.

2.2. El modelo lineal

SeaY una variable aleatoria que uct ua alrededorde un valor desconaido , estoes
Y= +

donde esel error, de forma que puederepresemar el valor verdaderoe Y el valor
obsenado.

Supongamosque toma valoresdistintos de acuerdocon diferenes situacionesexperi-
merntales segin el modelo lineal

= 1Xpt + mXm

donde ; sonparametrosdesconaidosy X; sonvaloresconccidos, cadauno de los cuales
ilustra situacionesexperimertales diferertes.
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Yi=Xizt 1+ Xim mt i=1::5n

Estasobsenacionesde Y sepuedenconsiderarvariablesaleatoriasindependieriesy dis-
tribuidas comoY (soncopias)o tambienrealizacionesoncretas(valoresnumericos)para
los calculos.

La expreson del modelo lineal en forma matricial es

0 1 0 10 1 0 1
Y1 X112 X12 i1 Xim 1 1
%Wg %}Xﬂ Xop 111 sz;% 2§ % 2§
. : . . . . + .
yn an Xn2 il Xnm m n
o0 en forma resumida
Y =X + (2.1)

Los elemenos que constituyen el modelo lineal son:

1. El vector de obsenacionesY = (y1;¥2;:::;Yn)°
2. El vector de parametros = ( 1; 2; Do)
3. La matriz del modelo 0 1
X11 X122 o0 Xim
X = %x.zl x.22 - xz.m §
X;\l Xr.12 e Xn.m

cuyos elemenos son concacidos.

En problemasde regreson, X esla matriz de regreson. En los llamados diseros
factorialesdel Analisis de la Varianza, X recibe el nombre de matriz de disero.

4. El vector de erroreso desviacionesaleatorias = ( 1; 2;:::; )% donde ; esla
desviacon aleatoriade y;.

Ejemplo 2.2.1

El modelo lineal mas simple consiste en relacionar una variable aleatoria Y con una
variable controlablex (no aleatoria), de mado quelas observacionesle Y veri quen

Yi= ot Xt I=1::55n

Sedice que Y esla variable de prediccion o degendientey x es la variable predictora,
por ejemploY esla respuestade un farmam a una dosisx. Hallar oy ; esel clasio
problemade regresion lineal simple.

Ejemplo 2.2.2

El modelo anterior se puale genearlizar a situacionesen las cualesla relacion se po-
linomica.
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Consideemosel modelo
Yi= ot 11X+ in2+ + pxip+ i=1::::n

Observemogjueeslineal en los parametros ;. La matriz de disero es

0 1
1 x; X
1 X, XQE
1 X, xP

Ejemplo 2.2.3

En geneal, cualquiervariableY puele relacionarsecon doso mas variablescontrol. As,
son madeloslineales:

a) i ot 1Xizt X2t
b) ¥Vi= ot 1Xit+ Xzt aXiXiz+ aXZ+ sXH+
C) VYi= ot 1Xizt 2009Xi2) + 3S€NKi2) + |

Sin emlargo, no esmadelo lineal

Yi= ot 1log( oXi1) ¥ aXj3 * i

Ejemplo 2.2.4

Sumngamosque la produaion Y de una planta degendede un factor F (fertilizante) y
un factor B (blogue o conjunto de parcelas homagenes). El llamado modelo del disero
del factor en blaguesaleatorizadoses

Yi = +t it Tt

donde

es una constante (media geneal)
i el efecto del fertilizante
j el efecto del bloque

Si tenemos?2 fertilizantes y 3 blagues, tendremosen total k = 2 3 = 6 situaciones
exgerimentalesy la siguientematriz de disero:

PR R RR R
OrR OFr O R
R ORr OR O,
OCo0o0Oor L.
OOrRErR OO
Rk OOOOo|,

La utilizacion del fertilizante 1 en el bloque 3 queala descritaa travesdela la 5 de X.
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Ejemplo 2.2.5
Para predecir la capacidad craneal C, en Antropolog a se utiliza la formula
C= L'A?H°®
dondeL = longitud del craneo, A = anchum parietal maximay H = altura basio bregma
La formula anterior se convierte en un madelo lineal tomando logaritmos
logC=1log + ilogL+ ,logA+ 3logH

El parametro  expresael tamaro, mientras quelos parametros expresanla forma del
craneo.

2.3. Suposiciones basicas del modelo lineal

En el modelo lineal de nido en el apartado anterior, se supone que los errores ; son
desviacionegjue secomportan comovariablesaleatoriasque veri can las condicionesde
Gauss-Marlov:

1.E()=0 i=1:::;n
2.var()= 2 i=1:::;n
3.E(; j)=0 8i6]

Comosabemos,la condicion (2) esla llamada condicion de homacedasticidaddel modeloy
el parametro desconeido 2 esla llamada varianzadel modelo. La condicion (3) signi ca
gue las n desviacionesson mutuamerte incorrelacionadas.

Estas condicionespuedenexpresarsesn forma matricial como
E()=0 var()= 2,

dondeE( ) esel vector de esperanzasmatematicasy var( ) esla matriz de covarianzas
de = (q::; 0)°

pendienes, ertoncesdiremosque el modelo de nido esun modelolineal normal. As ten-
dremosque
Y  Nu(X ; 2h)

esdecir, Y siguela distribucion normal multivariante de vector de mediasX y matriz
de covarianzas ?l,.
Sellama rango del disero al rango de la matriz X

r = rango X

y esun elemerio muy importante en la discusbn de los modelos.Evidentemerte r  m.
El valor der esel numeroefectivo de parametrosdel disero, en el sertido dequesir < m
es posible reparametrizar el modelo para que r seaigual al numero de parametros. En
muchoscasosel disero veri ca directamerte quer = m y entoncessedice que esde rango
maximo.

El modelolineal queveri que lascondicionesaqu expuestassalvo la normalidad, diremos
gue esta bajo las condicionesde Gauss-Marlov ordinarias.
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2.4. Estimaci on de los parametros

La estimacbn de los parametros = ( 1;:::; m)°sehacecon el criterio de los m nimos
cuadrados.Setrata de hallar el conjunto de valoresde los parametros b = (bl; i bm)0
gue minimicen la siguierte sumade cuadrados

° (Y X))y X)) (2.2)

Xhl 2
= (Vi X1 1 Xim m)
=1

La estimacon P de la llamaremosestimacin MC, abreviacbn de m nimo-cuadratica,
0 LS del inglesleast squaes

Teorema 2.4.1
Toda estimacbn MC de essolucion de la ecuacon

XX =X% (2.3)

Demostacion:
Si desarrollamoda sumade cuadrados ° tenemos

0

(Y X))y X))
Yo% 2 %% + OO

y si derivamosmatricialmente respectoa resulta

%—O= 2X% + 2X %

De modo que, si igualamosa cero, obtenemosla ecuacon erunciadaen el teorema.
Las ecuacione2.3 reciben el nombre de ecuacionesnormales

Si el rango esmaximoy r = m, ertonces X %X tiene inversay la unica solucon de las
ecuacionesiormaleses

b= (x%) X%

Sir < m el sistemade ecuacione2.3 esindeterminadoy su solucon no esunica. En
estoscasos,una posibilidad (ver ApendiceA) esconsiderar

b= (x%) X%
dondeA = (X%) esunag-inversade A = X%, esdecir, A verica
AA A=A
Entoncesse puededemostrar que la solucon generales
b= (XxX) X% +(I A A)z

siendoz un vector parametrico.

26



Ahora podemosde nir la sumade cuadradosresidual como
SCR=e%= (Y Xbqy xb

Comoveremos,SCR entendido comoun estadstico funcion de la muestraY , desempgra
un papel fundamertal en el Analisis de la Varianza.

El modelolineal Y = X + , bajo las hipotesisde Gauss-Marlov, veri ca
E(Y)= X
Teorema 2.4.2

Sea = hXi R" el subespaciovectorial generadopor las columnasde X de dimensbn
dimhXi = r = rango X.
Entoncesseveri ca:

() E(Y) 2 hXi
(i) Si b esuna estimacon MC, el vector de residuose= Y XD esortogonal a hXi.

Demostacion:
En efecto,

E(Y):X(l) 1+ +X(m) m2hX|
i) Xe=XqY Xb)=x% x%Xb=o
Teorema 2.4.3
Para cualquier b solucon MC de 2.3 severi ca que
P=xb e=zy ¥ scr=(y xbyy xb
sonunicos.
Ademas
SCR= Y% b (2.4)
Demostiacion:
Si desarrollamoda sumade cuadradosresidual SCR resulta

SCR= Y% bo%% yob boxoxb
y comoX X b = X% | obtenemos
SCR= Y% 2b%0% 4+ bo% = yo boxoy

Consideremosahora los vectores®, = X bl y ¥, =X bz, donde bl y b2 son dos solu-
cionesMC. Entonces¥, y P, pertenecenal subespaciohXi generadopor las columnas
deX y su diferencia@l \\7’2 tambien. Por otra parte, obsenamosque

XqP, P,)=xX%Xb, Xx%b,=x% X% =0

demodoque\bl ‘{32 perteneceal ortogonaldehXi. As pues,necesariamete ‘Pl \Pz =0
y el vectordeerrorese= Y ¥,=Y ¥, esunico.
En consecuenciala sumade cuadradosde los erroresSCR tambien esunica.
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Interpretaci on geometrica

El modelo teorico es
Y=X + = + si =X

EntoncesE(Y) = X = signica que el valor esperadode Y perteneceal subespacio
= hXi y para estimar los parametros debemosminimizar

0 = kY k2 con 2 = hXi

Como el vector concreto de obsenacionesY se puede considerarun vector de R", el
problema anterior se puede resoher en terminos geonetricos. As se sabe que cuando
2 , kY k? esmnimo para = ¥ = PY, dondeP esla matriz de la proyeccon
ortogonalen = hXi (ver ApendiceB). La estimacbn MC esequivalerte a hallar la
proyeccon ortogonal ¥ deY sobrehXi, esdecir, la normaeucldeadee=Y ¥ es
m nima:
SCR= e% = kek? = ky Pk

Secomprendeque cualquier otra proyeccbn no ortogonal dar a una solucon menosade-
cuada.

Comoe=Y ¥ esortogonala , severica que
Xy ¥)=0 o X% =x%

donde ¥ est determinadapor serla unica proyeccon ortogonalde Y en . Cuandolas
columnasde X sonlinealmerte independiertes, forman una basey existe un unico vector
b tal que® = X b de maneraque

X% =x% ) x%b=x%

sonlasecuacionesormales.En casocortrario, esdecir, cuandolascolumnasde X sonde-
pendiertes no podemosconcretaruna solucon unica para los parametros . Sin embargo
todaslas solucionesdeben veri car la siguierte propiedad.

Teorema 2.4.4

b esuna estimacbn MC de siy solosiX P = PY , dondeP esla proyeccbn ortogonal
en = hXi
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Demostacion:
Una estimacon P de  esMC si y solo si

(Y XDy xby=mn(y X )HAy X )

Sea®€ una estimacbn cualquierade , entonces
(Y X&)y X&) =(Y PY +PY X&Y PY +PY X€)
= (Y PY)XY PY)+(Y PY){PY XE€)
+(PY X&)YY PY)+(PY XE)YPY XF€)
Sin enbargo
(Y PY)YPY X&)=Y P)PY YU P)X€=0
ya que P esidempotente y ademasPX = X. De forma que
(Y X&)y X&) =(Y PY)AY PY)+(PY X&)YPY X¥€)

dondeambosterminossonpositivos, el primero no dependede € y el segundoseminimiza
si escero,luegoPY = X b,

En resumeny como ya hemosvisto, la solucon del problema se basaen la proyeccbn
ortogonal sobre el subespacio que garartiza la unicidad del vector de predicciones
P = py y por endedel vector de residuose = Y 4 y dela sumade cuadradosde los
residuos

SCR=¢e%e=(Y PY)YY PY)=YY P)Y
yaquel P esidempotente (ver ApendiceB).

La solucon paralos parametros debe salir de las ecuacionesiormaleso de la ecuacon
X = PY y solo esunica cuandoel rangode la matriz X esmaximo.

Ejemplo 2.4.1

Consideemosel madelolinealconn=3 m=1yr=1

Y1 = + 1
Yo = 2 +
Y3 = + 3

gueen expresion matricial escribimos
0 1 0 L 1 0 1

Y1 1

Y3 1 3
de mado queX %= (1;2; 1).
Las ecuacionesnormalesson
0 1 0 1
1 Y1
12 1 @2A = 12 1 @yA
1 Y3
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esdecir

6 =yi1+2y: VY3
y la estimacion MC de esP= (y; + 2y, y3)=6.
La sumade cuadradosresiduales

SCR= Y% BXY =y2+y2+y2 (yi+ 2y, y5)?°=6
Ejemplo 2.4.2

Supngamosque se des@ pesar tres objetos cuyos pesosexactosson i1, 2y 3. Se
dispone de una hbalanzade platillos con un error de pesadaque podemosconsideiar con
distribucion N (0; ). Un arti cio para mejorar la precision y ahorrar pesadasconsisteen
repartir los objetosen uno o enlos dosplatillosy anotar las sumaso diferenciasde pesos:

X1 1+ X2 2+ X3 3=Y

dondey esel pesoobservadoy x; = 0;1; 1.
Consideemoslas siguientespesadas:

1t 2+ 3 = 553
1 2+t 3 = 172
1t 2 3 = 064
1t 2+t 3 = 548
1 2+t 3 = 170

A partir de estosdatos, las ecuacionesnormalesson
8

<5+ ,+33 = 1507
1+5 5 3 = 8,23

La estimacion de los parametros proporciona
b = 1175 b,=1898 b= 2433
y la sumade cuadradosresidual es

SCR= (553 (b + b+ b))2+ = 000145

2.5. Estimaci on de la varianza

La varianzade los erroresdel modelo lineal

30



Teorema 2.5.1

SeaY = X + elmodelolineal conlas hipotesisimpuestasen la seccon 2.3. Entonces
el estadstico!
b?= ECM = SCR=(n )

es un estimador insesgadode la varianza 2. En este estadstico SCR esla suma de
cuadradosresidual, n el numerototal de obsenacionesy r el rango del disero.

Demostiacion 1:

Por otra parte, Y = (y1;:::;Yn)°esun vector aleatorio de R" que, mediarte V, transfor-
mamosenZ = (z1;:::;2,)°= V¥
zi=viyrt  +Veyn  P=1rn

Para las variablestransformadasseveri ca que

i Sii r

xXo
E(z) = Vhi E(Yn) = V?i)X 0 sii>r

h=1

puesX 2 hXi queesortogonala v parai > r.
Seab una estimacbn MC. Entonces

Y=Xb+(y xby=xb+e

dondeobviamerte X b 2 hXi y comosabemose 2 hXi?, demaneraquela transformacion
ortogonal V ° aplicada sobree proporciona

Luego, en funcion de las variablesz; tenemos

X0
SCR=e%= (Ve)WV%= z?

|
i=r+l1

correlacionadasy de varianza 2. As pues

E(z)=0 E(Z) = var(z) = var(y;)) = ?

1En muchos de los libros clasicos escritos en ingles este estadstico se llama MSE, siglas de mean
squae error.
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y por lo tanto

X

E(SCR) = E(zZ)=( 1) ?2

i=r+l

La expreson
SCR=27%,+ +22 (2.5)

se llama forma canonica de la suma de cuadradosresidual del modelo lineal bajo las
hipotesisde Gauss-Marlov.
Demostacion 2:

Sepuedehaceruna demostracon mucho masdirecta a partir de la propiedad?2 explicada
en el ApendiceC1 de Estad stica Multiv ariante:

Para un vector aleatorioY conesperanzakE(Y ) = y matriz de varianzasy covarianzas
var(Y ) = V, setiene que

E(YAY)=tr(AV)+ A

dondeA esuna matriz constarte.
En nuestrocasoE(Y)= =X vyvar(Y)=V = 2|, deformaque

tr( (1 P)+ XY P)X
2tr(1  P)
2rgl P)= 2% 1)

E(SCR)= E(YY{l P)Y)

graciasa las propiedadesde la matriz I  P.

2.6. Distribuciones de los estimadores

Vamosahoraa estableceralgunaspropiedadesde los estimadoresMC para un modelo de
rango maximo.

Si asumimosque los errores son insesgadosE( ) = 0, que esla primera condicion de
Gauss-Marlov, ertoncesP esun estimadorinsesgadale

E(P)= (XX) IXE(Y) = (XX) XX =

Si asumimosadenas que los errores ; sonincorrelacionadosy conla mismavarianza, es
decirvar( ) = ?I, resulta que

var(Y)=var(Y X )=var()= 2
yaque X no esaleatorioy enconsecuencia

var(P) = var((X%) 1X%) = (XX) X%¥ar(Y )X (XX) !
= 2(XX) Y(XX)XX) = A(x%X) !

Veamosa cortinuacion algunosresultadosacercade la distribucion de b y SCR bajo las
hipotesisdel modelo lineal normal en el casode rango maximo.
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Teorema 2.6.1

SeaY

)

ii)
iii)
iv)

v)

N(X ; 2l,) conrangoX = m. Entoncesseveri can lassiguiertes propiedades:

La estimacbn MC de coincide con la estimacbn de la maxima verosimilitud.
Ademas esinsesgaday de m nima varianza.

b N( 5 2(XX) Y

(b XX )=z 2
b esindependierte de SCR
SCR= 2 2

n m

Demostiacion:

)

ii)

La funcion de verosimilitud es
p_____
LOY; 5 9=(2 2 %em oY XYY X))

demodo queelmnimode (Y X )YY X ) eselmaximodel.

Ya hemosvisto que b esinsesgadoy adenss, cada R esun estimadorlineal de va-
rianzam nima de ;, yaqueescertrado y de maxima verosimilitud, luegosu ciente.
Sellegara a la misma concluson como consecuencialel Teorema3.2.1.

Por otra parte, si sustituimos por b en la funcion de verosimilitud y derivamos
respectoa ? resulta que el el estimador de maxima verosimilitud de la varianzaes
bz, = SCR=n

Este estimador es sesgadoy en la practica no se utiliza, ya que disponemosdel
estimadorinsesgadg@ropuestoen el apartado anterior. Ademas, bajo ciertas condi-
cionesgeneralesepuedeprobar queb? = SCR=(n m) esun estimadorde varianza
mnima de 2 (veaseSeker [65, pag. 52)).

Como b = [(X%X) 1X9Y, P escombinacion lineal de una normal y, por tanto,
tiene distribucion normal multiv ariante con matriz de varianzas-ceoarianzas

(X%() 12

Esconsecuenciae las propiedadesde la normal multiv ariante del apartado anterior
ya que

@ XX® H)=2=® ()} ) 2
Si calculamosla matriz de covarianzaserire D i Y XD tenemos

cov((XX) X% (1 P)Y)
(XX) XYar(Y)(I P)°
2(X%) X9 P)=o0

cov(b;Yy xDb)

de modo que efectivamerte b esindependierte de (Y X IO)O(Y X b), ya quela
incorrelacon entre normalesmultiv ariantes implica su independencia.

Este resultado seampliara en el Teorema3.4.1.
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v) Aplicando la ecuacon 2.5
SCR= 2= (zma= )%+ + (z2=)2

obtenemosuna sumade cuadradosde n m variablesnormalesindependiertes, es
decir, una distribucion 2 .

Ejemplo 2.6.1
La distribucion de P del ejemplo2.4.1 esN( ; P 6)

E(D)
var(b)

La distribucion de SCR= 2 es 3, siendo

E((yi+t 2y y3)=6)= (16)( +4 + )=
( 2+ 4 2+ 2):62 — 2:6

SCR=(y1 D2+ (y. 202+ (y3+ b2
Ejemplo 2.6.2

La estimacion de la varianzadel error 2 en el ejemplo2.4.2 es
b? = 0,00145(5 3)= 0725 10°3

Observemogyue el numer de pesadasnecesarias para obtenerla misma precision sera
mayor si pesaramos cada objeto individualmente.

2.7. Matriz de disero reducida

Supongamosgue varias obsenacionesy; han sido obtenidasbajo las mismascondiciones
experimertales. Para estasobsenaciones,el modelo queliga y; conlas esel mismo,lo

gue setraduce en que las las de la matriz de disero correspndiertes estan repetidas.

Para evitar la redundanciaque esto supone nos sefa muy util, a efectosteoricosy de

calculo, introducir el conceptode matriz de disexo reducida.

Denici on 2.7.1

Dadoel madelolineal Y = X + , [lamaremosmatriz de disero reducidaX g a la matriz
k m obtenidatomandolas k las distintas de la matriz de disexo original X. Diremos
enton@squek esel numero de condicionesexgerimentales.

Las matrices de disero original o ampliada y reducida las indicaremospor X y Xg
respectivamerte, cuando cornvengadistinguir una de otra.

Sila la i-esimade Xr esta repetida n; vecesen X, signi ca que se han obtenido n;
replicasde la variable obsenable bajo la i-esimacondicion experimertal. Siestosnumeros

n=n{+ ny+ + Ny
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Ademasde la matriz reducida X r, utilizaremos tambien la matriz diagonal

y el vector de medias

dondecaday; esla mediade las replicasbajo la condicion experimertal i.

En una experienciabajo la cual todaslas obsenacioneshan sido tomadasen condiciones
experimentales distintas (casode una solaobsenacion por casilla), ertonces

Xr=X Y=Y D=1 n=1

Como veremosmas adelarte (ver seccon 10.7), la utilizacion de Xg, D e Y nos permi-
tir a abordar diseros no balanceadosy el casode obsenacionesfaltantes.

Teorema 2.7.1

La solucion de las ecuacionesiormalesy la sumade cuadradosresidual en terminosde
la matriz de disero reducidaX i, deD eY es

b= (x2DXg) XDY
ScCR= Y% b%¢py

Demostiacion:
SeaM unamatriz n k deforma que cadacolumnai es

PP Py

0

dondek esel numero de condicionesexperimertales (numerode las distintas de X), n;
el numero de replicasbajo la condicion i, y adenas

n°=ni+ +ni1 n%=nu+ +ng
Severica
M% = DY MXg=X MM=D X% =XIM% =X2DY

de donde sesigueninmediatamerte las formulas del teorema.

Ejemplo 2.7.1

Con los datosdel ejemplo2.4.2

0 1 0 1
1 1 1 553
1 1 1 1,72
X=B1 1 1 Y =B 064
1 1 1 548
1 1 1 1,70
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Agrupandolas las 1;4y 2;5 obtenemos

0 1 0 1
1 1 1 2 00
Xg=@1 1 1A D=@o0 2 0A
1 1 1 001

dondeni=n,=2,n3=1, k= 3.

0 1 0 1
(5;53+ 5;48)=2 5;505
Y = @ (1;72+ 1,702 A = @ 1;710A

0,64 0;640
La matriz M es 0 1
1 00
1 00
M = 010
010
0 01

Ejemplo 2.7.2

Consideemosel madelo
Yi = * it Tt

correspndiente al disero de dos factores sin interaccion.

Sumngamosque el primer factor tiene 2 nivelesy el sggundotiene 3 niveles,y quelos
numeros de replicas son

n11:2 n21:1 n12:3 n22:3 n13=5 n23:4

La matriz de disero reducida es

PR R RRR
OrR OFr O R
R, OR OR O,
OO0 ORr L.
OO R EFR OO
PR OOOOo|,

P
Sin emlargo, la matriz de disero ampliadatiene 6 columnasy  n; = 18 las.

2.8. Matrices de disero de rango no maximo

Cuando el modelo lineal correspnde al analisis de los datos de un disero experimertal,

la matriz X tiene todossuselemertos convalores0 o 1y suscolumnasacostunbran a ser
linealmerte dependiertes. Ya sabemosque en estecasoesposible hallar el estimadorMC

de = X pero,por desgraciahay multiples estimacionesde los parametros que mas
bien podemosconsiderarcomo solucionesP de las ecuacionesormales.En todo casoy
como veremosen el proximo captulo estamosinteresadosen concretar una estimacbn
de los parametros aunqueno seaunica. A cortinuacion secomerian algunosmetodos
para hallar una solucon b o para hallar la SCR directamerte.
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2.8.1. Reduccion a un modelo de rango maximo

SeaX lamatrizn r conlasr = rg X columnaslinealmerte independiertes de la matriz
de disero X, ertoncesP = X 1(X9X;) X9 de forma que

SCR=YY P)Y=Y% bX%

dondeb = (X?X;) XY esla solucondelmodeloY = X; + derangomaximo.

Podemosasumir, sin perdida de generalidad,que X ; esta formadapor lasr primeras las
de X demaneraque X = (X 1;X5,). EntoncesX, = X;F ya quelas columnasde X, son
linealmerte dependiertes de las de X ; y, por tanto, X = X(I,;F). As, esteesun caso
especial de una factorizacion mas generaldel tip o

X = KL
dondeK esn r derangor,y L esr m derangor. Entoncespodemosescribir
X =KL =K

y estimar

2.8.2. Imp osicion de restricciones

Este metodo consisteen imponer un conjunto de restriccionesdel tipo H = 0 para
evitar la indeterminacion de . Lasrestriccionesapropiadas,llamadasidenti cables, son
aquellasque,paracada 2 = hXi, existeun unico quesatisface = X yO0=H ,
esdecir, que satisface
_ X _
0O  H =G

La solucon essimple. Debemoselegir como las de H un conjunto dem r vectores
m 1 linealmerte independiertes que seantambien linealmerte independiertes de las
las de X. Entoncesla matriz G deorden(n+ m r) m tendrarangom de modo que
GG = XX + HH esm m derangom y en consecuencidiene inversa.Luegohemos
salvado la de ciencia en el rango de X %X introduciendola matriz HH.

As pues,si aradimosH®H = 0 a las ecuacionesiormalestenemos

GG =X%
cuya solucibn es b = (GG) X% . Sepuedever, a partir de b= xb=py, que
P = X(GG) *X%yaqueP esunica.

La demostracon de todoslos detallesaqu expuestospuedeverseen Seler [65, pag. 74].
Es interesarte comprobarque,siH = 0, ertonces

E(P) = (GG) XX
= (GG) 'XX +HH) =

de modo que P esun estimadorinsesgadade

Este metodo esparticularmente util enlos modelosde analisis de la varianzapara los que
H sehalla con mucha facilidad.
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Ejemplo 2.8.1

Consideemosel modelo correspndienteal disero de un factor con, por ejemplo, 3 niveles
Yi = ot it i= 12,3 j=1:::5n

entones, tenemosm = 4 y una matriz de disero de rango 3. La estimacion de los
parametros resultaindeterminada.

Sin emlargo, si aradimos la restriccion i = 0, esdecir, si haemosH = (0;1;1;1),
el sistemaconjunto esde rango4 y podemosdeterminar una solucion o calcular la suma
de cuadradosresidual.
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2.9. Ejercicios

Ejercicio 2.1

Una variable Y toma los valoresys, Yy, y yz enfuncion de otra variable X conlos valores
X1, X2 ¥ X3. Determinar cualesde los siguiertes modelosson linealesy encorrar, en su
caso,la matriz dedisero parax; = 1, X, = 2y Xz = 3.

a)yi= ot 1Xi+ X2 1)+
b) yi= ot iXi+ 289+ |
c) yi = aXi( otang(xi)) + |
Ejercicio 2.2
Dado el modelo lineal
y» _ 2 + 1
Y2 1 2

hallar la estimacon MC de vy la sumade cuadradosresidual.

Ejercicio 2.3

Si b esuna estimacbn MC, probar que
(Y X)) X )= XDy xby+((d  )XX® )

Ejercicio 2.4

Cuatro objetos cuyos pesosexactosson i1, », 3Y 4 hansidopesadosnuna balanza
de platillos de acuerdocon el siguierte esquema:

1 2 3 4 Peso
1 1 1 1 092
1 1 1 1 83
1 0 0 1 54
1 0 0 1 16
1 0 1 1 87
1 1 1 1 35

Hallar las estimacionesde cada ; y de la varianzadel error.

Ejercicio 2.5

Seab la estimacon MC de .Si¥® = xb = py, probar que la matriz P veri ca

P2=P (I P)*=1 P
Ejercicio 2.6
La matriz de diseno reducidade un modelo lineal normal es
1
111
Xp=@1 0 1A
010
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Sesabe ademas que
y, =10 y,=12 y;=17 Ny = ny=nz= 10
2 1 X v )2 2 2
S; = n (vin V) =28 S; = 4.2 s;5= 4,0
Sepide:
a) Hallar la expreson generalde las estimacionesMC de los parametros

b) Calcular SCR. Estimar la varianzadel disero 2.

c) Estudiar sila hipotesisnula Hy : 2 = 3 puedeseraceptada.

Ejercicio 2.7
Consideremo=l modelo lineal

Yi= ot 1Xi1t + mXim t i i=1::::n
Sean bo; bl; i bm las estimacionesMIC de los parametrosy sea
h:bo+b1Xi1+ +bmxim i=1::::n
Probar que
xXo X0
i = e=0
i=1 i=1
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Cap tulo 3

Funciones param etricas estimables

3.1. Intro duccion

En los modeloslineales,ademas de la estimacon de los parametros ; y de 2, interesa
tambien la estimacobn de ciertas funcioneslinealesde los parametros. Comovamosa ver,
esto esespecialmere necesariocuandolos parametroscarecende una estimacbn unica.

Denici on 3.1.1

Llamaremosfuncion parametrica a toda funcion lineal  de los parametros
— — A0
=a 1t +tam m=a

y diremosque una funcion parametrica esestimablesi existeun estadstico b, combi-

b= by, + + by, = bl

tal que
E(D) =

esdecir, P esestimadorlineal insesgadade
Estas funcionesparametricas tienen la siguierte caracterizacon

Teorema 3.1.1

Sea = a° una funcion parametrica estimableasciada al modelolineal Y = X +
Severi ca:

i) esestimablesiy solo si el vector la a°escombinacion lineal de las las de X.

i) Si q1;::1; ¢ sonfuncionesparametricas estimables,entoncesla combinacion lineal
=C 1+ + ¢ qestambienfuncion parametrica estimable.

i) El numeromaximo defuncionesparametricasestimabledinealmerte independiertes
esr = ranga(X).

Demostiacion:
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) Seab=b% tal queE(P) = . Entonces
2% = E(b%) = bE(Y) = bX

cualquieraque sea , luego
a’= b%

lo que nos dice que a esconbinacion lineal de las las de la matriz de diseto X.

Recprocamerte, si suponemosque b® = a° ertoncesbastatomar b= b% como
estimadorlineal insesgadade

ii) y iii) para el lector (ver ejercicio3.4)

Observ aciones:

1) Sirango X = m, ertoncestodoslos parametros ; y todaslas funcionesparametri-
cas sonestimables,puesel subespaciogeneradopor las las de X coincide con
R™.

2) Sirango X < m, puedenconstruirsefuncionesparametricas que no sonestimables.
3) Una caracterizacon algebraicade que = a° es estimable viene dada por la
identidad
aIxX%) X% = a°

donde (X %) represema una g-inversade X .
En efecto,consideremodas matrices

S=X% S = (X¥%X) H=SS
ertoncesse compruebafacilmerte que
H®=H SH=S
Puestoque H esidempotente
rangoH = trazaH = rangoS = rango X =r

Por otra parte tenemos

0 =S SH=(n, HXS SH)=(In HIXX X%H)
= (Im HXXYX XH)) = (X XH)XX XH)
luego
X = XH
Entonces,si = a’ esestimable,a’= b% vy

aH = b%H = bX =a°
Recprocamerte, siaH = a’ resulta que
a’= a% S= (a% X9YX = b%
siendob®= a% X°
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3.2. Teorema de Gauss-Mark ov

Vamosa ver en primer lugar que, cuandoel rango de la matriz de disexo no esmaximo
y, por tanto, la estimacon MC de los parametrosno esunica, la estimacbn de cualquier
funcion parametrica estimableutilizando cualquierade los estimadoresMC s esunica.

Teorema 3.2.1

Si = a% una funcion parametrica estimabley b esun estimadorMC de , ertonces
el estimador D= a® de esunico.

Demostacion:

Si  esuna funcion parametrica estimable, tiene un estimador lineal insesgadob?y ,
dondeb esun vectorn 1. Consideremosgl subespacio = hXi deR" generadopor las
columnasde X. El vector b sepuededescommner de forma unica

b=B+c B2 c?

de modo que ¢ esortogonal a todo vector de .

Consideremosahora el estimadorlineal 6% y veamosque esinsesgadoy que su valor es
unico. Sabemosque b% esinsesgado

=a’ = E(b%)=EBY)+ E(%)=EB%)=B%X (3.1)
luegoE(B% ) = a° , pues
E(cY)=cE(Y)=c™® =0 =0
Supongamosque b % esotro estimadorinsesgadmara yb 2 . Entonces
0=E@B%) E(°%)=®B" boX

luego
B° b9X =0

lo que quiere decir que (B° b 9 esortogonala . Como tambien pertenecea , debe
serB b =0, esdecir,B=b .
Por ultimo, sakemosque para cualquierestimadorMC de e=Y X b esortogonal a

, demaneraque
0=B%=8% BXD
y as B% = B D, Ademas, por 3.1 sabemosque BX = b% = a° luego
B% = a®

para cualquier b,
A cortinuacion sedemuestrala principal vertaja de la utilizacion de los estimadoresMC.

Teorema 3.2.2 (Gauss-Mark ov)

Si = a° una funcion parametrica estimabley b esun estimadorMC de , entonces
b = 3% esel estimador de varianza m nimal en la clasede los estimadoreslineales
insesgadosle

1BLUE: best linear unbiased estimate

43



Demostacion:

Con la notacion
kok?=f+  + If

tenemosque
var(b% ) =1 2+ + I 2= kbk?® ?

Si consideramosla descommsicon de cualquier estimador insesgadode  que hemos
utilizado en el teoremaanterior y dado que

kbk? = kBk? + kck?
resulta

var(a®) = var(B% ) = kBk? 2 (kBk?+ kck?) 2= var(b® )

Observ aciones:

1) Estosresultadosson validos incluso para un modelo lineal sin la hipotesisde nor-
malidad.

2) La estimacbn convarianzam nima es

b= a9x%) x%

3) Comola varianzade b% esb% 2, resulta quela varianzam nima es

var(b) = var(@®) = 2a(x %) a

4) Utilizando la matriz de disero reducidatenemos
b= aYx%DXg) XoDY
var(P) = 2aqx%DXR) a

De aqu deducimosque b escombinacion lineal de las mediasde las k condiciones

experimentales
b=cvY,+ +aY=c¥

c= DXgr(X%DXR) a
Entonces I

var(P) = ¢c=n %= 22

Por otra parte, todo estimadorlineal insesgadob: b% de = a’ sedescommnecomo
hemosvisto en

b% = B% + c%

DiremosqueB% (dondeB esunico) perteneceal es@cio estimaciony quec® pertenece
al esg@cio error.
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Mas expl citamente, la descompmsicion de b®es
b’=bP + Y P)

siendoP = X (X %) XP°la matriz del operadorqueproyectab en = hXi (ver Apendice
B). El vector proyectadoesB°= b%P. Asimismo,| P esotro operador que proyectab
en el espacioortogonala . La proyeccbn esc®= bl P). ComoB% = 0, severica

cov(B% ;c% ) =0
As pues,todo estimadorlineal insesgadd® sedescommpneen
b% = bPY + bl P)Y

dondeb®PY esel estimadorde Gauss-Marlov, mientras quebql P)Y tiene esgeranza
ceroy provoca un aumerto de la varianzam nima del mejor estimador b= popy .

Finalmente, obsenemosque
b= pPy

b (XX) X% = b (XX) xXXb =
bXH P = g%

SiendoH = (X%X) X%, queverica XH = X,y siendoa’= b°.

El aspecto geonetrico de las estimacionesse puede resumir en el hedo que el espacio
muestral R" al que perteneceel vector de obsenacionesY , sedescommne en

(3.2)

Rn: + ?

donde represeta el es@cio estimacion. Toda estimacbn de los parametrosde regreson
esta ligadaa . Toda estimacbn de la varianza del modelo esta ligada al esgacio error

? . Ambos espaciosson ortogonalesy bajo el modelo lineal normal, como veremosmas
adelarte, ambas clasesde estimacionesson estacasticamene independienes.

Ejemplo 3.2.1
Seay;;:::;yn, una muestma aleatoria simple procedente de una poblacon N(; ). El mo-
delolineal asaiado es 0 1 0 1

Y1 1
O K=0B:K +
Yn 1

P
El estimadorMC de esb = (1=n) y; quetambien es de Gauss-Markov(centradoy
de varianza m nima).

En estecasoR"= + 7, siendo

= N1;::0; 1)

P . P
Seaa% = ay; otro estimadorcentradode . EntoncesE(a% ) = implica a = 1.
Luegosevericaa= a+ b, esdecir,

Oal Olznl 0
©:x=0: K+b&

an 1=n a, 1=n

1
a, 1=n
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cona2 ,b2 7?.Esfacil ver quea® = 0. Ademas

X X X
ayi=(1=n) yi+ (& 1=n)y;

El primer termino esestimadorcentradoy de varianzam nima ?=n. El seggundotermino
verica

X
E( (& 1=n)y)=0
X X

cov(l=n vy; (& 1=n)y;)=0

La matriz del operador que proyecta a en  es
0 1 0 1

1 1=n ::: 1=n
1 1=n 1;n
siendofacil ver que
a® = (1=n;:::;1=n)
aYl P)=(ay 1=n;:::;a, 1=n)
Ejemplo 3.2.2

Ver esgcialmenteel nal del ejemplo5.3.2.

3.3. Varianza de la estimaci on y multicolinealidad

Sabemosque a® sedice estimablesi tiene un estimadorlineal insesgadd®’ o, equiva-
lentemerte, cuandoa = X%. Es decir, cuandoa escombinacion lineal de las las de la
matriz X.

Teorema 3.3.1

La funcion parametrica a° esestimablesiy solo si

a2 X% = X%Xi

Demostacion:

Como sabemos, la funcion parametrica a° es estimablesi y solo si a es combinacion
lineal de las las de X, esdecir, cuandoa 2 hX 9. De modo que solo quedaprobar que

X% = XX

PeroXXc = X% parad = Xc, deformaquehnXXi hX9. Ademas,lasdimensionegle
ambos subespaciossonigualesya querg X °= rg X%, de donde sededucela igualdad.

Los detallespuedenverseen Seler [65, pag. 385].

En el apartado anterior hemosdemostradoque para una funcion parametrica estimable
a® , su estimadorMC a® esel de m nima varianza. Pero, >cuaro vale estavarianza?
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XXv, = v, i=L:ior
y talesquev; = .

Sia’ esestimable,ertoncesa 2 hX %Xi y estesubespacioesta generadopor los vectores
propios. As pues,a sepuedeexpresaren la forma

X
a= GVi
i=1
Entonces |
« !
var(a®) = var cvob
i
= car(v/P)
X s
= ¢
i
ya que

cw(viob;vjob) = b teoar(vX X b;vjox%( b)
(i) feov(viX%;vPX %)
(i) ' XXy

(i jz L2 vy

i

- 2

Silvey[67 concluyo que esposibleuna estimacbn relativamerte precisaen las direcciones
de los vectores propios de X %X corresmndiertes a los mayores valores propios, mien-
tras que se obtienen unas estimacionesrelativamerte imprecisas(poco e cientes) en las
direccionescorrespndiertes a los valorespropios mas pequeos.

Supongamosque X tiene rango maximo pero que sus columnasestan cercade ser li-
nealmere dependiertes. Entonces X %X esia cercade ser singular (no inversible), en el
senido que uno o varios de susvalorespropios no nulos sonexcesiamerte pequatos, casi
despreciablesy por lo que hemosvisto las estimacionesen algunasdireccionesseran muy
imprecisas.

La presenciade relacionesquasilinealesertre las variablesregresorasse conace en Eco-
nometr a con el nombre de multicolinealidad, cuya forma masextremasepresena cuando
la matriz de datos X no tiene rango maximo. Este grave problema debe ser detectado
previamerte a la estimacbn y sepuedecorregir de varias formas (ver seccon 8.5).

Una solucon teorica consisteen minimizar o incluso erradicar la multicolinealidad, me-
diante la incorporacion de nuevas obsenacionesen las direccionesde los vectorespropios
con valorespropios demasiadopequetos (0 cero).

Supongamosque una nueva obsenacion searadeal modeloY = X + y resulta

Y X .
Yh+1 X2+1 n+l
=X +
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dondexn,:1 = cv, dondev esun vector propio normalizadode X °X corresmndierte a un
valor propio . Entoncesse puede probar que v estambien un vector propio de X °X
correspndierte al valor propio + c2. Y de estaforma Sylvey propusoun analisis para
la eleccon de las direccionesen las que es convenierte elegir nuevas obsenacionespara
mejorar la precison de las estimacionesde un a° particular.

3.4. Sistemas de funciones param etricas estimables

Consideremosun sistemade funcionesparametricas estimables

sobreel mismo modelo lineal normal y dondelos vectoresa;;:::;aq (0 r = rangoX)
sonlinealmerte independiertes. Para cadauna, tenemodas correspndiertes estimaciones
de Gauss-Marlov

b = g% i=1::::q
gue podemoscondensamatricialmente en la forma

b= (b;:::;byo=Ab

donde 0 1

Con estamatriz, P esel conjunto de estimadoresMC del sistemade funcionesparametri-
cas =A

Teorema 3.4.1

Bajo el modelolineal normal, el conjunto de estimadoresP = A P del sistemadefunciones
parametricas = A verica:

)] b siguela distribucion normal multiv ariante

b Ng( ;)
donde = A eselvectorde mediasy
= 2A(X%) A°

esla matriz de varianzas-coarianzas.

i) La estimacbn MC de toda funcion parametrica estimable es estccasticamerte in-
dependierte de la sumade cuadradosresidual

SCR= (Y Xb)yyy xb)
En particular, 0 = A D esestocasticamerte independierte de SCR.

Demostiacion:
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i) Esconsecuenciae que b esuna combinacion lineal de variables normalesindepen-

dientes:
b = ayx%) X%
luegosi
AX%X) X°=cC
sabemos que E(b) = y la matriz de covarianzasde CY es = 2CC? de
maneraque

= 2CcC%= 2A(XX) XX (XX) A°= 2A(X%X) A°

i) Comoenelteorema2.5.1,consideremoda transformacion ortogonal
Z=V%

donde las primeras r columnasde la matriz ortogonal V generanel subespacio

puesto que perteneceal esm@cio estimacion. Sin enmbargo, la suma de cuadrados
residual es
SCR= 2%, + + 7127

Yy, por tanto, sema estacasticamerte independierte de cualquierestimacon b = aiob.

Esto mismo se puedededucir de la expreson 3.2 ya que b = BPY , mientras que
SCR=YY P)Y = PY)XI P)Y

donde(l P)Y perteneceal espacioortogonal de .

Teorema 3.4.2

La distribuciondeU = (AP A ){ 2A(X%X) A9 }(ADP A )esuna 3

Ademas, U esestocasticamente independierte de SCR= 2 cuya distribucion es 2

nr-

Demostiacion:

Es consecuenciale las propiedadesde la distribucion normal multiv ariante y de los teo-
remas2.5.1y 3.4.1.

Dos resultadosimportantes que se deducende los teoremasanteriores son:

a) Para el modelo lineal normal y el sistemade g funcionesparametricas estimables
= A severica que la distribucion de

- - (AP A )IAXX) A9 AP A )=
- SCR=(n )
esunaF congy n r gradosde libertad, ya que setrata de un cocierte de dos

2 independiertes divididas por susgradosde libertad respectivos. Obsenemosla
desaparicon del parametro ? desconaido.

(3.3)
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b) En el casoq = 1, si P esla estimacbn de Gauss-Marlov de , ertonces P
N( ; p), siendo
2= a(XX) a 2= 22

luegola distribucion de

b p
t=p——— n r 3.4
2SCR (34)
esla deunat de Studert conn r gradosde libertad. Este resultado se puede
establecerdirectamerte o a partir de 3.3yaqueFy, , = t2 ..

3.5. Interv alos de con anza

Consideremosuna funcion parametrica estimable = a° , su estimacon MC b= g y
seat tal que
P(t <t<t)=1

para una distribucion t de Studert conn r gradosde libertad. Entonces,de la distri-

bucion 3.4 deducimosque
!

p
P t <p=— n r<t =1
2SCR
y despejando obtenemos
r r !
2 2
p b i SCR< < by SCR _
n r n r
Por lo tanto r r
b 2SCR b 2SCR
t < < D+t
n r n r
esdecir
a® t [aIXX) ab?? (3.5)

esun intervalo de con anza parala funcion parametrica estimable = a° , concoe ciente
deconanzal

Por otra parte, comoSCR= 2 sigueuna 2 , tenemos

P(a< SCR=%<bh=1
dondeay b sontales que
P(a, a= =2 P(2,>bh= =2
Deducimoserntoncesque

SCR _, SCR
o - S Ta

P =1 (3.6)

de ne un intervalo de con anza para la varianza 2 del modelo lineal normal, con coe -
cierte de con anza 1
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3.6. Ejercicios

Ejercicio 3.1

Sea una funcion parametrica estimabley b,, b, dos estimadoresinsesgadosestocasti-
camernte independiertes, devarianzas 2y 3. Hallar la comrbinacion lineal de b, b, cuya
varianzaesm nima y adenas esinsesgado.

Ejercicio 3.2
En un modelo lineal, la matriz de disezo es
0 1
11111
10100§
11100
10111

Hallar la expreson generalde las funcionesparametricas estimables.

Ejercicio 3.3

Probar que
b- bOY E( b) = = aO

siendob combinacion lineal de las columnasde X, implica que a es combinacion lineal
delas las de X.
Ejercicio 3.4

Probar quetoda combinacion lineal de funcionesparametricas estimablesestambien fun-
cion parametrica estimabley quer = rg X esel numeromaximo de funcioneslinealmerte
independiertes.

Ejercicio 3.5
Si b esla estimacbn de Gauss-Martov, probar que la expreson

b= Gy: + + CcYk
funcion de las mediasde las condicionesexperimertales, esunica.

Ejercicio 3.6
La matriz de disero reducida correspndierte a un modelo lineal normal es
1
1 01
X=@1 1 0A
0O 11
Sesabe adenmas que
y1=11 y,=10 ys=15
n,=n,=nz= 10
X1
sS=(1=n) (vi Y)°=45
i=1
s2=60 s5=43
Sepide
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1) Hallar la expreson generalde las estimacionesMC de

2) Calcular SCR.>Seajustan losdatosal modelode nido por X ? (nivel designi cacion
0;05)

3) Dadala funcion parametrica estimable
= 1t 3
cortrastar la hipotesisHp : = 3 enlos casos:

a) 2 varianzadel disero desconaida
b) 2= 5varianzadel disero conccida

(nivel de signi cacion 0;05)
4) Hallar la funcion parametrica estimable tal que
b= CGy1 + Gy + Cgys
verica &+ ¢+ 2= 1y ademas P esmaximo.

Ejercicio 3.7
Consideremos| modelo lineal

yr = 1t 2% 1
Y2 = 1t 3t 2
Ys = 1t 2% 3
Sepide:
1) >Esla funcion parametrica
= 1t 2t 3

estimable?
2) Probar quetoda funcion parametrica
=a 1ta 2taz s

esestimablesiy solo sia; = a, + as.

Ejercicio 3.8

Consideremosl modelo lineal
yi= + 1+ 1+
Y= + 1+t 2+ 2
ys= + 2+ 1+ 3
Ya= + 2t 2+ 4
ys= + 3t 1+ 5
Ye= t+ 3t 2% ¢



(@ >Cuandoes o + 1 1+ 2 2+ 3 3+ 4 1+ 5 ,estimable?
(b) >Es |+ , estimable?

(c) >Es ; > estimable?

(d) >Es + , estimable?

(e) >Es6 +2 ;+2 ,+2 3+ 3 1+ 3 , estimable?

(f) >Es 1 2 ,+ 3 estimable?

(g) Hallar la covarianzaernre los estimadoredinealesMC de las funcionesparametricas
1 2Y 1 2, Si estasson estimables.

(h) Hallar la dimensbn del espacioparametrico.
(i) Obtener una expreson del espaciode los errores.

Ejercicio 3.9

Cuatro objetos A; B; C; D estan involucradosen un experimerto de pesado.Todos reu-
nidos pesany; gramos.Cuando A y C seponenen el plato izquierdo de la balanzay B
y D seponenen el plato dereto, un pesode y, gramosesnecesarioen el plato deredo
para equilibrar la balanza.Con A y B en el plato izquierdoy C;D en el plato deredo,
ys gramossonnecesarioen el plato deretioy, nalmente, conA; D en el plato izquierdo
y B;C enel plato deredo, y, gramossonnecesario®n la dereda para equilibrar. Si las
obsenacionesys; Y»; Ya; Y4 sontodas con erroresincorrelacionadosy con varianza comun
2 obtenerla estimacbn BLUE del pesototal de los cuatro objetosy su varianza.

Ejercicio 3.10

Con el modelo lineal
Yyi= 1t 5+ 1
Y2= 2t 5t 2
Yys= 3t gt 3
Ya= 4t 6t 4
Ys= 1+t 7+ 5
Ye= 3t 7t 6
y7= 2t gt 7
Ys= 4t gt 3

conestar las siguiertes pregurtas:

(a) >Cuartas funcionesparametricas son estimables?Obtener el conjunto completode
todasellas.

(b) Probarque ; ; esestimable.Calcular su estimadorlineal MC y su varianza.
(c) Probar que ;+ , noesestimable.

(d) Hallar cuatro estimadoresinsesgadosliferertesde ;  , y calcular susvarianzas.
Compararlascon la varianza del estimador MC.
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(e) Hallar un estimadorinsesgadade la varianzade los errores 2.

Ejercicio 3.11

Diremos que el estimador lineal b®% perteneceal espacioerror si E(b% ) = 0. Probar
quela covarianzaertre b% y todo estimadorde Gauss-Marlov b= a0 essiemprecero.

Ejercicio 3.12

Consideremosl modelo lineal normal Y = X + |, siendorg X = r. SeaX = U V?°
una descompsicion en valoressingularesde X . Sepide:

1) Expresarla estimacon MC de enterminosdeU, ,V yY.
2) Sea = a una funcion parametrica. Probar que esestimablesiy solo si se
veri ca
a’= b °

para algun vector b.
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Cap tulo 4

Complemen tos de estimaci on

En estecaptulo sepresenan algunasextensionesdel metodo de los m nimos cuadrados.
Estos complememos no son estrictamerte necesariogara cortinuar con el desarrollode
la teor a de los modeloslinealesy, en particular, para el contraste de hipotesis que se
explicaenel captulo 5. En una primera lectura de estelibro sepuedepasardirectamerte
a esecaptulo.

4.1. Ampliar un modelo con mas variables regresoras

4.1.1. Una variable extra
Supongamosque desplesde ajustar el modelo lineal
E(Y)= X var(Y)= 2|

decidimosintroducir una nueva variable regresoracon las mismasobsenacionesque ya
ten amos.

Seanx(, i = 1;:::;m las columnasde la matriz X n  m de rangom de modo que
E(Y)=X = (X@;: 5 Xm) =X 1+ + X(m) m
La inclusion de la nueva variable regresorax m+1y proporcionaun modelo ampliado

G:E(Y)=Xug 1+ + X(m) mt Xm+1) m+1 = X+ X(m+) ma1 = G

Parahallar la estimacondelosm+ 1 parametros = ( 1;:::; m; m+1)’podemoshacerlo
directamerte como

be = (GBB) G%  var(bgy) = ?(GG) !

o a partir del modelo original que ya hemosresuelto. Vamosa ver el desarrollode esta
segundaopcion que proporciona unos calculos mas simples.

Partimos de las ecuacioneshormalesdel modelo ampliado GG b; = G% que podemos
descommner as

X%

X?m+1) X bG + X?m+1)x(m+1) By = X?m+l) Y

XCX bG + X(5((m+1) bm+1
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De la primera ecuacon tenemos
bG = (XOX) lx O(Y X(m+1) bm+1) = b fbm+1 (41)
dondef = (X%X) *X%m+1), Y sustituyendoen la segunda
X?m+1)x(m+l) bm+1 = X?m+1)Y X?m+1)X(XOX) 1X0(Y X(m+1) bm+1)

esdecir

Xy (1 XXXK) XX meny Bner = Xfpagy (1 X(XX) XY
de maneraque

Bt = Koy (I P)Xmen] X0napy (1 P)Y = gx0upy (I P)Y (4.2)

dondeg = [x{,.1) (I P)X(ms+1] * esun escalar.
Obsenemosque ahora esteresultado se puedesustituir en la ecuacon 4.1 de modo que
b quedadeterminado.

Por otra parte
Y XbG X (m+1) bm+1 =Y X(X%() 1X0(Y X(m+1) bm+1) X (m+1) bm+1
(I X(XX) XYY X(m+1) bm+1)
= P)XY  Xm+ bm+1)
de maneraque la sumade cuadradosde los residuospara el modelo ampliado es
SCRz = (Y Gbg)XY Ghbyg)
= (Y XPg Xmey Pre)AY XPg X(mag) Paa)
= (Y Xm+ bm+1)0(| P)XY  X(m+ bm+1)
yaquel P essimetrica e idempotente.
Si desarrollamosestaexpreson seobtiene
YU P)Y YX P)Xmep Pnn
X0nany (1 PYY Bt + 50y (1 P)X () B2y
YU P)Y X%y P)Y DBy
Km0 P)Y  XCrany (1 P)X(man) Prrea 1P

SCR;

y por 4.2 resulta
SCRs = SCR X%y (I P)Y By (4.3)

En cuano a las varianzasy covarianzasde los estimadoressetiene lo siguierte: A partir
de la ecuacon 4.2 tenemos

Var(bm+1) = Z(X?m+1) (I P)Xm+1)) t= Zg
Ademas

cov(P; Brur) = cor[(XX) XY gx0ny (I P)Y]
= Zg(xox) 1X0(| P)X(m+1) = 0
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yaque Xl P)= 0. Esto permite calcular la covarianzaertre bG y b

CW(bG; bm+1) Cw[b f bm+1; bm+1]

Cw(b; bm+1) fvar(bm+1)

=0 f %g
Finalmente
var(bG) = var(b fbm+1)
= var(b) 2cw(b;f bm+1) + var(f bm+1)
= var(P)  2cor(P; b1 )%+ fvar(Py.q)f°
= [(XX) *+g 9
En resumen

2 (XX) t+g ? o
gf° s

dondeg = [x{n.qy (I P)X@mspn] Py f = (XX) XK(msy -

En consecuencialas formulas 4.1, 4.2,4.3y 4.4 denmuestran que esposible calcular todos

los elemenos del modelo ampliado a partir del modelo original, mediarte productos de
matrices en los que interviene unicamerte la matriz (X °X) ! original.

var(bg) = (4.4)

4.1.2. Una interpretaci on

Partimos del modelo

Y =X + E()=0O;var( )= 2 (4.5)

nuea variable regresorapara llegar al modelo

G:Y =X +Xm+y mnt+t c=GC + ¢ (4.6)
dondeG = (X@); i Xm)ysXm+)) Y = (13500 my me 0
Consideremod la estimacon MC en el modelo original, de forma que

Y =Xxb+e (4.7

dondee esel vector de residuoso parte de Y no explicadalinealmerte por X.
Seab la estimacon MC en el modelo lineal X(m+1) = XC + 41, deforma que

donde el vector de residuosey,+1 represema la parte de x(m+1) no explicadalinealmerte
por las variablesanteriores.

Consideremosahorala regreson lineal simplede (parte de’Y no explicadapor X) con
m+1 (parte de X(ms+1y independierte de X)

e= en @+ e (4.9)
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Teorema 4.1.1 Siconsideramodas estimacionesMC que sehan calculadoen las ecua-

%iones4g, 4.8y 4.9, resulta que la estimacon MC de 41 enel modeloampliado 4.6 es
m+1 — O

Demostacion:
Si sustituimos 4.9 en la ecuacon 4.7, seobtiene

Y=XbP+e,®+re =XP+ (X Xb)&+e
La solucion MC del modelo ampliado es
Y = X P+ X(men) Pnss + €6
dondebg =P (XX) IX%(ns1) Pnss comohemosvisto en 4.1. De forma que
Y = XD+ (Xmey  XXX) XK (meny ) Prnsa + €6
Pero por 4.8 sabemosqueb = (XX) X% .1y, de maneraque
Y = XP+ (Xmsry  XD) Pt + e

y ertonces B, = By es = e.
En el gra co sedibuja la consecuenciale aradir a un modelo con una variable regresora
X1 una nueva variable X».

En estegra co tenemoslos siguiernes datos:
ED=en1 OD=x:b AB = enu® OB = x,P
de forma que
EDjjAB BC? OB ED? OD AB ? OB AC? OA

y enesyecial | |
¥ = OB + AB

Como conclusbn podemosdecir que cualquier coe ciente estimado P, puedeinterpretarse
comola pendierte de la recta que relacionalos residuosde la regreson de Y respecto a
todaslas otras variables,esdecir, la parte de Y no explicadapor el resto de las variables
regresoras,con la aportacion diferencial de x; o parte de x; no comun con las demas
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variables regresorasque se obtiene tomando el residuo de la regreson de x; sobrelas
restartes x.

Obsenemosque cuandoxm+1) esindependierte de X el paso4.8 no esposible. En esta
situacion

Y=xb+e
€= X(m+1) bm+1 + €g
de modo que la solucion del modelo ampliado es

Y =X b + X(m+1) bm+1 *+ €c

X1

X2

Esto signi ca que si excluimosdel modelo variables regresorasindependierties, esto no
afectaa la estimacobn de los parametros ;, pero si excluimosvariables relevantes esto
afecta considerablemete a las estimaciones.

4.1.3. Mas variables

Supongamosgue desplesde ajustar el modelo lineal
E(Y) = X var(Y)= 2|

decidimosintroducir un grupo de variablesregresorasEl modelo esahora
G:E(Y)=X +Z = X Z =W

y vamosa suponer que las matrices son de rango maximo, de forma que X esn m de
rangom, Z esn t derangot, y las columnasde Z sonlinealmerte independieries de
las columnasde X, deformaqueW esn (m+ t) derangom + t.

Si queremoshallar el estimador m nimo cuadratico b; de , podemoshacerlo a partir
del modelo completo G

b= (WW) W% var(bg) = *(WW) !

o reducir los calculos utilizando los resultadosdel modelo inicial. El siguierte teorema
resumelas principales propiedadesde esta segundapropuesta.

Teorema 4.1.2
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Consideremodas matricesP = X (X%) X% Pg =W (WW) WO L = (XX) X%,
M = (ZY1 P)Z) 'y elvector |

Entonces,

() b= (XX) XAy Zbg)=Db Lbg

(i) bs= Yy P)z) 1z P)Y

(i) SCRs= YA Pg)Y = (Y ZP)x P)Y ZPg)
(v) SCRs = SCR bozql P)Y

(v)
, (XX) 1+ LMLO LM

Var(bG) = ML 0 M

Demostacion:

Sepuedereseguirsin mayor di cultad todoslos calculosquehemosrealizadoen el aparta-
do anterior. El unico detalleimportante esque debe demostrarsequela matriz ZYl P)Z
esinversible. Este resultadoy los detallesde la demostracon puedenverseen Seker [65,
pag. 65].

A partir de estasformulas sededuceque,unavezinvertida la matriz X %, podemoshallar
bs y sumatriz de varianzas-cwarianzasvar(bg) simplemere invirtiendo ZY1 P)Zt t
y no senecesitacalcular la inversade la matriz WOW (m+1t) (m+ t).

Estos resultadosse puedenutilizar de diversasformas en modelosde Analisis de la Va-
rianzay de Analisisde la Covarianza.Para introducir un grupo de variablesen un modelo
de regreson esmejor hacerlode una en una, lo que sellama regreson pasoa paso.

4.2. M nimos cuadrados generalizados

Hasta estemomerto se ha presernado la teor a de los modeloslinealesY = X + con
la asuncon de las hipotesisE( ) = 0y var( ) = 2I. Vamosahora a estudiar lo que
ocurre cuandopermitimos a los ; sercorrelacionadosEn particular, vamosa considerar
el modelo lineal mas general

Y =X + E()=0;var( )= 2V (4.10)

dondeV esunamatriz n n de nida positiva con valoresplenamerte conccidos.

DadoqueV esde nida positiva, existeunamatriz n n K nosingulartal queV = KK °
y con la que podemostransformar el modelo anterior

KX + K1
B +

K 1Y

. (4.11)

dondeB esn r, rgB = rgX y adenms

E()=K 'E()=0
var( )= 2K (K 1= 2
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de forma que el modelo 4.11 veri ca las condicionesdel modelo lineal ordinario. As es
posible calcular el estimadorMC de queminimiza © .

Denici on 4.2.1

Un estimador  esun estimador MCG de para el madelo4.10 si y solo si esun
estimador MC ordinario para el modelo 4.11. En el caso particular de quela matriz V
se diagonalse llama MC ponderado

En consecuenciaun estimador MCG de satisfacela ecuacon

B(BB) BZ =B
K IX(K X)X 1X) (K X)X 1Y = K X
X(XV IX) XW 1y =X

Como un estimador MCG essimplemene un estimador MC ordinario del modelo trans-

formado, esde esperar que tenga las mismaspropiedadesoptimas.

Propiedades

(&) Si X esde rango maximo, la estimacon MC se puede obtener de las ecuaciones

normales
= (BB) BZ = (X% IX) X% 1y
con las siguiertes propiedades
E( )=(X% X) X%V }X )=
var( )= ?BB) '= X%V Xx)!?
SCR=(Z B )2 B )=(Y X WV ¥y X )

(b) Una funcion parametrica a® esestimableen el modelo4.10siy solo si esestimable
enel modelo4.11.

En efecto,si a’ esestimableen el modelo 4.10 podemosescribir
a’= bX = (bXK)K X =cB

luegotambien esestimableen el modelo 4.11.
Sia® esestimableen el modelo4.11, ertonces

a’=cB =cK X =(cK HX = b%
luegoesestimableen el modelo 4.10.
(c) Para unaf.p.e.a’ , el estimador MCG esel mejor estimador lineal, en el senido

de insesgadoy de varianzam nima, y adenas esunico.

Aplicando el teorema3.2.1de Gauss-Marlov al modelo 4.11, sabemosquea® es
el estimador lineal insesgadoy de m nima varianza ertre todas las combinaciones
linealesdel vector K 1Y . Sin embargo, cualquier conrbinacion lineal de Y sepuede
obtenerde K 'Y porqueK ! esinversible.Luego el estimador MCG esel mejor.
Tambien por una propiedad anterior sabemosque esunico.
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Para un modelo de rangono maximoy en el casoordinario hemosvisto que un estimador
debe veri car la ecuacon PY = X b, dondeP esel operador proyeccbn ortogonal sobre
el subespaciohX i. Veamosuna propiedad similar en el casogeneralizado.

Teorema 4.2.1

Un estimador MCG en el modelo 4.10 veri ca la ecuacon AY = X dondeA =
X(X% 1X) X% ! esunamatriz idempotente pero no, en general,simetrica.

Demostacion:

Setrata de probar que A esuna especie de operador proyeccon sobre hXi aunque no
necesariamete ortogonal.

Por la de nicion de estimador MCG ya hemosvisto que
XXV IX) X% 1y = AY = X

Esfacil verqueAA = A demaneraqueA esidempotente y no necesariamete simetrica,
veamosahoraqueA esun operadorproyeccbn sobrehXi, enel sertido dequebAi = hXi
de modo que AY 2 hXi.

La proyeccbn ortogonal sobrehK Xi es
K IX[(K 2X)9K X)] (K *X)°
Por la de nici on de proyeccon severi ca
K IX[(K X)IK X)) (K X)X X =K X
K 'AX = K X
AX =X

y enconsecuencidXi  hAi. Perotambientenemosque
A= X[(XW% X) X% 1

y por tanto hA1  hXi.

Para una funcion parametrica estimablea® cona®= b%, el estimadorMCG esa’ =
b%Y . Vamosa calcular su varianza.

En primer lugar
var(X )= var(AY)= 2AVA®
= 2AV
X (X% 1x) Xx°

de forma quesia® esestimable
var(@® )= Zai{xX% X) a

Tambien esnecesaricobtenerun estimadorpara 2.
A partir del modelo4.11
SCR= (K Y)Y K IX(K }X)YK X)) K 'Y
=YY AWV (1 Ay

62



y comorg(K 1X) = rg(X), tenemos
P=vyy AV (0 A)Yn )

Ademas, cuandoasumimosla hipotesisde normalidad N (0; 2V) severican otras
propiedadesgambien heredadaglel casoordinario. En especial, cualquierestimadorMCG
de esde maxima verosimilitud. Tambien, para cualquier funcion estimablea® el esti-
mador MCG esinsesgadale varianzam nima.

En cuarto a las distribucionesascciadas,si  tiene distribucion normal, la SCR esinde-
pendierte deK X ,yaquecov(B ;Z B )= 0,y enconsecuenciandependierte
de X

Eseviderte que X  sedistribuye normalmerte y sedenuestraque SCR= ? 2,
As pues,para una funcion parametrica estimable a°

a’ a’
[ aqx oy 1X)a]i=2

lo que sepuedeutilizar para el calculo de intervalosde con anza dea® o en cortrastes
de hipotesis.

Por ultimo nos podemospregurtar si la estimacbn generalizada puedecoincidir con
la ordinaria P y en que circunstancias.La respuestaesque ambas estimacionesoinciden
siy solo si v 1Xi = hXi que esequivalerte a hvX i = hXi. La demostracon puede
verseen [65, pag. 63].

4.3. Otros metodos de estimaci on

4.3.1. Estimaci on sesgada

Dado el modelo lineal ordinario Y = X + ,dondeE( )= 0yvar()= 2l, sakemos
gueel estimadorMC a% esel estimadorinsesgadale varianzam nima paraunaf.p.e.a’
cuando tiene distribucion normal, y el estimador lineal insesgadade varianza m nima
sin la hipotesis de normalidad. Pero el hedo de ser un estimador de varianza m nima
no garartiza que estasearealmerte pequeya. Ya hemosvisto en el apartado 3.3 como se
calcula dicha varianza en funcion de los valorespropios de la matriz X % y una posible
solucbn propuesta por Silvey. Veamosahora otra propuesta cuando en un modelo de
rango maximo, X% esta cercade la singularidad, es decir, cuando uno o mas de sus
valorespropios son casicero.

Consideremoda llamadavarianzatotal delosestimadoresde los parametrosenun modelo
xn
var(B) = 2tf(x%) 1= 2 > 21
i=1 i=1

donde ., > 0 esel maspequeto de los valorespropiosde X % . En la practica, aunquela
matriz X seade rango maximo, puedeocurrir que , Seamuy pequeaoy enconsecuencia
provocar que la varianzatotal seamuy grande.
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Para solucionaresteproblemaHoerl y Kennard (1970) introducenlos ridge estimators

€ = (XX +Kkl) X%

= (XX + kl) 1Xx%b
(1 + k(X%) 1 tb
Kb

dondek 0esun escalaraelegirdeformaque,sino escero, e(k) esun estimadorsesgado
de

Las principalesrazonespara la utilizacion de estosestimadoresson:

= Los gra cos de los componertes de e(k) y de suscorrespndiertes SCR al variar k
permiten estudiar la enfermedadde X .

= Es posible elegir un valor de k tal que los coe cientes de regreson tengan valores
razonablesy la SCR no seamuy grande.

= Seha demostradoque es posible hallar un k que, por un pequeio incremerto del
sesgoreducela varianzatotal y, en consecuenciagl error cuadratico medio total.

El estudio de generalizacionesle estosestimadoresy suspropiedadesha tenido bastarte
exito.

4.3.2. Estimaci on robusta

En el captulo anterior se ha demostradoque, mientras se veri que la hipotesisde nor-

malidad para las obsenaciones,los estimadoresobtenidospor el metodo de los m nimos
cuadradosgozande muy buenaspropiedades.Sin enbargo, tambien se han estudiado
los resultadoscuandolas obsenacionessiguendistribucionesdistintas de la normal y se
ha constatado que el metodo de los m nimos cuadradosfalla en muchos aspectos. En

especial, cuando la distribucion de los errorestiene una alta curtosis los estimadores
m nimo-cuadraticos son muy poco e cientes, comparadoscon estimadoresrobustos de
localizacon (ver Andrews et al.[4, cap. 7]). Puedeprobarse(ver Pera [54, pag. 465]) que
en estassituacionesla estimacbn de maxima verosimilitud es equivalerte a minimizar

una funcion ponderadade los errores, que proporcione menospesosa los residuosmas
grandes.Setrata de calcular estimadoresque minimicen

X
(i) f

donde! ( ;) esunafuncion parareducir el efectode losdatosconun residuomuy alto. Los
metodos de estimacon robusta que utilicen estaidearequierenla de nicion de la funcion
de ponderacon ! y un procedimierto iterativo para acercarnosa los valores! i( i), ya
gue los errores ; son, en principio, desconaidos. Entre las propuestasmas interesanes
destacala funcion de ponderacon de Huber (1981)

8
1
2 5 sijrij<c
=, ¢ 1c¢? siri o
o 2T, Iri)
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dondelosr; sonlosresiduosestudenizadosy c unaconstarte entre 1,5y 2 queestableceel
gradode\proteccion". Para calcularla estimacbn de los parametrossetoma inicialmente
la m nimo cuadratica ordinaria, secalculanlosresiduosy conelloslas ponderacionegara
la siguierte estimacbn, y as sBcesi\amerte.

Otra alternativa esminimizar ,j jj conrespectoa . Este esun problemade minimi-
zacion de una norma L1 que sepuedereducir a un problemade programacon lineal y a
un procedimiento similar al metodo del simplex, aunquela solucibn no siempreesunicay
algunosde los algoritmos proporcionan estimadoressesgadosOtros procedimienos ite-
rativos propuestosno tienen resueltala cuestion de la convergenciay el sesgaver Seler
[65, pag. 91]).

4.3.3. Mas posibilidades

Tambien se ha estudiado el problema de la estimacon m nimo cuadratica sujeta a las

restricciones ; 0,i=1;:::;m.

Por otra parte, en algunos problemasde regreson, los datos de la variable respuesta
puedenser censuradoses decir, los valoresde algunasobsenacionessolo se conacen si

son superiores (o inferiores) a algun valor dado. Esto se suele producir en problemas
dondela variable obsenada esel tiempo de vida. En estoscasosel metodo clasicode los

m nimos cuadradosno sirve y sehan estudiadootros procedimierios (ver Seker [65, pag.

90]).
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4.4. Ejercicios

Ejercicio 4.1
Seael modelo lineal

Yi= 1+t 2t 1
Yo= 1 22+
Y3=21 2t 3

Hallar las estimacionesMC de ; y ,. Utilizando el metodo m nimo-cuadratico en dos
pasos,hallar la estimacon MC de 3, cuandoel modelo seampl a en la forma

Yi= 1+ 2o+ 3+
Yo= 1 22+ 3+
Yy3=21 2+ 3+ 3

Ejercicio 4.2

Un experimertador deseaestimar la densidadd de un | quido mediarte el pesadode
algunosvolumenesdel | quido. Seany; los pesospara los volumenesx;, i = 1;:::;ny
seanE(y;) = dx; y var(y;) = 2f (x;). Hallar el estimadorMC ded enlos siguiertes casos:

@fi) 1 ®Ffx)=x  (©f(x)=x]
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Cap tulo 5

Contraste de hip otesis lineales

5.1. Hip otesis lineales contrastables

Consideremosl modelolineal Y = X + ,dondeE(Y)= X yvar(Y)= 2.

Una hipotesislineal consisteen una o varias restriccioneslineales planteadas sobre los
parametros . En un disero de rango maximo rg X = m vamosa ver que cualquier
hipotesislineal escortrastable (testable o demostablg, esdecir, esposibleencorirar un
estadstico (el test F del teorema5.3.1) mediarte el cual podemosdecidir si serechazao
aceptala hipotesis.Sirg X = r < m, entoncespuedenexistir hipotesisestadsticamerte
no cortrastables.

Denici on 5.1.1

Una hipotesis lineal de rango q sobe los parametros  es un conjunto de restricciones
lineales

11+ +tam m=0 i=1::115q
Si escribimosla matriz de la hipotesiscomo
0 1
aig aim
A:%; - ;X rgA =g
Aq1 8gm

entonas las restricciones se resumenen
Ho: A = 0

Una hipotesisse dice que es contrastableo demostrablesi el conjunto A esun sistema
de funcionesparametricas estimables.Entonces, las las de A son combinacon lineal de
las las dela matriz de disero X, esdecir, queexisteuna matriz B detamaro q n tal
que

A = BX

Tambien B puadeserq k si considemamosla matriz de disero reducidaXr kK m.

Cuando X no es de rango maximo, un conjunto de restriccionesA = 0 donde las
las de A sonlinealmerte independiertes de las las de X no forman una alternativa al
modelogeneral,enel sertido de un modelomassencillo.En realidad sonrestriccionesque
permiten identi car mejor las estimacionesndeterminadasqueresultan de las ecuaciones
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normales.Por ello exigimosquelas las de A seanlinealmerte dependiertesdelas las de
X y queel rangode la matriz A g m sead. De hedo, cualquierecuacona® = 0 para
la que a° sealinealmerte independierte de las las de X puedeignorarsey la hipotesis
cortrastable estara formada por el resto de las ecuaciones.

Una caracterizacon para saber si una hipotesislineal escorrastable es
AXX) XX = A

Este resultado esuna generalizaan del que seha demostradoen la pagina 42 para una
funcion parametrica estimable (ver ejercicio5.3).

5.2. El modelo lineal de la hip otesis

El modelolineal inicial Y = X + , que sesuponevalido, constituye la hipotesisalter-
nativa
Hi:Y =X + rngxX=r

Por otra parte, el modelo lineal junto con la restriccion lineal cortrastable forman la
hipotesisnula
Ho:Y = X + A =0 rgA =g

Pero estarestriccion lineal transforma los parametros y la matriz de disexo X enun
nuewvo modelo llamado el modelo lineal de la hipotesis

Ho:Y =X + rgR=r q>0

gue esotra forma de plantear la hipotesisnula.

Existen varios procedimierios paraestimar 0 bajo la hipotesisnula y calcularla suma
de cuadradosresidual.

Metodo 1

Si la hipotesisescortrastable, las las de A soncombinacion lineal de las las de X. El
subespaciohA§ generadopor las las de A esta incluido en el subespacionX 4 generado
por las las de X. Existe ertoncesuna baseortogonal

tal que
PAY = hvyiiivgl g iV Vg i vl = X4 R™

SeaentoncesC una matriz m r% conr®= r @, construida tomando los vectores

=C
Los parametros constituyen la reparametrizacon inducida por la hipotesisHg, pues

A =AC =0 =0
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El modeloY = X + bajo la restriccion A = 0, secorvierte en

E(Y)= XC =R
y la matriz de disero setransforma en

X = XC
relacion tambien valida para la matriz de disero reducida
Xr = XgrC
La estimacobn MC de los parametros es
b= (r%) 1r%Y
La sumade cuadradosresidual bajo la restriccion A = 0 es
SCRy = mn(Y X Y X )=(Y Xbyy xrb
= v bRy

M etodo 2

Introduzcamosqg multiplicadores de Lagrange

uno para cadarestriccion lineal. EI m nimo restringidode (Y X ){Y X ) sehalla
igualandoa cerolas derivadasrespecto a cada ; de

(Vi X1 1 Xim m)? + (@1 1+ +am m)
i=1 i=1
En notacion matricial, dondeahora X esla matriz ampliada, escribiremos
FCo )=y X))y X )+( A9
@=@ = 2X% +2XX +A° =0
XX = X% A0 (5.1)

2
La solucbn es

1
b, = (XX) X% é(xox) AD,

b ;x%)A%H

y COmoA bH = 0, resulta
0=AD %A(XOX) A%,
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La matriz A (X°%X) AP°poseeinversa,puestoque esde rango g, as
25, = (A(XX) A9 X(AD)
y nalmente tenemosque la estimacon MC restringida es
b, =b (Xx%X) AYA(X%X) A9 *AD (5.2)
La sumade cuadradosresidual es
SCRy = (Y XDPy)Yy  xby)

Hemosvisto (teorema2.5.1) quela forma canonicade la sumade cuadradosresidualbajo
el modelo sin restriccioneses

- 2 2
SCR=1z,, + + 1z,

La hipotesisHy : A = 0, que implica X = XC, signi ca que las columnasde X son
combinacion lineal de las de X . Luego los subespaciosgeneradospor dichas columnas
veri can

h&i hXi R" (5.3)
Podemosentoncesconstruir una baseortogonal
Ug, - UroyUporg s to i Up Uy 2005 Un
tal que
&I = hug;:i;upd BXD = hug)iio;ugd

Entonces, si se cumple la hipotesis, por idertico razonamierno al seguidoen el teorema
2.5.1tendremosque la forma canonica de la sumade cuadradosresidual bajo el modelo
Ho es

SCRy = z%, + + 22

Ademas, siempreseveri car a que SCRy > SCR pues

Xt
SCRy SCR= 77

ro+1
Ejemplo 5.2.1

Consideemosel siguientemaodelo lineal normal

Yi= 1+ 2+ 1

Y2=2 2+
ys = 1t 2% 3
y la hipotesislineal
Ho: 1=2>
Las matrices de disero y de la hipotesisson
0 1
11
X=@ 0 2A A= (1 2) rmgX=2 rgA=1
11
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ComoA escombinacbn lineal delas las de X, Hy esuna hipotesiscontrastable. Ademas,
en este caso particular el rango de la matriz de disero es maximo, de modo que toda
hipotesislineal es contrastable.

Con unos sencillos calculos, tenemos:
Ecuacionesnormales

21+02=Yy1 V3 01+62=y1+2y+Yy;

EstimacionesMC
b= (y; yg)=2 b, = (y1 + 2y, + y3)=6

Sumade cuadradosresidual
SCR=yi+y3+vy; 2% 6t
Si considelamoslos vectores columna
vi=(1; 2° v,=(2;1)°
que constituyen una baseortogonal de R?, severica
PAY = hvai XY = hvy;voi

Podemosentone@stomar la matriz

C=(2;1)°
queverica AC = 0. Lareparametrizacon = C es
1= 2 2=
El modelo bajo la hipotesises ahora
yi=3 +
Y2=2 +
Y3 = t 3

Finalmente
b= 3By, + 2y, ys)=14

SCRy = yi+ys+y; 14P

5.3. Teorema fundamen tal del An alisis de la Varian-
za

En estaseccon vamosa deducir el test F que nos permite decidir sobrela aceptacon de
una hipotesislineal cortrastable.
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Teorema 5.3.1

SeaY = X + unmodelolineal normal,demaneraqueY N(X ; ?2I). Consideremos
una hipotesislineal cortrastable

Ho:A =0 rangoA = ¢
erntonces, los estadsticos
SCR= (Y Xb)yy xb)
SCRy = (Y Ry xb
veri can:

() SCR=2 2

nr

(i) SiHg escierta

SCRy= ?
(SCRy SCR)= 2

OoONSN

(iif) SiHg escierta, los estadsticosSCR; SCRYy SCR sonestocasticamerte indepen-
dientes.

(iv) SiHg escierta, el estadstico

£ = (SCRy SCR)=q
~ SCRHn )

(5.4)

siguela distribucion F de Fisher-Snedecoconqy n r gradosde libertad.

Demostiacion:

() Aunque esteresultadoya se ha establecidoen el teorema3.4.2, nos interesaahora
su demostracon expl cita. En el teorema2.5.1seha visto que

— 52 2
SCR=1z7,, + + 1z,

dondelas z; sonnormales,independiertesy ademasE(z) = 0, var(z) = 2. Luego
SCR= 2 essumade los cuadradosde n  r variablesN (0; 1) independiertes.

(i) La forma canonicade la sumade cuadradosresidual bajo la restriccion A = 0 es

SCRy =z, + + 272

n

luegoanalogamere tenemosque SCRy= 2 2 ,, donder®=r q. Ademas

n ro

SCRy SCR=z%,, + + 77

r

estambien una sumade cuadradosen las mismascondiciones.

(i) Lasvariablesz o ;:::;z, sonnormalese independiertes. SCRy SCRdependede
las g primeras, mientras que SCR dependedelasn r ultimas y no hay terminos
comunes.Luego son estacasticamerte independiertes.
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(iv) Esunaconsecuencigviderte de los apartadosanteriores de esteteorema.Si H, es
cierta, el estadstico
_ [(SCR«  SCR) 2=q_ (SCR« SCR)=q
~ (SCR=2=(n r)  SCRHn )

siguela distribucion F de Fisher-Snedecoconqy n r gradosde libertad.

Observeseque F no dependedel parametro desconaido ? y sepuedecalcular exclusi-
vamerte en funcion de las obsenacionesyY .

La expreson de SCR es
SCR= Y P)Y =v% by
Veamosque, del mismo modo, la expreson de SCRy es
0
SCRy = Y% b, x%

donde bH esla estimacon MC de restringidaa A = 0.
En efecto,

SCRy = (Y Xb)%y xb,)=yv% 2v%b, + b’ xxb,

Ademas (ver pagina 69), severi ca

X%b, = x% %AObH
luego
SCRy = Y% 2v%b, + b} (x% %AObH)

1,0
Y% 2v%b, +y%Xb, ébHAObH

PerocomoA bH = 0, nosqueda
SCRy = Y% YXb,
CalculemosahoraSCRy SCR. Considerando5.2 tenemos
b? bl = (ADYYA(XX) A9 AXX)
luego

SCRy SCR= (P° bl)xo
= (AD)JA(XX) A9 TA(XX) X% (5.5)
= (AD)XA(XX) A9 YAD)
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El estadstico F puedeescribirseertonces

£ = (AD)IAXX) A9 H(Ab)

b (5.6)

dondeb? = SCR=(n ).

Cuandoqg > 2 esmejor obtener SCRy SCRy directamerte por minimizacion de ° sin
restriccionesy conrestricciones,respectivamerte. Sin enbargo,siq 2 sepuedeutilizar
la formula 5.6, ya que la matriz a invertir A (X%) A°essolo de ordenuno o dos.

Observesequesi A = 0 escierta, ertoncesA b 0. Luego esprobable que F no sea
signi cativ a.

Cuandoseaposible,tambien sepuedeutilizar la matriz de disero reducidaX g, junto con
las matricesD y Y . Las expresioneson ertonces

SCR=Y% YDXg(XIDXRr) XIDY
SCRy SCR= (AD)YA(X2DXR) A9 (AD)

El calculo de ambas carntidades se sueleexpresaren forma de tabla generaldel analisis
de la varianza (ver tabla 5.1).

gradosde sumade cuadrados

libertad cuadrados medios cocierte
Desviacon
hipotesis q SCRy SCR (SCRy SCR)=q F
Residuo n r SCR SCR=(n )

Cuadro 5.1: Tabla generaldel analisis de la varianza

Criterio de decision
SiF > F serechazaHg;siF F seaceptaH,.

Donde,paraun nivel designi cacion , F seelige
deformaqueP(Fqn > F ) =

Del teorema5.3.1deducimosque, si Hy escierta, erntonces
E[(SCRy SCRy=q= 2

Luego(SCRy SCR)=qy SCR=(n r) sondosestimacionesndependiertesdela varianza
2. El test F nosindica hasta que punto coinciden.Un valor grandede F indica que la

primera estimacon di ere demasiadode la varianza 2y entoncesH, debe serrechazada.

Sepuededemostraradenas (ver ejercicio5.7) que en general

E(SCRy SCR)=q 2+ (A )YA(X%X) A9 (A ) (5.7)
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Ejemplo 5.3.1

Para decidir sobe la hipotesisHg: 1= 2 , enel ejemplo5.2.1 calcularemos

F = (SCRy  SCRJ1 _ 1402 + 2b2 4 gh2

Si utilizamos 5.6, se obtieneuna expresion mas sencilla

F = (b 202
(SCR=1)(7-0)

En cualquier caso, sedecide por la signi cacion en una distribucion F;.; con 1y 1 grados
de libertad.

Ejemplo 5.3.2 Dise ro \cr oss-over" simplic ado

Sumpngamosuna experiencia cl nica en la que se des@an comparar dos farmamsa y b,
para comlatir una determinadaenfermelad. El estadode los pacientesse valora mediante
una cierta variable cuantitativa Y .

En el disero \cr oss-over'la exgeriencia se organizaasignandoa N, pacientesel trata-
miento a'y a N, pacientesel tratamientob, enun primer periodo. En un segundoperiodo,
los quetomalan a pasana tomar b y rec procamente. En estediseno los datosson de la
forma:

Grupo 1 media varianza
H 2 — 1 P Na 2
a (primeravez) Yy Yi2 i Y, Y1 S1< R, p i=t (Yui Y1)
b (despiesdea) Yy Yo i1 Y, Y2 $5= RS Ne vz y2)?
Grupo 2
H 2 — 1 P Np 2
b (primeravez) ya Yz i Yan, Y3 S3% gy (Vs Va)
a (despesdeb) ya Ya2 i Yan, Ya ;= ﬁ .I\I:bl (Vai  Ya)?
Indicando
= media genesl
= efecto farmam a
= efecto farmawm b
= efectorecproco entreay b
se propone el siguiente madelo:
a (primeravez) y; = + + i=1;:::;Ng
b (despiesdea) y= + + + 5 i=1:::;N;
b (primeravez) vys;= + + 3 i=1;:::;Ny
a (despesdeb) vys;= + + + 4 i=1:::;Np
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Es decir, cuandosolo se ha tomado un farmaa actua un solo efecto, pero cuandose ha
tomado uno despwes del otro actua entonesun efecto aditivo  querecoge la mejor a del
enfermo queya ha tomado el primer medicamento.

Tenemosk = 4 condicionesexgerimentales,queen el \cr oss-over"simpli ¢c ado se consi-
deran independientes,y N; = N, = Na, N3 = N4 = Ny. El vector de observacionesy y
la matriz de disero reducida X g son

1
1100
1011 _
1010 "9 Xr =3
1101
La hipotesisnula de mayor intereses
Ho: = a y b tienen la misma efectividad

gue expresadaen forma de hipotesislineal es
0 1
Ho: 01 10 % § =0

Comoelvector 0 1 1 0 escombinacon lineal delas las de X g, setrata deuna
hipotesis contrastable. Para remrametrizar el diseno bajo H, tomaremos como matriz

ortogonala A 1
2=3 0
1=3 0
€= %1_3 o
Ob=ervesequelas columnasde C sontambien combinacion lineal de las las de X g.
Al estableer la relacion = C tendremos
— 1
2
siendo ;= + = + y ,=

Es decir, bajo Hy el disero reparametrizadodependede dos parametros:

1 . efecto debidoa la medicacion (comun aay b bajo Hy)
o . efectorecprocoentreayb

y la nuevamatriz de disero es
0

RR:XRC:%
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siendorg R =r t=3 1=2
Si el diseno eshalaneado (N, = Ny), entonesN = 4N, = 4N, y se puele calcular que
!
Na 2 X4 2
SCR= 7()’1 +Y2 Y3 Ya)°+ Na S
i=1
con N 3 gradosde libertad
Na 2 2 X4 2
SCRi = [yi+y2 ys Ya)"+ (1 Y2 Ys+Ya)]+ Na S;
i=1
con N 2 gradosde libertad.
Luego, si Hy escierta, bajo el modelo lineal normal, el estadstico

(Vi Y2 Ya+Yya)
4SCR
siguela distribucion F con1y N 3g.l.

La tabla 5.2 contiene los datosde dosgrupos de 10 y 10 enfermosreumaticos a los quese
valoro la variacion del dolor resgecto del estadoinicial, mediante una es@la convencional,
con el dese de comparar dos farmaaos antirr eumaticos a y b, administradosa lo largo
de dosmeses.Seincluye adenas la tabla del analisis de la varianza para contrastar H .

F =

Na(4Na  3)

Grupo 1 Grupo 2
a(mesl) b (mes2) | b (mesl) a(mes2)
17 17 21 10
34 41 20 24
26 26 11 32
10 3 26 26
19 -6 42 52
17 -4 28 28
8 11 3 27
16 16 3 28
13 16 16 21
11 4 -10 42

Cuadro 5.2: Datos de los enfermosreumaticos

g.l. sumade cuadrados F
cuadrados medios

1 783.2 783.2 4.71(p< 0;05)

37 6147.9 166.2

Entre farmacos
Residuo

Cuadro 5.3: Tabla del analisis de la varianzaparaHg : =

Con estosdatos se han detectado diferencias signi c ativas entre los dos farmaws a y
b. Para estimar la e cacia de cada farmam, pasaremosa considemr las funciones pa-
rametricas

a= + b= T
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gue son amias estimables.
Para estimar ,; p hallaremosprimeramente\una” estimacion MC de los parametros:

b=0 b=20975 b=12125

Aplicando el teorema de Gauss-Markov,las estimacionesoptimasde ,; , se obtienen
sustituyendoparametros por estimacionesMC, esdecir

C,=b+b=20975 C,=b+ Db=12125

Por otra parte, las expresionesen funcion de las madias y las varianzasm nimas corres-
pondientesson:

C,= 3=y, 1=4y,+ 1=4y;+ 1=4y,  var(C,) = 0,075 2
Cy, = 1=4y, + 1=4y, + 3=4y; 1=y,  var(C,) = 0,075 2

5.3.1. Un contraste mas general
Consideremoda hipotesisnula
Ho:A =c Aesq m,rgA =q

dondec esun vector columnaquelogicamere debe sercombinacion lineal delascolumnas
de A. Tambien suponemosqgue las las de A soncombinacion lineal de las las de X, de
maneraque A esun conjunto de funcionesparametricas estimables.

Sea ,tal queA = cy consideremos = o- Entonces,si en el modelo lineal
Y X = X( 0t
ponemos¥ =Y X ,, obtenemosel modelo transformado
=X + (5.8)
y en estemodelo la hipotesisplanteada adopta la expreson
Ho:A =0

La estimacbn MC del conjunto de funcionesparametricas estimablesA enestemodelo
transformadoes
Ab=BX (X%X) X%

=BP(Y X ,=BXxb BXx |,

=Ab A ,=Ab ¢
En consecuenciage la ecuacon 5.5 sededuce

SCRy SCR= (AbD)YA(X%X) A9 (ADb)
= (AP )IA(XX) A9 YADb ¢
donde P estal que XX P = X% . Severica tambien
E(SCRy SCR)=qg ?+ (A oYAXX) A9 (A ¢
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Finalmente, a partir de la formula 5.6 el test para cortrastar la hipotesises

£ = (AP 9YAXX) A9 HAP c)=q
- SCR=(n r)

(5.9)

donde, si escierta la hipotesisnula, el estadstico F sigueuna distribucion Fq .

En el casoparticular g = 1, donde la hipotesisesH, : a° = ¢, el test F se puede
simpli car enun testt con

a®d ¢
 (b2(a(XX) @)1
gue sigueuna distribucion t, , si Hy escierta.

t

(5.10)

Ejemplo 5.3.3

Contr aste de medias en poblaciones normales con igual varianza

normalesN( 1; 2) y N( 2 ?), resgctivamente.

Vamosa contrastar la hipotesislineal Hg : > = d con la ayudade la teor a de los
modeloslineales.

Podemospensar quelas observacioneson de la forma

U = 1+ i=1::::n
Vi = 2t g4 =100
0 en notacion matricial
0 1 0 1 0 1

(OEN 10 1

Unl 1 O 1 + ni

V1 01 2 ni+1

Vn2 O l n

donden = n; + n,. Observemogjue, gracias a la igualdadde varianzasen las dos pobla-
ciones, setrata de un modelolineal y severi c an las condicionesde Gauss-Markov.

En estemadelo, la matriz de disero reducidaes2 2 de rangomaximo

10 ng O

XrR= g1 y b= 9 n,

As pues,la hipotesisnula eslineal y contrastable
Ho: 1 .=d , Ho: 1 1 ' ' =d qg=1

Con unos sencillos calculos se obtiene
b= (r;7)%= (XEDXRr) XADY =Y = (u;v)°
Ab =N N=u v
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SCR= ;W YX‘DXR(X%DXR) X3DY

= u? + VA PV AV
X box
= (u ul+ (v V)P
i j
1 1
AXSDXRg) A= =+ =
(XrDXR) T
de modo que
c - (AP YAXXEDXR) A9 HAP o) (u v d?

qb? © b2(1=m + 1=ny)

dondeb? = SCR=(ny + n, 2)y cuyadistribucion, bajo Ho, esuna Fin,+n, 2.

Perp cuandoqg = 1, tenemosque Fl”‘l”‘z > t2.,n., » Y sedealuce queel contraste es
equivalenteal testt usual, en esgcial el casod = 0.

5.3.2. Test de la razon de verosimilitud

Para simpli car, consideremosun modelo de rango maximo. Bajo la hipotesis de nor-
malidad de las obsenaciones,ya sabemos(ver pag. 33) que las estimacionesde maxima
verosimilitud de los parametrosson

b= (xX%) X% b&y = SCR=n
y el valor maximo de la funcion de verosimilitud es
L(P;bGy) = @ bfy) e M

Del mismo modo, los estimadoresde maxima verosimilitud de los parametros con las
restriccionesA = c son
2 _ —
b, b2 = SCRy=n

y el valor maximo de la funcion de verosimilitud, bajo la hipotesisnula, es
L(Py;bf) = (2 b) ™ "
De modo que el estadstico de la razon de verosimilitud es

— L(bH;bﬁ) _ biv "
NCH R

Es facil ver que

luegoson cortrastes equivalertes.
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5.4. Cuando el test es signicativ 0

Si el estadstico F paraHg : A = c essigni cativ o, podemosinvestigar la causadel
rechazo de dicha hipotesis. Una posibilidad consisteen cortrastar cada una de las res-
triccionesa = ¢, i = 1;:::;q por separado,utilizando un test t para ver cual esla
responsable.

Hemosvisto de varias formas que, bajo la hipotesislineal H; : a° = ¢, el estadstico t;

veri ca

_ab ¢
[02a(X X) a]*=2

de modo que podemosrechazarH; : a° = ¢ conun nivel de signi cacion  si

t;

tnr

jtij 1:n r( )

dondet, ( ) eselvalor dela tabla tal queP(jt, j th (( )) =
Tambien podemosconstruir intervalos de con anza para cadaa’

a® ty () b@EAXX) &)

Este procedimienio endosetapasparael cortraste deHy : A = ¢, esdecir, un cortraste
global F seguidode una seriede testt cuandoF essigni cativ 0, seconace con el nombre
de MDS?! o m nima diferencia signi cativa. El valor signi cativo m nimo est, ,( )y la
palabra\diferencia" sere ere a que estemetodo seutiliza con frecuenciapara comparar
parametrostales comomadias dos a dos.

Este metodo essimple y versatil, sin embargo tiene susdebilidades:es posible rechazar
Ho y norechazarningunade las H;. Este problema, otras di cultades y, en general,otros
metodos de inferenciasimultanease estudian de forma mas completaen lo que sellama
Metados de comparacion multiple.

5.5. Contraste de hip otesis sobre funciones param e-
tricas estimables

Sea =( 1;::1; ¢°= A un sistemade funcionesparametricas estimables,de modo
guelas las dela matriz A seanlinealmerte independiertes. La distribucion F que sigue
la expreson 3.3 permite construir diferertes cortrastes de hipotesisbajo el modelo lineal
normal.

lineal de las columnasde A . Planteamosla hipotesisnula
Ho:A =c (5.112)

Para decidir la aceptacon de Hy, como una consecuenciade 3.3, podemos utilizar el
estadstico

- - (AP YAXXX) A9 HAP o)=g

SCR=(n 1) (5.12)

teningles:LSD o least signi c ant di er ence

81



condistribucion Fg, . Peroeseviderte que 5.11esuna hipotesislineal cortrastable, de
modo que podemosutilizar el test F que resulta seridertico al anterior. Es otra forma
de demostrar5.9y tambien que

SCRy SCR= (Ab o)qa(X%) A9 (Ab ¢

Ademas, podemosplantear otras hipotesissobrelas funcionesparametricasestimables ,
siempreque seanlineales.Por ejemplo, consideremosahorala hipotesislineal planteada
sobrelas g funcioneslinealmerte independiertes

Ho 1= 2= = q (513)

esdecir, bajo Hq las g funcionessoniguales.Si consideramodas nuevas funciones

€= 1 i i=1:159 1
ertonces5.13sereducea 5.11tomando € = (©€;;:::; € ;)% c = 0y sustituyendoq por
g 1.Dicho de otra manera,seala matriz

0 1
;g A .. Aim

A = a..21 a.22 o az.m E
g ap 1 agm

Entonces5.13esequivalerte a la hipotesislineal

Ho: A =0
tomando como matriz de hipotesis
0 1
A1 A1 Q2 A il Qm  dom
A = %D : : : X
A1 Aqr A2 Ay i Am  Agm

Luegopodemosutilizar el estadstico F de5.6,conA y q 1, quebajo Hy tiene distri-
bucion Fy 1., (, paradecidir si 5.13 debe seraceptada.

5.6. Eleccion entre dos modelos lineales

5.6.1. Sobre los modelos
Para la estimacbn en el modelo lineal
Y =X + E()=0O;var( )= 2

hemosestablecido(ver pag. 28) que el punto crucial esla utilizacion de la matriz P,
proyeccon ortogonal sobreel espaciode las estimaciones = hXi. As, dosmodelosson
igualessi tienen el mismo espaciode las estimaciones.Dos de estosmodelos daran las
mismasprediccionesy el mismo estimadorde 2.
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SeanY = X; ;+ 1YY = X, ,+ , dosmodeloslinealestales que hX ;i = hX,i. La
matriz proyeccbn no dependede X; 0 X, sinosolode (= hX ;i = hX,i). La estimacon
de 2 eslamismab?= SCR=(n r) y las prediccionestambien

P = PY = X.P, = x,b,

En cuarto a las funcionesparametricas estimables,hemosvisto que la estimabilidad se
restringe a las combinacioneslinealesde las las X1, esdecir, a8} ; esestimablesi se
escrite comob®%; ;. PeroX; ; pertenecea deformaqueX; ;= X, , paraalgun
oy as
a(f 1= b%(l 1= bOX2 2= ag 2

Las funcionesparametricas estimablesson las mismaspero estan escritascon diferertes
parametros. Su estimadorb®Y tambien esunico.

Ejemplo 5.6.1

El ANOVA de un factor se puale escribir de dos formas:

pero son equivalentespuestoque hX ;i = hX,i.
En estemadelo las relacionesentre los dos conjuntos de parametros son sencillas

i= ot 1 27 1 2 etc.
Ejemplo 5.6.2
La regresion lineal simple admite dos modelos:

Yi= ot Xt i=121::::n
Yi= ot a(Xp X)+ i=1::::n

pero son equivalentesya que
0= ot X
1= 1

En resumen,en un modelolineal Y = X + la esenciaesel subespacio = hXi. Si
conseramos , podemoscanbiar X a nuestracornveniencia.

5.6.2. Contraste de modelos

El cortraste de hipotesisen modeloslinealessereduceesencialmete arestringir el espacio
de las estimaciones.

Si partimos de un modelo que sabemoso suponemosvalido
Modeloinicial: Y =X + rgxX =r

debemosintentar reducir estemodelo, esdecir, ver si algun modelo mas simple seajusta
aceptablemete a los datos, como

Modelorestringido: Y = X + rgR =g

83



Dado que la esenciade un modelo esta en el subespaciogeneradopor las columnasde la
matriz de disero 0 espaciode las estimacionesgsabsolutamerte necesarioque el modelo
restringido veri que

o= hRi hXi=

Solo en este casose puede plantear la eleccon ertre dos modelosalternativos como un
contraste de hipotesis

HoE(Y)Z 0= h% i

HoZYZg +
X + 7 Hi:E(Y)2 =i (5.14)

Hi:Y

dondeE(Y)= X yE(Y)= X ,respectivamerte.

SeanP vy P , las proyeccionesortogonalessobre = hXiy o= hRi respectivamen-
te. Bajo el modelo inicial el estimadorde E(Y) esP Y, mientras que bajo el modelo
restringido el estimadoresP Y . Sila hipotesisH, escierta, ambas estimacionesdeben
estar proximas.

Teorema 5.6.1

La condicion necesariay su ciente para que 5.14 seacortrastable esque severi que
o= hRi HXi= (5.15)
El test F sebasaenoncesen el estadstico

_ (SCR4 SCRE(r g)

F
SCR=(n )

cuya distribucion, bajo Hg, esF; ¢, : y donde
SCRy =YYl P )Y SCR=YY P)Y

Demostiacion:

La expreson 5.15implica la relacion X = X C para una cierta matriz C. EntoncesH,
signi ca formular una hipotesislineal cortrastable al modeloE(Y ) = X , quelo reduce
aE(Y) = X . El resto esconsecuencialel Metado 1 explicadoen la seccon 5.2y el
teoremab.3.1.

Obsenemosquesi o * , enoncesestamosante modelosde naturalezadiferente. No
podemosdecidir entre ambos modelos mediarte ningun criterio estadstico conccido. Si
severica o = , enoncestenemosdos versionesparametricas del mismo modelo,
pudiendo pasar del uno al otro por una reparametrizacon. Un modeloY = X +
determinael espacio = hXi, y recprocamerie el espacio determinael modelo (salvo
reparametrizacionegjue no disminuyan el rango).

Como ya hemosvisto, la interpretacion geonetrica de la solucion al modelo lineal Y =
X + esconsiderarla proyeccon del vector Y sobreel subespacio = hXi deR". La
relacion 5.15indica quelas columnasde X generanun subespaciode hX i. EntoncesSCR
y SCRy sondistanciasde la obsenacion Y alossubespaciodXi y h%i, respectivamerte.
El test F nosdice hasta que punto la diferenciaSCRy SCR espequeata (comparada
con SCR) para poder a rmar que el modelo seajusta al subespacion%i enlugar de hXi
(ver gura).
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La longitud al cuadradode la diferenciaP 'Y P Y es
(P POVIP P OY)=YAP P Y
ya que P P,=P . esuna matriz proyeccbn (ver Apendice).Pero adenas
Y PLOY=YU P DY YA P )Y =SCRy SCR

Cuandola hipotesisnula se plantea en terminosde un grupo de funcionesparametricas
estimablesdel tipo Ho : A = 0, sakemosque existe una matriz B = A(X%X) X°tal
que A = BX . De modo que

0=A =BX =BE(Y), E(Y)2ker(B)

y el subespacioque de ne la hipotesisnula es o = ker(B)\ . En estecasosepuede
demostrar (ver Apendice)que ;\ = hP BY y reencotrar as eltest 5.6.

Ejemplo 5.6.3

Consideemosde nuevo el disero cross-overexpliado en el ejemplo5.3.2. Supngamos
ahora quela inuencia  de un farmam sobe el otro no esrec proca. El efecto aditivo
no es necesariamenteel mismo cuando se administra a despwes de b, que cuando se
administra b despesde a. Entonces delemosintr oducir los parametros

1 . inuencia dea sobeb
> . inuencia deb sobea
y admitir quela matriz de disero reducida, para los parametros ; ; ; 1; 2 €S
0 1
11000
_RBR10110 _
xR_%lOlOO "9 Xr =4
11001
guerepresentauna alternativa a la propuestainicialmente para los parametros ; ; ;
0 1
1100
_B1011 -
kR_%lOlO 'g R =3
1101

Es facil ver quese veri ca 5.15. El analisis de la varianza para decidir entre Xg y XR,
sobe los datos de la tabla 5.2, se encuenta en la tabla 5.4. Como F no es signi cativo
se admite como valido el modelo mas simple representadopor Xg.
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gradosde sumade cuadrados
libertad cuadrados medios F

Desviacbn
hipotesis 1 6006 6006 3,898
Residuo 36 55473 1541

Cuadro 5.4: Tabla del analisis de la varianza para cortrastar dos modelosde cross-over

5.7. Ejemplos con R

En estaseccon vamosa ver como se cortrastan las hipotesisque hemosplanteado en el
ejemplo5.3.2sobreel disero cross-@er simpli cado.

En primer lugar procedemosa introducir los datos en el vector de obsenaciones.

> y<-¢(17,34,26,10,19,17,8,16,13,11,
+ 17,41,26,3,-6,-4,11,16,16,4,

+ 21,20,11,26,42,28,3,3,16,-10,

+ 10,24,32,26,52,28,27,28,21,42)

A cortinuacion construimoslas columnasde la matriz de disero que correspndena los
parametros ; ; conlasfuncionesde repeticion.

> alpha<-c(rep(1,10),rep(0,10),rep(0,10),rep(1,10))
> beta<-c(rep(0,10),rep(1,10),rep(1,10),rep(0,10))
> gamma<-c(rep(0,10),rep(1,10),rep(0,10),rep(1,10))

Los modeloslinealessede nen enR conla funcion Im. As, el modelo generaly el modelo
bajo la hipotesisnula sede nen como

> crossover.Im<-Im(y~alpha+beta+gamma)
> crossover.Im0<-Im(y~gamma)

La columnade unosquecorrespndeal parametro no esnecesaricescribirla, ya que por
defectoesta incluida en cualquier modelo lineal de R as de nido. Obsenemosadenas
gue bajo la hipotesisnula Hy : = , el modelo a considerarsolo tiene dos parametros
;. En estecaso,el efectodel farmaco(comun) sepuedeincluir enla mediageneral.

La tabla del analisis de la varianza para el cortraste de la hipotesisnula consideradase
realiza mediarte la funcion anova(modelo Hy,modelo geneal).

> anova(crossover.Im0,crossover.lm)
Analysis of Variance Table

Model 1: y ~ gamma
Model 2: y ~ alpha + beta + gamma
Res.Df RSSDf Sumof Sq F Pr(>F)
1 38 6931.1
2 37 61479 1 783.2 4.7137 0.03641 *

Signif. codes: 0 ™ 0.001 ** 0.01 * 005 . 01 ' 1
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Del mismomodo tambiensepuederealizarel cortraste de modelospropuestoenel ejemplo
5.6.3. En estecaso,el modelo mas generalnecesitalas columnascorrespndiertes a los
parametros 1; ».

> gammal<-c(rep(0,10),rep(1,10),rep(0,10),rep(0,10))
> gammaz2<-c(rep(0,10),rep(0,10),rep(0,10),rep(1,10))
> crossover.Iml<-Im(y~alpha+beta+gammal+gammaz2)
> anova(crossover.Im,crossover.Im1)

Analysis of Variance Table

Model 1: y ~ alpha + beta + gamma

Model 2: y ~ alpha + beta + gammal gammaz2
Res.Df RSSDf Sumof Sq F Pr(>F)

1 37 6147.9

2 36 5547.3 1 600.6 3.8978 0.05606 .

Signif. codes: 0 ™** 0.001 * 001 * 0.05 . 01 ' 1
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5.8. Ejercicios

Ejercicio 5.1

SeanX N( 1; ), Y N( 5 ) variablesindependiertes. En muestrasde extensbn n,
de X, n, deY, plantear la hipotesisnula

Ho: 1= 2

mediarte el conceptode hipotesislineal cortrastable y deducir el test t de Studert de
comparacon de mediascomouna consecuencialel test F.

Ejercicio 5.2

Una variable Y dependede otra x (variable cortrol no aleatoria) que toma los valores
X1=1,X,=2,%X3= 3, Xa = 4 de acuerdocon el modelo lineal normal

Vi= ot X+ oXPH+
Encortrar la expreson del estadstico F para la hipotesis
Ho: =0
Ejercicio 5.3
Probar que una hipotesislineal de matriz A escortrastable si y solo si

AXX) XX = A

Ejercicio 5.4
Con el modelo del ejercicio 3.10:

(a) >Podemoscortrastar la hipotesisHg: 1+ g= 0?
(b) Corntrastar la hipotesisHg: 1= ».

Ejercicio 5.5
Dado el siguierte modelo lineal normal

1+ 2= 66
21+ =738
1+ 2=21
21 2=04

estudiar si sepuedeaceptarla hipotesisHg: ,= 2 ;.

Ejercicio 5.6
Consideremosl modelo lineal normal Y = X + . Probar que para la hipotesislineal

Ho: X =0

severica SCRy SCR= bOXOY. Hallar el estadstico F correspndierte.

88



Ejercicio 5.7

Demostrar que para una hipotesislineal cortrastable severi ca
E(SCRy SCR)=q 2+ (A )YA(XX) A% (A )

Indicacion: Utilizar la propiedad 2 del Apendicede Estad stica Multiv ariante con la ex-
presion 5.5.
Ejercicio 5.8

Demostrar que para una hipotesislineal cortrastable severi ca la siguierte descompsi-
cion en sumade cuadrados

kY P.k?=kY PKk2+kP P, K2

Ejercicio 5.9

Antesde escribirel modelo ascciado a estosdatos obsenemosque, aunqueaparertemerte
hay 12 parametros a;a%:::, estosesian ligados por las conccidas propiedadesde un
tri angulo, esdecir

a=a A=A° a+A=180 a+b+c=180

y deformasimilar parab;t® B; By c;c’ C; C° El conjunto de estasrelacionesnosconduce
a que, realmene, solo hay dos parametros independiertes, les llamaremos y . Si
trasladamosa la izquierda las cartidades 180y con estosparametros, el modelo es

yi= + 3 Y= + o Y3 = + 3 Ya = + 4
Yys= + s Ye= t+ & y7 = + 7 Vs = + 38
Yo = t 9 Yi0= + 10 Yu= + t+ 11 Y= + + 12
donde
Y1 = X1 Y2 = X2 ys=x3 180 ys= x4 180
Y5 = Xs Y6 = Xe y7= X7 180 yg=xg 180
Yo = Xg 180 yi0= X10 180 yi11 = X11 Y12 = X12
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Deseamogortrastar la hipotesisde que el tri angulo es equilatero, esdecir, quea = b=
c= 60.Perosia= 60,b= 60, c esautomaticamerte 60, luegola hipotesises

Ho: = =60
con 2 gradosde libertad, no 3. Resoler el cortraste.

Ejercicio 5.10

Con el modelo cross-@er expuestoen el ejemplo5.3.2 calcular los siguiertes elemenos:

(@) Una estimacbn de los parametrosmediarte la formula (X$DXg) XSDY.

(b) La sumade cuadradosresidual

SCR=Y% Y®PY = yi YPY

x4 x4 !

= N, y’+ & YPY
i=1 i=1 I
x4 x4

= N, y2+ 8¢ YDXg(XEDXg) X3IDY
i=1 i=1

(c) La estimacon de la funcion parametrica y Suvarianza.

(d) El estadstico condistribuciont de Studert para cortrastar la hipotesisHy : =

A N

t= ——«
ee* )

cuyo cuadradocoincidecon el estadstico F del ejemplo.
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Cap tulo 6

Regresion lineal simple

SeaY unavariable aleatoriay x una variable corirolable, esdecir, los valoresque toma x
son jados por el experimerntador. Supongamosque calculamosY para diferentes valores
de x de acuerdocon el siguierte modelo

Yi= ot 1Xit+ i i=1:n (6.1)

dondeE( ) =0,var(;)= 2 i=1:::;n.

Estemodeloesla formulacion lineal del problemade hallar la rectaderegresondeY sobre
X. Los parametros o; ; reciben el nombre de coe cientes de regreson. El parametro
esla ordenadaen el origen, intercept eningles,y ; esla pendierte de la recta, slope en

ingles.La expreson matricial de 6.1 es

0 1 0 1 0 1
X1 1

%1 1
%EX:?@E X i +%)EX rgXx =2
1

yn Xn n

Ahora podemosaplicar toda la teor a generaldesarrolladaen los captulos anteriorespara
un modelo lineal cualquiera,al casoparticular de la regreson lineal simple.

6.1. Estimaci on de los coe cien tes de regresion

Con los datos obsenadosse puedencalcular los siguiertes estadsticos

P
1:n)p (Xi  x)?

x:(lzn)Px- s2 = (
"y S=(=n) oy

y=(@=n vy s
X
Sy = (1=n) i X)Yi V)

dondex; y; s2; s§; Syy sonlas medias,varianzasy covarianzasmuestrales,aunqueel signi-
cado des? y s,, esconvencional puesx no esvariable aleatoria. Con estanotacion las
ecuacionesiormalesson:

XX =x% ner, o = Pl
nx X 1 XiYi

y como =)
1 (1=n) xZ X
1- = i

(XX%) *= ns? y 1
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la solucbn es

N N
o=y 1X
A _ Sy _ Sy
1~ § - g
donde
X X X
Sy = XiYi (1:n)x Xi ))éi = (X X)Yi Y)=nsy
S, = x2 (A=n)( x)?*= (xi x)*=ns?

En el ejercicio6.2 seven otras formas de expresar ;.
La recta de regreson es
N N
y= ot 11X

gue seexpresatambien en la forma

y y="ix Xx)

lo que deja claro que la recta pasapor el punto (x;y) y que el modelo esvalido en el
rangode lasx;, certrado en x. Esta estambien la recta que seobtienea partir del modelo
equivalerte con los datos x; certrados (ver ejemplo5.6.2y ejercicio 6.3).

Recordemosque por lo que hemos estudiado, estas estimacionesson insesgadasy de
varianza m nima ertre todos los estimadoreslineales (teorema de Gauss-Marlov). Las
varianzasy covarianzade los estimadoresson

by — var("o)  cov("o; ) _ 2
var(P) o) var(y) (X%) 1t (6.2)
Es decir
2
ECo) = o var("o) = 2 %"‘ Xg (6.3)
2
E(Al) = 1 Var(Al) = S, (6.4)
cov("o; M) = 2 % (6.5)
Ejemplo 6.1.1

Vamosailustrar el calculo\manual" delas estimacionesdelos parametroscon un ejemplo
muy sencillo de muy pocos datos.

Sumngamosque una empresade compra-venta de automoviles organiza exmsicioneslos
nes de semanai contrata un numero variable de vendelores que oscila entre 3 y 8.
El gerente de esta empresa quiere estudiar la relacion entre el numero de vendelores
y el numero de cochesvendidosya que, si es posible, podr a prever las ventas a partir
del numero de vendelores que contrata. Para aclararlo, el gerente examina el registro
de ventasde los ultimos cuatro mesesy localiza un per odo de 10 semanasdurante las
cualesno huld ningun incentivo espcial ni a la venta ni a la compra. EI numero de
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Grafico de dispersién

Cuadro 6.1: Datos de las vertas en 10 semanasy gra co de dispersion

cochesvendidosdurante este per odo y el numero de vendelores empleadosen cada caso
se muestia en la tabla adjunta.

Para examinar estarelacion esmuy util empgezar por dibujar un diagrama de dispersion.
Este gra co muestia una relacion bastante evidenteentre el numer de vendeloresy las
ventas, relacion que se pod a esgerar. Vamosa cuanti carla con la ayudade la recta de
regresion MC.

En la siguiente tabla tenemoslos calculos necesarios para obtener los coe cientes de
regresion, las predicciones, los residuosy la suma de cuadrados de los errores para los
datosdelas 10 semanas Esta tabla seha calculadocon una hoja de calculo, lo quepermite
una mayor precision en los calculos suesivos.

i Xi i Xt XiYi ¥ e &
1 5 10 25 50 1410 410 1685
2 6 20 36 120 1709 291 847
3 5 18 25 90 1410 390 1518
4 4 10 16 40 1112 112 1,25
5 3 7 9 21 813 113 1,29
6 4 14 16 56 1112 2,88 830
7 7 21 49 147 2007 093 086
8 6 15 36 90 1709 209 437
9 5 13 25 65 1410 1,10 1,22
10 8 22 64 176 2306 1,06 112
Suma 53 150 301 855 0 5890
Media 5,3 15

Cuadro 6.2: Calculosde regreson simple para los datos de ventas

Con estoscalculos, las estimacionesde los coe cientes de regresion son
A _ 855 1% 53 150
'T 301 £ (53)
"=15 " 53= 0,820896

= 2,9850746
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La ecuacion de la recta de regresion es
y= 0,821+ 2,985«

o tambien
y 15= 2,985(x 5;3)

Para calcular la precision de estasestimaciones,primero delemosestimar la varianzadel
modelo.

Nota: Una aplicacion de hojas de calculo como Microsoft Excel tiene la funcion ESTI-
MACION.LINEALque calcula de forma directa los coe cientes de regreson y algunos
estadsticos mas. Otra funcion matricial es TENDENCIAque permite calcular directa-
merte las predicciones. Ademas, Excel lleva un conjunto de macrosopcionalesllamadas
\Herramientas para analisis" que, ertre otras cosascalculanunaregreson lineal comple-
ta.

En el ejemploanterior, secompruebaquelas sumade losresiduosescero,salvo problemas
deredondeo.Esto no esuna casualidad.Vamosa ver algunaspropiedadesadicionalespara
las prediccionesy}; = "o+ "X y paralosresiduose = y; ¥, cuya demostracon sedeja
para el lector (ver ejercicio6.4).

P
() La sumade losresiduosescero: g = 0.

(i) A sumade los residuosponderadapor los valoresde la variable regresoraescero:
xie = 0.
... P P
(i) —yi= %
(iv) La sumiq,de los residuosponderadapor las prediccionesde los valores obsenados
escero. ¥e = 0.

6.2. Medidas de ajuste

La ewaluacion global del ajuste de la regr§'on sepuedehacerconla SCR o, mejor, con
la varianza muestral de los residuos(1=n) €. Pero los residuosno sontodosindepen-
dientes, si no que estan ligados por dos ecuacioneqla (i) y la (ii) de arriba), de forma
que utilizaremos la llamada varianza residualo estimacon MC de 2

A2 = SCR=(n 2)

Suraz cuadrada”, que tiene las mismasunidadesque Y, esel llamado error estandar
de la regresion. La varianzaresidual o el error estandar son ndicesde la precison del
modelo, pero dependen de las unidadesde la variable respuestay no son utiles para
compararrectasde regreson de variablesdifererntes. Otra medida de ajuste requiereuna
adecuadadescompsicon de la variabilidad de la variable respuesta.

Teorema 6.2.1

Consideremo<l coe ciente de correlacon muestral, cuyo signi cado esconvencional,
Sy _ Sy
xSy (S§)

Entoncesseveri can las siguiertes relaciones
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H P 2 P 2 P 2

N & o= o v+ %y

. P P

([) SCR="(yi $)*=@Q r3 (yi y)?=@Q rds
P
iy 2= &)=An 2)=@1 r)S=n 2)

Demostiacion:
X

X
(i y)?= « i %+ 9‘.X y)? «
= W WP VP2 i W)

P P P
pero (yi ) V= (i )% Yy (Vi %) = 0porlaspropiedadeslel apartado
anterior. Tambien podemosrecordar la ortogonalidad de los subespaciogle los erroresy
de las estimacionesQuedaas demostradala relacion (i).

Por otra parte, esfacil ver que
X 2 N2 X 2 2 X 2
B =1 & xX°=r" (v vy

de forma que nalmente
X 2 X 2 2X 2
i = o W+ )

Luego X X
i #°=@ ) 0 ¥

Como consecuencidenemosque el estimador certrado de la varianza 2 del modelo 6.1
es
A2=SCR=(n 2)=(1 r?S,=n 2) (6.6)

La descompsicion de la sumade cuadradosde las obsenacionesen dos terminosinde-
pendiertes seinterpreta as: la variabilidad de la variable Y sedescommneen un primer
termino quere eja la variabilidad no explicadapor la regreson, que esdebidaal azar,y
el segundotermino que cortiene la variabilidad explicadao eliminada por la regreson y
puedeinterpretarse comola parte determinista de la variabilidad de la respuesta.

Podemosde nir:

Variacion total = VT = X i =S
Variacion no explicada= VNE = X (yi %)%= SCR
Variacion explicada= VE = X g y)?= "%s
de forma que
VT = VNE + VE (6.7)

De nici on 6.2.1

Una malida del ajuste de la recta de regresion a los datosesla proporcion de variabilidad
expli@ada que de nimos con el nombre de coe ciente de determinacion as:
VE SCR

RZ:_:]_ -
VT S,
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Esta medida se puedeuutilizar en cualquier tip o de regreson, pero en el casopatrticular
de la regreson lineal simple con una recta tenemos

re=1 &S

S,

gue esel cuadradodel coe ciente de correlacon lineal ertre las dos variables.

El coe ciente de determinacon R? esuna medidade la bondad del ajuste, 0 R? 1,
mientras que el coe ciente de correlacbn esuna medida de la dependencialineal ertre
las dos variables,cuandoson aleatoriasy solo hay una variable regresora.

Ejemplo 6.2.1

Continuando con el ejemplode los datos de ventastenemos:

SCR= 58896
A2 = 58896=8= 7.362 = 2713
VT = S, = 238
58896
R?=1 ——"=07525
238 ’

6.3. Inferencia sobre los parametros de regresion

Supongamosque el modelo 6.1 esun modelo lineal normal. Entonces(ver teorema2.6.1)
severi ca que
N N
b= (";")° Ny( ;var(P))

donde
1=n+ Xx=S X=S,

X=5 1=S
comohemosvisto en 6.2{6.5. Ademas sabemosque b esindependiernie de SCR.

Como consecuenciale estasdistribuciones hemosdemostrado(ver 3.4 0 5.10) que para
cortrastar una hipotesisdel tipo Hp : a° = c seutiliza el estadstico

var(P) = 2(x%) t= 2

_ a® ¢
= (X X) ta)=

(6.8)

gue seguim una distribucion t, ,, si Hg escierta.

6.3.1. Hip otesis sobre la pendiente

El cortraste de la hipotesisHy : ;= by frente aH; : ; 6 b seresuehe rechazandoH,
Si
N
1 b
W >ty 2( )
dondeP[jt, 2j >ty o )] =

En particular, estamosinteresadosn contrastar sila pendierte escero,esdecir, la hipote-
sisHy : 1 = 0. Vamosa deducir estecontraste directamerte.
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SiHg: 1= 0escierta, el modelo 6.1 sesimpli ca y secorvierte en
Yi= ot i

de donde X X
SCRy = (yi ‘gu)?= (i Y)’=S (6.9)

dado que "o = .
Por el teorema6.2.1sakemosque SCR= (1 r?)S,, de maneraque

_SCRy SCR_ S, (1 r3s, _ r2

FeSCretn - @ ™s5=m 2 " 7z Pz
Finalmente, p
p— n 2
t= F = rpﬁ (610)

siguela distribucion t de Studert conn 2 gradosde libertad.

Este contraste Hp : 1 = 0 sellama contraste para la signi cacion de la regresion y se
formaliza en una tabla de analisis de la varianza donde seexplicita la descomsicion de
la sumade cuadrados6.7.

Fuernte de | gradosde sumade cuadrados

variacion | libertad cuadrados medios F
Regreson 1 "1Sy CMg  CMg=ECM
Error n 2 SCR ECM

Total n 1 S

Cuadro6.3: Tabladel analisisde la varianzapara cortrastar la signi cacion dela regreson

El heto de aceptarHy : ; = 0 puedeimplicar que la mejor prediccion para todas las
obsenacionesesy, ya que la variable x no in uy e, y la regreson esinutil. Perotambien
podr a pasarque la relacion no fuera de tip o recta.

Rediazar la hipotesisHy : 1 = 0 puedeimplicar que el modelo lineal 6.1 esadecuado.
Perotambien podr a ocurrir queno lo sea.En todo caso,esmuy importante no confundir
la signi cacion de la regreson con una prueba de causalidad.Los modelosde regreson
unicamernte cuarti can la relacion lineal ertre la variable respuestay las variablesexpli-
cativas, una en el casosimple, pero no justi can que estasseanla causade aquella.

Tanto la adecuaodn del modelo 6.1, comola hipotesisde normalidad han de estudiarse
a travesdel analisis de los residuos.

6.3.2. Hip otesis sobre el punto de intercep cion

Para el cortraste de hipotesisHy : ¢ = Iy, seutiliza el estadstico

N

o b

T (e =8

que, si la hipotesis es cierta, sigue una distribucion t de Studert conn 2 gradosde
libertad.
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6.3.3. Interv alos de conanza para los parametros

Ademas de los estimadorespuntualesde o, 1y 2, con las distribuciones estudiadas
podemosproporcionar intervalos de con anza para estosparametros. EI ancho de estos
intervalos estara en funcion de la calidad de la recta de regreson.

Con la hipotesisde normalidad y teniendo en cuerta las distribucionesde " y ", estu-
diadas,un intervalo de con anza parala pendierte ; conniveldecon anzal00(1 )%
es

AN

1ot o) (M=S)T
dondet, ,( ) estal quePJjt, 5j<t, 2o( )]=1
Analogamere, para  €s

N

o ta2( ) (M*(1=n+ x*=§)*?
Las cartidades
ee(y) = ("%=5)¥2  ee() = (M2(1=n+ x?=S,))1?

sonlos errores estandar de la pendierte ", y la intercepcion ", respectivamerte. Setrata
de estimacionesde la desviacon t pica de los estimadores.Son medidasde la precison
de la estimacbn de los parametros.

Como salkemos SCR 1
N2 — = 2
n 2 n ZSy(l )

esel estimadorinsesgadade 2y la distribucion de SCR= 2 es 2 ,. As, el intervalo
deconanzaal 1001 )%de 2es

SCR R SCR
520 =2) 5.1 =2)
donde 2 ,( =2)y 2 ,(1  =2) sonlosvaloresde una 2 , para quela sumade las

probabilidadesde las colassea .

6.3.4. Intervalo para la respuesta media

Uno de los usosprincipales de los modelosde regreson esla estimacon de la respuesta
mediaE[Y|Xo] paraun valor particular x, de la variable regresoraAsumiremosque X, es
un valor dertro del recorrido de los datos originalesde x. Un estimadorpuntual insesgado
de E[YjXo] seobtiene con la prediccion

Yo= "0+ "Xo=y+ "i(xo X)
Podemosinterpretar o+ 1Xo comouna funcion parametrica estimable
ot 1Xo= (1;Xo) = X
cuyo estimadoresy, = x8b, de maneraque

var(x3P) = 2x9(XX) x,
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y el error estandar de x8b es
eefsP) = [V(1=n+ (xo X)*=S)]'?

Entonces, el intervalo de con anza para la respuestamedia E[Y jXxo] es
S

1 (Xo x)2
t A

Destacaremosel hedio de que evidertemerte el andho del intervalo depende de xq, es

m nimo para Xo = X y crececuandojxo Xj crece.Esto esintuitiv amerte razonable.

6.3.5. Predicci on de nuevas observaciones

Otra de las importantes aplicacionesde los modelos de regreson es la prediccion de
nuevas obsenacionespara un valor Xo de la variable regresora.El intervalo de nido enel
apartado anterior esadecuadopara el valor esperadode la respuesta,ahoraqueremosun
intervalo de prediccion para una respuestandividual concreta.Estosintervalosrecibenel
nombre de intervalos de prediccion en lugar de intervalosde con anza, ya que seresena
el nombre de intervalo de con anza para los que se construyen como estimacbn de un
parametro. Los intervalos de prediccion tienen en cuerta la variabilidad en la prediccion
del valor medioy la variabilidad al exigir una respuestaindividual.

Si Xg esel valor de nuestro interes, ertonces

N

Yo = "o+ "ixo
esel estimador puntual de un nuewo valor de la respuestaYy = Y jXo.
Si consideramoda obtencion de un intervalo de con anza para estafutura obsenacion
Yo, €l intervalo de con anza para la respuestamediaen x = Xy esinapropiado ya que es
un intervalo sobrela media de Yy (un parametro), no sobrefuturas obsenacionesde la
distribucion.
Sepuedehallar un intervalo de prediccion para unarespuestaconcretade Y, del siguierte
modo:

Consideremoda variable aleatoriaYy $ N(O;var(Yo ¥o)) donde

2, 2 1 + (Xo  x)?
n Sk

ya que Yo, una futura obsenacion, esindependierte de ¥y.

Siutilizamos el valor muestraldey, parapredecirYp, obtenemosun intervalo de prediccion

al 100(1 )% paraY,

var(Yo Yo) =

S

1 2
Yo th2() 1"'5"'%

Este resultado se puedegeneralizaral casode un intervalo de prediccion al 100(1 )%
parala mediade k futuras obsenacionesde la variable respuestacuandox = Xq. Siyg €s
la mediade k futuras obsenacionespara X = Xg, un estimadorde yy es¥, de forma que
el intervalo es S

1 1
Yo th2 ) " E+ﬁ+

(Xo Xx)?

Sx
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6.3.6. Region de con anza Yy interv alos de con anza simult aneos

Habitualmente, losintervalosde con anza sedan de forma conjunta paralos dosparame-
tros o; 1 delaregreson simple. Sin embargo,la con anza conjunta de ambosintervalos
noesl00(1 ) %,aunquelosdossehayan construidoparaveri car esenivel decon anza.

Sideseamogjueel nivel de con anza conjunta seael 100(1 ) % debemosconstruir una
region de con anza o, alternativamerte, los llamadosintervalosde con anza simultaneos.

A partir de la distribucion de la ecuacon 5.9 sabemosque, en general,

£ o (AP A )IAXX) A9 AP A )=
- SCR=(n )

Fan r

donde,enestecaso, AP = 1P = (": )%y q= 2. As pues

CHEDLC(CIES
2ECM

I:2;n 2

xx= Mm%

nx

Con estadistribucion se puede construir una region de con anza al 100(1 ) % para
o; 1 conjuntamerte que viene dada por la elipse

CHBLCICID
2ECM

I:2;n 2( )

Con el mismo objetivo, se puedenutilizar diversosmetodos de obtencion de intervalos
simultaneosdel tip o

N N\ .

i ee( j) ] =01

Por ejemplo, el metodo de Sche e proporcionalos intervalos simultaneos

AN

i (2F2n 2 )T e

AN

i) 1=01

6.4. Regresion pasando por el origen

Supongamosque, por alguna razon justi cada, el experimertador decide proponer el
modelo de regreson simple

Vi= X+ i=1::::n

gue carecedel termino .
El estimadorMC del parametro ; es
P
Al - p Xiz’i
Xj
y suvarianzaes

var('y) = (PT)Z xivar(y;) = P—X2
I I
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El estimadorde 2 es

2 1 X 2 N X
N =SCRA(N 1)= 1 Yi 1 XiVi (6.11)
Conla hipotesisde normalidad sepuedenconstruir intervalosde con anzaal 100(1 ) %
para ; s
1
"ot a() A PT
|
para E[Y jXo] s
A pd
Yo thoa() P—X2
|

y para predeciruna futura obsenacion
s
A Xo
Yo tho1() 1+ P—x2

Es precisoestar muy segurospara utilizar estemodelo. Frecueriemerte la relacion ertre
la variable respuestaY y la variable regresorax var a cercadel origen. Hay ejemplos
en qu micay en otras ciencias.El diagramade dispersion nos puedeayudar a decidir el
mejor modelo. Si no estamosseguros,es mejor utilizar el modelo completoy cortrastar
la hipotesisHy : o= 0.

Una medida del ajuste del modelo a los datos es el error cuadratico medio 6.11 que se
puede comparar con el del modelo completo 6.6. El coe ciente de determinacon R? no
esun buen ndice para compararlos dostip os de modelos.

Para el modelo sin ¢, la descommsicion
X 2 X 2 X 2
Yi = (i %)+ ¥

justi ca quela de nicion del coe ciente de determinacobn sea
P

9.2

RE= P

i

queno escomparableconel R? dela de nicion 6.2.1.De hecho puedeocurrir queR3 > R?,
aunqueECM, < ECM.

6.5. Correlaci on

Consideremoda situacion en la que las dos variables son aleatorias, tanto la la variable
respuestacomo la variable explicativa o regresora.De modo que tomamosuna muestra

aleatorias(X;Y) condistribucion conjunta normal bivariante

XYY N ;) =(y° = 112
1 2 2

dondecov(X;Y)= 1 , y eselcoeciente decorrelacbnertre Y y X.
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La distribucion condicionadade Y dadoun valorde X = x es
YiX =x N( o+ 1X 3,)
donde

0— 1 27

_2

1
1

5,= 5@ 3
De modo quela esperanzade YjX = x esel modelo de regreson lineal simple

E[YjX = X]= o+ X

Ademas, hay una clara relacionertre ;y , =0, 1 = 0, encuyo casono hay
regreson lineal, esdecir, el conacimiento de X = X no nosayuda a predeciry .
El metodo de la maxima verosimilitud proporcionaestimadoresde oy 1 que coinciden
con los estimadoresMC.
Ahora tambien es posible plantearseinferenciassobre el parametro . En primer lugar,
el estimadornatural de es
S 2
(SxSy)=

As, " y r estan relacionadospero miertras r represeta una medida de la ascciacion
ertre X eY, ", mide el grado de prediccion en’Y por unidad de X .

Nota: Ya hemosadvertido de que cuando X esuna variable cortrolada, r tiene un sig-
ni cado corvencional, porque su magnitud dependede la eleccon del espaciadode los
valoresx;. En estecaso, no existey r no esun estimador.

Tambiensabemosquer? = R?, demodo queel coe ciente de determinacion esel cuadrado
de la correlacon.

Finalmente, el principal contraste sobre esel deincorrelaconHy: = 0 queesequiva-
lente aHy: ;= 0y seresuehe con el estadstico
Y
_rn 2
=1 2
1

qgue, si Hy escierta, sigueuna distribucion t,, ».

6.6. Caracter lineal de la regresion simple

Supongamosahora que estamosinteresadosen decidir si la regreson de Y sobrex es
realmente lineal. Consideremodas hipotesis

Ho:Yi
Hi:Y;

ot X+
a(xi) + i
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donde g(x) esuna funcion no lineal desconaida de x. Sin embargo, vamos a ver que
podemosreconducirel cortraste a la situacion prevista enla seccon 5.6.2parala eleccon
ertre dos modeloslineales.

Necesitamosn; valoresde Y para cadax;. Con un cambio de notacion, para cadai =

P 5 P X
i YincopYn Y= (1Fn)p Yy s, = @=m) (i i)
y=@=n v s5=@@=n) ;0 Y)? n=n+ o+

Introducimosa cortinuacion el coe ciente
=1 = n2L (6.12)

queverica 0 " 1,y mide el gradode concertracion de los puntos (x;; y;; ) alo largo
dela curvay = g(x) (ver gura 6.1).

Figura 6.1: Curva que mejor seajusta a los datos

conk parametros.CuandoH; escierta, la estimacon de es’\i = vy;. La identidad
SCR4 = SCR+ (SCRy SCR

eseronces
X

X X
i "o )= (o oyw)P+ omy Yo Mixi)?
i5j i i
Dividiendo por n tenemos
s =S M+ 1)
y el cortraste para decidir si la regreson eslineal seresuele a travesdel estadstico
_ (™ )=k 2
@ MAn K
quetiene(k 2)y (n k) gradosde libertad. Si F resulta signi cativ a, rechazaremosel
caracter lineal de la regreson.

Obsenaciones:

F (6.13)
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1) Solamerte se puede aplicar estetest si setienen n; > 1 obsenacionesde Y para

2) 2 esuna version muestral de la llamada razon de correlacion ertre dos variables

aleatoriasX ;Y
2 _ El(g(X) E(Y)?
var(Y)

siendo
y=d(x) = E(Y]X = Xx)

la curva de regreson de la mediade Y sobreX . Este coe ciente 2 veri ca:
a0 2?2 1
b) 2=0=) y= E(Y) (la curvaeslarectay = constarte).
c) ?2=1=) y=g(X) (Y esfuncionde X)

3) Analogamerte, podemostambien plantear la hipotesisde que Y esalguna funcion
(no lineal) de x frente a la hipotesisnula de que no hay ningun tip o de relacion.
Las hipotesisson:

Ho:yi= + |
Hityi = o(xi) +
siendo constarie. Entonces,con las mismasnotacionesde antes,
X
SCRy = (yj Y)?* conn 1gl
)Ej

SCR= (y; Vyi)* conn kag.l
iij

Operando, sellega al estadstico

I L
(1 "M k)

(6.14)

Comparando6.14 con 6.10, podemosinterpretar 6.14 como una prueba de signi -
cacon de la razon de correlacbn.

Ejemplo 6.6.1

Semide la luminosidad (en lumenes)de un cierto tipo de lamparas despwesde un tiempo
determinadode funcionamiento (en horas). Los resultadospara una seriede 3;2;3;2y 2
lamparas fueron:

Tiempo (x) Luminosidad (Y)

250 5460 5475 5400 (n; = 3)
500 4800 4700 (N, = 2)
750 4580 4600 4520 (ns = 3)
1000 4320 4300 Ny = 2)
1250 4000 4010 (Ns = 2)
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Con estosdatospodemosilustrar algunosaspectos de la regresion lineal de la luminosidad
sobe el tiempo de funcionamiento.

» Recta deregresion y coe ciente de correlacion:

X = 70833 y = 468042 n=12
Sx = 35109 s, = 50008 s, = 17019097
r= 0969 "= 1,381
y 468Q042= 1;381( 70833)
La hipotesisHo : ;1 = 0 dele ser rechazadapues(ver 6.10) obtenemos = 12,403
(10 g.l.) queesmuy signi cativo.

= Razon de correlacion y caracter lineal de la regresion:

y1 = 5445 y, = 4750 ys;= 45687 y,= 4310 ys = 4005
s2 = 1050 s, = 2500 s, = 11555 %, = 100 s = 25

y= 468042 s;= 250077 n=12 k=5

Sl

XKk 2
niizi = 0,996
=1 Y
Aplicando 6.13
_ (0,996 09393 __
T (1 0996)7 = 333

con 3y 7 g.l. Sepueale rechazarquela regresion eslineal.

Aplicando ahora 6.14
0;,996-4

@ 0996)7
vemosquela razon de correlacion es muy signi c ativa.

F = 4357

6.7. Comparaci on de rectas
En primer lugar, vamosa estudiar detalladamerte la comparacon de dosrectas, ya que

en estecasolas formulas sonun poco massencillas.A cortinuacion preseiaremosel caso
generalcuyos detalles puedenverseen Seker[65] pag. 197-205.

6.7.1. Dos rectas

Consideremoglos muestrasindependiertes de tamarosn; y n,

sobre la misma variable regresorax y la misma variable respuestaY¥Y con distribucion
normal, pero para dos poblacionesdistintas.
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Los dos modelosde regreson simple para las dos poblacionespor separadoson

Yi= 1t Xyt oy I=1:0m
Yo = 2% 2Xoit+ =10
y susestimadoresMC son
1=2
_ A no_ Syn _ 1
" =Yh  hXn h="Th = h=12

Sun

dondexy; Sk Yn; Syn; I'n Sonlas medias,sumasde cuadradosde las desviacionesy coe -

cierte de correlacon para cadauna de las muestrash = 1; 2 respectivamerte.

Tambien deberemosconsiderarx; Sy;y; Sy;r las medias,sumasde cuadradosde las des-
viacionesy coe ciente de correlacon de las dos muestrasconjuntamerte.

Vamosa considerarlas dos regresionessimplescomo un unico modelo lineal. Para ello
hacemos

y 0 1

1 0 x 0
St T L0 1
. . . . 1

X = 10 X1n, 0 % 2§
01 O X21 1
: : . . 2
01 0 Xo,

dondeX es(ny;+ ny) 4derg(X) = 4.

As pues,el modeloquepreserta a lasdosregresionesimplesconjuntamente Y = X +

esun modelo lineal siempreque los erroresveri quen las condicionesde Gauss-Marlov.

Entonceses necesariosuponer que las varianzasde los errorespara las dos poblaciones

soniguales 2= 2,

Para este modelo lineal, las estimacionesMC de los parametros 1; ,; 1; 2 coinciden
. . NN

conlas estimacionesMC de lasrectaspor separado”™y; *5; '1; > Y la sumade cuadrados

residual es

X1
SCR= (yu ™

i=1

Sy1 Afsxl + S

Para cortrastar la hipotesisde homogeneidadie varianzasHg : 3 =

el estadstico

N
1X1)% +

SCR]_ + SCRZ = Syl(l
"2Sv2

_ SCR]_:(n]_ 2)

F

y la estimacpn de la varianzacomun es

" SCR=(n, 2)

X2 A
(Ya "2 oxa)?

i=1
2+ S 1) (6.19)

2 podemosutilizar

Fnl 2;ny 2

ECM = SCR=(FI1+ n2 4)

Tambien sepuedenutilizar los cortrastes que seexplicanen la seccon 6.7.3.
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Test de coincidencia

Setrata de investigar si las dos rectas se pueden considerariguales, es decir, vamos a
cortrastar la hipotesis

Ho: 1= 2, 1= 2

Esta esuna hipotesislineal cortrastable (el modelo es de rango maximo) del tipo Hy :

A =0con 0 1
1

1 100%2§
AS 001 1 1
2

dondeA es2 4y q=rgA = 2. Luegopodr amosutilizar las formulas obtenidaspara
el cortraste. Sin enmbargo, en estecasoes mucho masfacil calcular directamerte la suma
de cuadradosbajo la hipotesis.

Bajo Hq la estimacbn MC de los parametrosconunes = ;= ,y = ;= ,e€s
sencillamere la que se obtiene del modelo lineal conjunto, esdecir, una unica recta de
regreson con todoslos datos juntos:

1=2

LI

Luego

X1 ) X2 X
(Yai X)) + (Yo X2i)

i=1 i=1

=S r?

De modo que el estadstico F es

SCRy

= _ (SCRy SCRE2 _ (S(1 r?) SCR)R2
T SCR(ny+ n, 4) ECM

(6.16)

con distribucion Fz.n,+n, 4, Si Ho escierta.

Test de paralelismo

Ahora queremoscomprobarla hipotesis
Hg: 1= 2

parala queA esl 4yq=rgA =1
Bajo HQ, la estimacon MC de los parametros ;; »y = 1= , seobtienede la
minimizacion de

X1 ) X2 )
= (Yu 1 X))+t (Ya 2 Xa)
i=1 i=1
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Las derivadasparcialesson

@ X
— = 2(Yai X3)( 1)
@: 1 1 1

@ X
— = 2(Y2i X2)( 1)
@ 2 2 2

@ X1 X2

@ = 2(Y1i 1 Xg)( X))+ 2(Y2i 2 X2)( Xa2i)

i=1 i=1

Al igualar a cero, de las dos primeras ecuacionegenemos
=Y X 2=Y2 X2
y si sustituimos en la tercera ecuacon

ni P n»
~_ p iz Xulyn Y+ p i=1 X2 (Ya  Y2)
LoXi(Xa o X))+t 2 Xa(Xa o Xo)
_ ﬁ:g, i ?ﬁll_ﬁxhi Xn)(Yhi  Yn)
her i (X Xp)?

_ r1(Sx1Sy1)*2 + ra(Sc2Sy2) '™
Sk1t+ Seo

De modo que la sumade cuadradoses

X Xz
SCRyo = (Yo ~1  "Xg)?+ (Ya =~ “Xa)?
i=1 i=1
X2 X )
= (Vi Yn "(Xni Xn))
h=1 i=1
X2 X , X )
= (Yni  Yn)*° ~ (Xhi  Xn)
h=1 i=1 h=1 i=1
y el numeradordel test F es
X2 X X2 Xn
SCR40 SCR= 20 (xp xp)? 2 (Xni  Xn)?
h=1 =1 h=1 i=1

Finalmente el estadstico F sepuedeescribir

- A%S&1'+ Ags&z ~2(Sx1+ Sk2)
ECM
que bajo la hipotesissigueuna distribucion Fi.n,4n, 4.

En la practica, primero serealizaun test de paralelismoy, si seacepta,serealizael test
cuyo estadstico es

F

F= SCRyo SCRy

SCRy=(ny+ n, 3)
Finalmente, y si esteultimo ha sido no signi cativ o, procederemoscon el cortraste de
coincidencia.
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Test de concurrencia

Setrata de comprobar la igualdad de los terminosindependiertes de las dos rectas, es
decir
HY% 1= o

Como en el apartado anterior, sepuedever que el m nimo de la funcion

X1 X2
—_ 2 2
= (Vi 1X1)° + (Yai 2X2i)
i=1 i=1
sealcanzacuando

P ni P nz
_ + D X1p j=1 X1iY1i X2 5 j=1 X2iYoi
= M+t Ny Fx— 2 y A Fa— =T o2
i=1 X3 i=1 X2i i=1 X1 i=1 X%
P P
n n
_ ey )X = oYz )Xz

2 N2 2
i=1 X3 i=1 X2

—_ P 2 P N — ni — P no
dondey - h=1 i=1 Yhis X1 = i=1 X1 Y X2 = i=1 X2i+

Con estosresultadosse puedecalcular la sumade cuadrados

X2 X ,
SCRyw= (Yhi hXhi)

h=1 i=1
y el estadstico
_ SCRyo SCR

ECM

que, bajo HY? sigueuna distribucion Fyn,+n, a.
El test que acabamosde ver cortrasta la concurrenciade las dosrectasen x = 0. Si
deseamogomprobarla concurrenciaen un punto X = ¢, bastara aplicar estemismo test
sustituyendo los datos x;; por X,  C. Silo que queremoses sabker simplemerte si las
rectassecortan (en algun punto), essu ciente conrecazar la hipotesisde paralelismo.

F

6.7.2. Varias rectas
Supongamosque tenemosla intencion de compararH rectasde regreson
Y= nh+ nXpt h=1;:::;H

donde E() = Oy var() = 2 esla misma para cada recta. Esta ultima condicion
esabsolutamerte imprescindible para poder aplicar los cortrastes estudiadosal modelo
lineal conjunto que ahora describiremos.

Yoi = ht nXni t i =100,

con 1 independiertes e iderticamente distribuidos comoN (0; 2).
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Con todo ello disponemosdel modelo lineal
Y =X +

P
dondeX esN 2H,conrg(X)=2H yN =" [_ ny.
De estaforma podemoscortrastar cualquier hipotesislineal de la formaHy: A = c.

La estimacon MC de los parametros ;  de este modelo se obtiene de cada recta
particular p
1=2
. i(fg Yn)(Xni Xn) _ . Sih
((Xni  Xn)? S
M= Yn ThXn

dondexXy ; Skn; Yn s Syn; 'n sonlas medias,sumasde cuadradosde las desviacionesy coe-

Tambien la suma de cuadradosgeneral SCR es simplemene la suma de las sumasde
cuadradosde los residuosde cadarecta de regreson por separado
|

X Xh , Ay Xh 5
SCR= (Yni  Yn) ho (X Xn)
h=1 =1 i=1
X X )
= SCR,= Sin(l ry)
h=1 h=1
by
= Syh "2Sum
h=1

Test de coincidencia
Setrata de investigar si las rectassoniguales,esdecir, si
Ho: 1= »,= = H(: )’ 1= o= = H(: )

gue podemosescribir matricialmente con una matriz A de tamaro 2H 2) 2H de
rango2H 2.
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A partir de las estimacionesMC de los parametros ; que se obtienen de la recta
ajustada con todos los puntos reunidos en una unica muestra, la suma de cuadrados
residual es

X Xn X
SCRy = (Yni Y (Xni X))

h=1 i=1
X Xn ) ZX* Xh )

= i y) () (Xni X))
h=1 i=1 h=1 i=1

=51 r?

donde p

P 1=2
hpilp YO X)_ S
nooi(Xmi x)2 S
y los estadsticosx ;Sy;y ;Sy;r sonlas medias,sumasde cuadradosde las desviaciones
y coe ciente de correlacbn de la muestra conjunta.

Entoncesel estadstico F para el cortraste de estahipotesises

_ (SCRs SCRE(2H  2)

F SCRE(N 2H)

(6.17)

Contraste de paralelismo
Ahora setrata de investigar si las pendienies de las rectas soniguales,esdecir, si
0. — — —
Ho: 1= 2= = H

gue matricialmente esequivalerte a
0 1

00 010 0 1

o 00 001 0 1

Ho : .. =0
0o0 00O 1 1

En estecaso,la matriz A querepresenma lasrestriccionesdelosparametroses(H 1) 2H
y surangoesH 1. De modo que tomando, en el cortraste F, losvaloresq= H 1,
n=Nyk= 2H, el estadstico especi cado para estecortraste es

_ (SCRye SCR=(H 1)

F SCRE(N 2H)

Para calcular el numerador de este estadstico podemosproceder con las formulas ge-
neralesestudiadasu obsenar las peculiaridadesde este modelo que permiten obtener
SCRyo. P P

Primero hay queminimizar (Yo n Xni)? dedondeseobtienenlosestimadores

~h=Yn  Xn h=1:::;H
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P P
...:PhPiXhi(yhi Yh)

php i Xni (Xni Xn)
_ hpilfi Yn)(Xni Xn)
B = ' hl (X Xn)?
h rh-,(sxh Syh)l:2
I thh
Este ultimo estimadoresun estimador conjunto (pooled) de la pendierte comun.
Con estasestimacionesse procedea calcular la sumade cuadrados

X ZX*
SCRyo = Syp T Sun
h=1 h=1
y el estadstico F es
P A P
F= ( n iSn hSa)=(H 1)
SCR=(N 2H)

que bajo H{ sigueuna distribucion Fyy 1n 21 -

En la practica, esaconsejablecomenzarpor un cortraste de paralelismoy, si seacepta,
cortinuar con el corntraste cuyo estadstico es

_ (SCRuo SCRy)=(H 1)

F SCRy=(N H 1)

Finalmente, y si esteultimo ha sido no signi cativ o, procederemoson el cortraste 6.17.

Test de concurrencia

Deseamogortrastar la hipotesisde que todaslas rectassecortan en un punto del ejede
las Y, esdecir, parax = 0:

Hgo: 1= o= = H(: )

En estecaso,las estimacionedde los parametrosbajo la hipotesisson

P P
x4 XZ ! X1 5 i X1iYii XH o i XHiYHi
= tTp V7
N F% F% y _pliz" L= iYHi
i X1 i XHi i X1 i XHi
X .
b= I(¥§“ 2)hl h—1,2,,H
P pp | Xpi
dondex, = XniYY = | i VYhi-
La sumade cuadradosresidual es
X X ,
SCRyw= (Yni hXhi)

h i
y conella sepuedecalcular el estadstico F para el cortraste

_ (SCRyoo SCR)HH 1)
- SCR=(N 2H)
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Cuandolos valoresde las x sonlos mismospara todas las rectas,tenemosquen, = ny

P
2 1 VS
= Hn &xz y X ix,zyI
p iPXi i Xi P
-y Xomp Vi (X X) _ «_h h
H (xi x)2 H

dondecada "}, esla estimacbn de la pendierte de la h-esimarecta, mientras que  esel
corte de la recta de regreson media.

En estecaso

SCRyw= v Py i 2y 1B X wr
h i i M i N
Ademas, comoy y "\ estan incorrelacionados
N
var
var( ) = var(y )+ HXZiH(zh)
2 1 x? > P X2
= — —+R = P [
H n (X x)? nH (xi x)?

de modo quetenemosla posibilidad de construir un intervalo de con anza para ya que

1=2

P
nH () x)?

( ) “Ecm X2

thin 2

dondeECM = SCR=(nH 2H).

Por otra parte, tambienpodemosestudiar silasrectassecortan enun punto x = cdistinto
del cero. Simplemerne reemplazaremoxy; por X, ¢ entodas las formulas anteriores.
La coordenaday del punto de corte siguesiendoestimadapor

Sin embargo, si el punto de corte esdesconeidox = , la hipotesisa cortrastar esmucho
mas complicada

HY? + , =ctee= + h=21,2::::h
0 tambien
HOOQ - = = H
0 1 H

y desgraciadamete no eslineal.

6.7.3. Contraste para la igualdad de varianzas

En los cortrastes de comparacon de rectas se hacela suposicon de la igualdad de las

Los estimadoresde dichas varianzasson los errorescuadraticos mediosparticulares

P
g2 = (Y Yo WO Xn))?
h Np 2
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y sabemosque

(nn, 28¢=2 2 , h=1::;H indep:

Nh
Para cortrastar la hipotesis
Ha 2 _ - 2
0- 1~ -~ H

hay varios metodos, desdelos mas clasicosde Bartlett(1937) o Hartley(1950), muy sensi-
blesa la no normalidad de los datos, hasta los mas robustos enre los que destacael de
Levenecon susvariantes.

Sihacemosf, = ny 2, el test de Bartlett es

P P
( fn)logS? (fnlogS?)

T =
C
donde = , P, P .
oo phS oog, fnt C fw)
fn 3H 1)

SiHg escierta, aproximadamerte T 2.
Cuandolosf;, sontodosiguales,Hartley propone el estadstico

Sin embargo, como se trata de comparar las varianzasa partir de las obsenacioneso
replicasdeH poblacionesgsmejor considerarel problemacomoun analisisdela varianza
de un factor. La pruebarobusta de Levene sobrela homogeneidadde varianzasse basa
en el analisis de la varianza de un factor conlos datos z,; = jyni  Yn|. Parareforzarla
resistenciadel metodo sepuedeutilizar comomedidade localizacbn la mediana.

Finalmente podemosanadir que, cuandola heterogeneidadde las varianzaseseviderte,
siempreesposibleestudiar algunatransformacion potenciade los datos originalesyy; que
mejore la situacion.

6.8. Un ejemplo para la re exi on

La siguierte tabla preseria cinco conjuntos de datos para cinco modelos de regreson
simplediferenes: los datosbajo el encalezamieno x;(a-d) sonlosvaloresde una variable
regresoraque escomun en las cuatro regresionescon las variables respuestay(a), y(b),
y(c) y y(d). Las seriesde datos x(e) y y(e) de nen otra regreson.

Sepuedecomprobarque,enloscincocasos)a regreson dey sobrex conduceexactamete
a la mismarecta
y = 0,520+ 0;80%

La varianza explicada, la no explicadai la varianza residual son identicas en todas las
regresionesas comotambien el coe ciente de determinacon.

Por lo tanto, las cinco regresionegarecenser formalmerte iderticas. A pesarde ello, si
dibujamos en cadacasolos diagramasde dispersion y la recta de regreson, obsenaremos
gue nuestra impresion se modi ca radicalmerte: en la pagina 116 tenemoslos gra cos
para los cinco conjuntos de datos.
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obs.| xa(@-d) | y(@ | y(b) | y(c) | y(d) | x(e) | y(e)

1 7 5,535 | 0,103 | 7,399 | 3,864 | 13,715 5,654
2 8 9,942 | 3,770 | 8,546 | 4,942 | 13,715| 7,072
3 9 4,249 | 7,426 | 8,468 | 7,504 | 13,715| 8,496
4 10 8,656 | 8,792 | 9,616 | 8,581 | 13,715| 9,909
5 12 10,737| 12,688/ 10,685| 12,221| 13,715| 9,909
6 13 15,144| 12,889| 10,607| 8,842 | 13,715| 9,909
7 14 13,939| 14,253| 10,529| 9,919 | 13,715]| 11,327
8 14 9,450 | 16,545| 11,754 15,860| 13,715| 11,327
9 15 7,124 | 15,620| 11,676| 13,967| 13,715| 12,746
10 17 13,693| 17,206| 12,745| 19,092| 13,715| 12,746
11 18 18,100| 16,281 13,893| 17,198| 13,715| 12,746
12 19 11,285| 17,647 12,590| 12,334| 13,715| 14,164
13 19 21,385| 14,211 15,040/ 19,761| 13,715| 15,582
14 20 15,692| 15,577| 13,737| 16,382| 13,715| 15,582
15 21 18,977| 14,652| 14,884| 18,945| 13,715| 17,001
16 23 17,690| 13,947 29,431| 12,187| 33,281| 27,435

Cuadro 6.4: Datos de cinco regresionesimples

numero de obs.
mediade las x;
mediadelasy

n=16
X1 = 14,938
y = 12:600

" = 0:809 ee(",)=0,170
o= 0520 ee('5)=2,668
R? = 0,617

P P
(yi y)?= 38Q0403con15g.l. (yi $)?= 14566 coni14qg.l.

N = 3,226

Cuadro 6.5: Principalesresultadosde la regreson simple

» La gura aesla querepresetan todoslosmanualesqueexplicanla regreson simple.
El modelo de la regreson lineal simple parececorrectoy adaptado a los datos que

permite describir correctamerte. El modelo parecevalido.

» La gura b sugiereque el modelo lineal simple no esta absolutamene adaptado
a los datos que pretende describir. Mas bien, la forma adecuadaes la cuadratica
con una debil variabilidad. EI modelo lineal simple es incorrecto; en particular,
las prediccionesque el proporciona son sesgadassubestimacionespara los valores

proximosa la mediade x y sobreestimacionepara el resto.

= La gura c sugieretodav a que el modelo lineal simple no se adapta a los datos,
pero una unica obsenacion pareceserla causa.Por cortra, las otras obsenaciones
estan bien alineadasperorespectoa otra rectade ecuacony = 4,242+ 0;503;. Hay
pues,un dato verdaderamete sosgedi0so.La reaccon natural del experimertador
semr la de investigar con detalle la razon de esta desviacon. >No sela un error de
transcripcion? >Hay alguna causaque justi que la desviacon y que no tiene en

cuerta el modelo lineal simple?
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Figura 6.2: Gra cos de los cinco conjuntos de datos con la recta de regreson

= La gura d tiene un analisis mas sutil: los puntos rodeanla recta, pero aumertan
las desviacionesa medida que crecenlos valoresde la variable regresora.Se hace
eviderte que la suposicion de una varianza comun de los residuosno severi ca.

» Finalmente, la gura e esmascortundente: el modelo parececorrecto. Si la calidad
de los datos no puedeponerseen duda, esteconjunto estan valido comoel primero
y los resultadosnumericosde la regreson soncorrectos.Pero nosotrosintuimos que
esteresultado no eslo su cientemerte satisfactorio: todo dependede la presencia
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de un unico punto, si lo suprimimos, incluso no sem posible calcular la pendierte
de la recta, ya que la sumade los cuadradosde las desviacionedle las x escero.
Este no esel casodel primer conjunto de datos, dondela supreson de un punto no
conducemas que a una ligera modi caci on de los resultados.As pues,deber amos
ser extremadameilte cautos con las posiblesutilizaciones de este modelo. Ademas,
debemosindicar que el experimerto de nido por los valoresde x esmuy malo.

Naturalmente, los conjuntos de datos b, ¢, d y e muestran casosextremos que, en la

practica, no hallaremosde formatan clara. Esta esuna razon suplemeiaria para dotar al

experimentador de mediospara detectarlos. Cuando las desviacionegle las suposiciones
del modelo son debiles, los resultados no selan erroneos,pero si las suposicionesson
groseramete falsas, las conclusionespuedenincluso no tener sertido. La herramierta

fundamenal para la validacion de las hipotesisdel modelo es el analisis de los residuos
del modelo estimado.

El analisis de los residuos (ver captulo 9) tiene comoobjetivo cortrastar a posteriori

las hipotesisdel modelolineal. Es especialmerne importante cuando, si tenemosun unico

valor dey para cadax, los contrastes de homaocedasticidad,normalidad e independencia
no sepuedenhacera priori. Analizaremoslos residuospara comprobar:

a) sila distribucion esapraximadamerte normal;
b) si suvariabilidad esconstarie y no dependede x o de otra causa;
c) si presertan evidenciade una relacion no lineal erntre las variables;

d) si existen obsenacionesat picas o heterogeneasrespecto a la variable x, la 'y o
ambas.

6.9. Ejemplos con R

Vamosa recuperar el ejemplode la seccon 1.8 donde se calculan algunasregresionesa
partir del ejemploinicial con los datos de la tabla 1.1. En esaseccon, el calculo de la
regreson simple serealiza con la funcion Isfit(x,y) gue asignamosal objeto recta.ls

> recta.ls<-Isfit(dens,rvel)
Ahora utilizaremos la funcion Im que de ne el modelo de regreson simple.

> recta<-Im(rvel~dens)

> recta

Call:

Im(formula = rvel ~ dens)

Coefficients:
(Intercept) dens
8.089813 -0.05662558

Degrees of freedom: 24 total; 22 residual
Residual standard error: 0.2689388
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Tambien se puedenobtener otros datos importantes con la funcion summary

> recta.resumen<-summary(recta)
> recta.resumen

Call: Im(formula = rvel ~ dens)
Residuals:
Min 1Q Median 3Q Max

-0.3534 -0.2272 -0.03566 0.1894 0.5335

Coefficients:
Value Std. Error t value Pr(>|t|)
(Intercept) 8.0898 0.1306 61.9295 0.0000
dens -0.0566 0.0022 -26.0076 0.0000

Residual standard error: 0.2689 on 22 degrees of freedom
Multiple R-Squared: 0.9685
F-statistic: 676.4 on 1 and 22 degrees of freedom, the p-value is O

Correlation of Coefficients:
(Intercept)
dens -0.9074

Ademas se puede accedera muchos valores de los objetos recta y recta.resumen de
forma directa.

> recta$coef

(Intercept) dens
8.089813 -0.05662558

> recta.resumen$sigma

[1] 0.2689388

En general,podemossakber los diferertes resultadosque se obtienen con el comandolm
si escribimosnames(recta) o names(summary(recta)).

> names(recta)

[1] "coefficients" “residuals"  "fitted.values" "effects” "R" "rank"
[7] "assign" "df.residual" "contrasts”  "terms" “call"

> names(summary(recta))

[1] "call" "terms" "residuals" "coefficients" "sigma” "df"

[7] "r.squared" “fstatistic" “cov.unscaled"” "correlation"

De modo que podemosutilizar estosdatospara nuewvoscalculos.Por ejemplopodemoscal-
cular la matriz estimadade covarianzasertre losestimadoresde los parametros”?(X %) 1
as:

> cov.beta<-round(recta.resumen$sigma”2*recta.resumen$cov.uns cal ed,6)
> cov.beta
(Intercept) dens
(Intercept) 0.017064 -0.000258
dens -0.000258 0.000005
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Por otra parte, y aunqueel resumenproporcionadopor la funcion summary(recta) inclu-
ye el test F de signi cacion de la regreson, la tabla del Analisis de la Varianza se puede
calcular con la funcion aov.

> summary(aov(recta))
Df Sumof Sq MeanSq F Value Pr(F)
dens 1 48.92231 48.92231 676.3944 0
Residuals 22 1.59122 0.07233

Tambien se puedencalcular intervalos de con anza al 95% para los parametros o; ;.

> coef(recta)
(Intercept) dens

8.089813 -0.05662558
> coef.recta<-coef(recta)
> names(coef.recta)
[1] "(Intercept)" "dens"
> names(coef.recta)<-NULL # Truco para utilizar  mejor los coeficientes
> coef.recta

1 2

8.089813 -0.05662558
> eeO<-sqrt(cov.beta[1,1])
> eel<-sqrt(cov.betal2,2])

> c(coef.recta[1]+qt(0.025,22)*ee0,coef.recta[1]+qt(0.975,22) *ee0)
[1] 7.818905 8.360721
> c(coef.recta[2]+qt(0.025,22)*eel,coef.recta[2]+qt(0.975,22) *eel)

[1] -0.06126290 -0.05198826

Cabe sealar que si el modelo de regreson simple debe pasar por el origen, esdecir, no
tienetermino de intercepcion, podemosutilizar la funcion Isfit(x,y,int=F) o la funcion
Imy ~x - 1).
La prediccion puntual o por intervalo de nuewosvaloresde la variable respuestasepuede
hacercon la funcion predict del modelo lineal. Atencion, porquelos argumerios enR y
S-PLUSdi eren.

Por ultimo, podemosaradir queenR existeun conjunto de datossimilaresalosexplicados
en la seccon 6.8:

> data(anscombe)
> summary(anscombe)
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6.10. Ejercicios

Ejercicio 6.1

Probar que bajo el modelo lineal normal y; = gt Xt las estimacionesMC ;"

son estocasticamerte independiertessiy solosi x; = 0.

Ejercicio 6.2
Comprobar que la pendierte de la recta de regreson es
1=2
Ao ST S
1=r= =Ty
Sk Sx
donder esel coe ciente de correlacon
r = SXy = SXy
(5S)  scsy

Ejercicio 6.3
Consideremosl modelo de regreson simple alternativo

Yi= ot 1(Xi X))+ i=1:::;n
La matriz dedisero asaiadaesX = (1;x x1)dondel = (1;:::; 1)y x = (X1;:::;%Xn)
Este modelo esequivalente al modelo 6.1 ya que hX i = hXi.

Calcular las estimacionesb = (X°X ) 1X°Y para comprobarque

A N = x Xi X y
1 1 Sx i
Calcular la matriz de varianzas-cearianzas var(b) = ?(X°X ) ' y comprobar que

o = y esta incorrelacionadocon #; = LA partir de esteresultado, calcular var( Al) =
var(™y) y var(") = varly  "1x).
Calcular tambien la matriz proyeccbn P = X (X°X ) 1X%= X(X%) 1X?°

Ejercicio 6.4
En un modelo de regreson simple, con o, demostrarque severi can las siguiertes pro-

piedadespara las predicciones; = "o+ "ix; y losresiduose =y, ¥i:

P
() La sumade losresiduosescero: € = 0.

. P P
(i yi= %

(i) ] sumade los residuosponderadapor los valoresde la variable regresoraescero:
xig = 0.

(iv) La sum@de los residuosponderadapor las prediccionesde los valores obsenados
escero: W%e = 0.
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Ejercicio 6.5 Mo delo de regresion simple estandarizado

A partir de los datos obsenadosde una variable respuestay; y de una variable regresora
X; sede nen unasnuewas variablesestandarizadassomo

_Xi X vzl Y

i = i = I=1::5;n
S):(L—Z S;/L_z
La estandarizaodbn signi ca que los datos transformadosestan certrados y los vectores
U= (uy:::;un)® v = (vi;:::;vh)?sonde longitud uno, esdecir, jjujj = 1y jjvjj = 1.

Sede ne el modelo de regreson simple estandarizadocomo
Vi = by + i=1:::;n

En este modelo desaparecede manera natural la ordenadaen el origen al realizar el
canmbio de variables.

Comprobar que

r
By
y

SR UNY

A\
1

A\
0

Ademas, la \matriz* u% = jjujj2 = 1y la estimacbn de b, esmuy sencillafy, = r.

Ejercicio 6.6

En el casode una regreson lineal simple pasandopor el origeny con la hipotesis de
normalidad, escribir el cortraste de la hipotesisHy : 1 = by, dondeb; esuna constarte
concida.

Ejercicio 6.7

Para el modelo lineal simple consideremoda hipotesis
Ho:Yo= ot 1Xo

donde (Xq; Yo) esun punto dado. Esta hipotesissigni ca que la recta de regreson pasa
por el punto (Xo;Yo). Construir un test para estahipotesis.

Ejercicio 6.8

Hallar la recta de regreson simple de la variable respuestara z cuadada de la velaidad
sobrela variable regresoradensidadcon los datos de la tabla 1.1 del captulo 1.
Comprobar las propiedadesdel ejercicio 6.4 para estosdatos.

Calcular la estimacon de 2y, a partir de ella, las estimacionesde las desviaciones
. N N
estandar de los estimadoresde los parametros oy ;.

Escribir los intervalos de con anza para los parametros con un nivel de con anza del
95%.

Construir la tabla para la signi cacion de la regreson y realizar dicho cortraste.

Hallar el intervalo de la prediccion de la respuestamedia cuando la densidades de 50
veh culos por km. Nivel de con anza: 90%.
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Ejercicio 6.9

Comparar las rectas de regreson de hombresy mujeres con los logaritmos de los datos
del ejercicio1.4.

Ejercicio 6.10

Seadmite que una personaes proporcionada si su altura en cm esigual a su pesoen kg
mas 100. En terminos estadsticos si la recta de regreson de Y (altura) sobreX (peso)
es

Y = 100+ X

Contrastar, con un nivel de signi cacion = 0;05, si se puede considerarvalida esta
hipotesis a partir de los siguienies datos que correspnden a una muestra de mujeres
jovenes:

X: 55 52 65 54 46 60 54 52 56 65 52 53 60
Y : 164 164 173 163 157 168 171 158 169 172 168 160 172

Razonarla bondad de la regreson y todos los detallesdel cortraste.

Ejercicio 6.11

q_
El perodo de oscilacon de un penduloes2 Ié dondel esla longitud y g esla constarte

(a) Proponer un modelo, con las hipotesisque se necesiten,para estimar la constarte
&—G por el metodo de los m nimos cuadrados.

(b) En un experimerto seobsenan los siguiertes datos:

longitud per odo
183 8587982738
20 84 9.2
215 9;7 8,959;2
15 758

Contrastar la hipotesisHy : 8—6 = 2.
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Cap tulo 7

Una recta resistente

Para ajustar una linea recta de la forma

y = a+ bx

de la historia. La regreson por m nimos cuadradosque hemosexplicado es el metodo
mas conccido y mas ampliamerte utilizado. Es un metodo que involucra calculos alge-
braicamerte simples,utiliza la inferenciadeducidapara la distribucion normal y requiere
unicamerte una derivacion matematica sencilla. Desgraciadamete, la recta de regreson
m nimo-cuadratica no esresisterie. Un dato \salvaje" puedetomar facilmerte el cortrol

de la recta ajustada y conducirnosa conclusionesngatosassobrela relacion ertre y y
X. La llamada recta resistentede los tres grupos evita estadi cultad. As, estarecta es
muy util enla exploracon de los datos y-versusx.

A cortinuacion exponemoslas principalesideasen estetema del clasicolibro Understan-
ding Robustand Exploratory Data Analysis de Hoaglin, Mosteller y Tukey [39].

7.1. Recta resistente de los tres grup os

7.1.1. Formaci on de los tres grup os

Empezaremospor ordenar los valoresx de maneraque X;  X» Xn. Entonces,
sobrela basede estosvaloresordenadosdividiremos los n puntos (X;;Y;) entres grupos:
un grupo izquierdo, un grupo certral y un grupo deredo, de tamaro tan igual comosea
posible. Cuando no hay repeticionesen les x;, el numero de puntos en cada uno de los
tres grupos dependedel residuode la division de n por 3:

Grupo nN=3k n=3k+1 n=3k+2

Izquierdo Kk k k+ 1
Cernral k k+ 1 k
Deredo k k k+ 1

Repeticionesde los x; nos haran estar alerta para formar tres conjuntos que no separen
los puntos conigual x en conjuntos diferertes. Un examendetallado del tratamiento de
las repeticionesnos puedellevar incluso a formar unicamerne dos grupos. Cuando cada
uno de los tercios ha sido de nitiv amerte formado, determinaremoslas dos coordenadas
de unos puntos certrales, uno para cadagrupo, con la medianade los valoresde las x y
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la medianade los valoresde las y, por separado.Etiquetaremoslas coordenadasde estos
tres puntos certrales conlas letras | de izquierda, C decertro i D de dereta:

(X1;y1); (Xe;ye); (Xo; Yp)

La gura 7.1muestralospuntos obsenadosy lospuntos certrales deun ejemplohipotetico
con 9 puntos. Como seve en estegra co, ninguno de los puntos certrales coincidecon un

punto delosdatos,ya quelasmedianasdelesx y delasy sehan calculadoseparadamete.

A pesarde ello, los tres podr an ser puntos obsenados,como ocurre a menudo, cuando
las x y lasy siguenel mismo orden.

Figura 7.1: Puntos obsenadosy puntos certrales en un ejemplo hipotetico.

Este sistemade determinacibn de los puntos certrales de cada grupo esel que da a la
recta que calcularemossu resistencia.Cuanto mayor esel numero de puntos obsenados
en cada grupo, la medianaproporciona la resistenciaa los valoresin uy enes de x, y o
ambos.

7.1.2. Pendiente e intercep cion

Ahora utilizaremos los puntos certrales para calcular la pendierte by la ordenadaen el
origeno intercepcion a dela rectay = a+ bx que ajusta los valoresobsenadosy permite
la prediccion de los valoresx; obsenadosy cualquier otro valor apropiadode x. En este
sertido, la pendierte b nosdice cuartas unidadesde y cambian por una unidad de x. Es
razonableobtener estainformacion de los datos, en concretode los puntos certrales de
los gruposizquierdoy deredo:

Iy = Yo Y

Xp X

La utilizacion de los dos puntos certrales de los grupos extremosnos da la vertaja de
medir el canbio dey sobreun intervalo bastarte ancho de x, siemprequehayan su cientes
puntos obsenadosen estosgrupos para asegurarla resistencia.

Cuandotomamosla pendierte by para ajustar el valor y de cadapunto certral, la dife-
renciaesel valor de la intercepcion de una linea con pendierte by que pasaexactamete
por estepunto. La intercepcion ajustada esla media de estostres valores:

1
ao = §[(Yl toxi) + (Yo boxc) + (Yo  oXp)]
De nuew, comolos puntos certrales estan basadosen la mediana,a, esresisterte.
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El ajuste de una recta en terminos de pendierte e intercepcion es corvencional, pero
usualmerte arti cial. La intercepcion, que da el valor de y cuando x = 0, puede ser
determinadade forma imprecisa,especialmene cuandolos valoresde x estan todos muy
alejadosdel ceroy el ceroesun valor sin sertido en el rango de las x. Ajustar la recta
enterminosde pendierte y un valor certral delas x, comola media,la medianao xc, es
mucho mas util. Nosotrosescogeremo%c por corvenienciay ertoncesla recta inicial es

y=a,+ p(x Xc)

dondely esla de antesy el valor certral (tambien llamado nivel) es

0= 30 B XD FYer (o B Xo))

Como ahora explicaremos,esta recta setoma como punto de partida para ajustar una
mejor con iteracionessucesias.

7.1.3. Ajuste de los residuos e iteraciones

Una vez que hemosobtenido la pendierte y el nivel de la recta ajustada, el siguierte paso
escalcular los residuospara cada punto

=y [a+bXx xc)]

Los gra cos de los residuosson muy utiles en la evaluacion del ajuste y para descubrir
patronesde comportamiento inesperados.Peroahora,de momerto, resaltaremosuna pro-

piedad generalde todo conjunto de residuos,en nuestro problemaactual o en situaciones
mas complejas:

Si substituimos los valoresoriginalesde y por los residuos,esdecir, si utiliza-

tendremosuna pendierte ceroy un nivel cero.En otras palabras,losresiduosno cortienen
mas aportacion a la recta ajustada.

Una importante caracterstica de los procedimiertos resisteries es que habitualmente

requiereniteraciones.Es el casode la recta resisterie de los tres grupos. Los residuosde

la recta conla pendierte by y el nivel a, no tienen pendierte y nivel cerocuandohacemos
el ajuste de la recta con las mismasx;, aungquelos nuews valoresde pendierte y nivel

sonsubstancialmette menores(en magnitud) quely y a,. Por estarazon, pensaremosen

by y a, comolos valoresiniciales de una iteracion.

El ajuste a unarecta de los residuosobtenidoscon la recta inicial da unosvalores 1y 1
ala pendierte y el nivel, respectivamerte. En concreto,utilizaremos los residuosiniciales

rO =y Jag+ (i X))l i= LN

enlugar delosy; y repetiremoslos pasosdel procesode ajuste. Como el conjunto de los
Xi no ha cambiado, los tres gruposy las medianasde los x en los puntos certrales seran
los mismos.
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Cuadro 7.1: Edad y altura de unosnirosen una escuelaprivada.
Niro | Edad | Altura
(meses)| (cm)

1 109 137,6
2 113 147,8
3 115 136,8
4 116 140,7
5 119 132,7
6 120 145,4
7 121 135,0
8 124 133,0
9 126 148,5

10 129 148,3
11 130 147,5
12 133 148,8
13 134 133,2
14 135 148,7
15 137 152,0
16 139 150,6
17 141 165,3
18 142 149,9

Fuerte: B.G. Greerberg (1953).\The useof analysisof covarianceand balan-
cing in analytical studies”, American Journal of Public Health, 43, 692-699
(datos de la tabla 1, pag. 694).

La pendierte y el nivel ajustadossonby+ 1y a;+ 1Yy losnuewsresiduos

1 0 .
ri():ri() [ 1+ 1(Xi X))l I=21::n

Ahora podemosavanzar con otra iteracion. En generalno sabremossi hemosconseguido
un conjunto apropiado de residuos,hasta que veri quemos el ajuste cero. En la practica

cortinuaremoslas iteraciones hasta que el ajuste de la pendiernte seasu cientemerte

pequeto en magnitud, del orden del 1% o del 0;01% del tamaro de ky. Cada iteracion

anade su pendierte y su nivel a los valoresprevios

bp=h+ 1bp=b+ 2

Las iteracionesson normalmerte pocasy los calculosno muy largos.

Ejemplo 7.1.1

En una discuson en 1953, Greenterg considero los datosde edady altura de dosmuestias
de niros, una de una escuelaprivada urbana y la otra de una escuelapublica rural. En
la tabla 7.1 sereprodueen los datos de los 18 niros de la escuelaprivada.

Aunque los datos no siguen claramente una linea recta, su patron no es notablemente
curvadoy el ajuste a una linea pueale resumir como la altura y crece con la edad x en
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estegrupo de niros. Solo los niros 13y 17 tienen puntos muy se@radosy veremoscomo
in uyen en el conjunto. Dadoquel8esdivisible por 3y losdatosx no tienen repeticiones,
cada grupo contiene seis puntos. Los puntos centralesde cada grupo son

(Xi;91) = (11550, 13915)
(Xc;ye) = (127,50, 147,90)
(Xp;Yp) = (13800, 15025)

de forma queel valor inicial de la pendientees

_ 15025 13915

= = ;4933
13800 11550

by

y el valor inicial del nivel

1
8 = 5[(13915 0.4933(11% 1275))+ 1479+ (15025 0,4933(138 1275))] = 1460133

180 ~

160

Altura
°
°
[)
°
°
°

140 A o

120 T T T T !
100 110 120 130 140 150

Edad

Figura 7.2: Altura versusedad para los niros de una escuelaprivada.

Los datosde la tabla 7.2 estan ya ordenadosen funcion de los valoresde x = Edady se
han calculadolos residuosde la recta inicial.

Para ver como van las iteraciones, calcularemoslos primeros ajustesde la pendientey
del nivel
_ 10500 0;5367 _
‘T 13800 11550
1= 0;1519

0;0705

Notemosque ; essustancialmentemenor en magnitud que by, pero todava no es negli-
gible. Dos iteracionesmas nos proporcionan unos valores para los que el proceso puede
parar: 3= 0;0006esmenor queun 1% de la pendienteacumulada.
La recta ajustadaes

y = 1458643+ 0;4285 127.5)

La gura 7.3 representalos residuosde este ajuste. En geneal, el aspecto glolal es bas-
tante satisfactorio. Solo los dos puntos desta@ados, el del niro 13 y el del niro 17, se
se@ran muchoy son at picos. Tambien hay tresresiduosdemasiadonegativos para niros
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Cuadro 7.2: Edad y altura de los niros en los tres gruposy residuosde la recta inicial

Niro Edad Altura Residuo

(meses) (cm)
109 1376 0;7133
113 1478 8;9400
115 1368 3;0467
116 14Q7 0;3600
119 1327 9;1200
120 1454 3;0867

OOk, WDN P

7 121 1350 7,8067
8 124 1330 11,2867
9 126 1485 3,2267
10 129 1483 1,5467
11 130 1475 0;,2533
12 133 1488 0,0733

13 134 1332 16,0200
14 135 1487 1,0133
15 137 1520 1,3000
16 139 1506 1,0867
17 141 1653 12,6267
18 142 1499 3,2667

128



20 4

10 ~

Residuos
o
L
°
°
°
°
°
°

-10 1 [ ]

'20 T T T T 1
100 110 120 130 140 150

Edad

Figura 7.3: Residuosde la altura versusedad, desplesdel ajuste por la recta resisterte.

guetienen alrededor de 120 meses.Si tuvieramos mas informacion, podr amos estudiar
porque estosniros son demasiadoaltos o demasiadobajos para su edad. Por ejemplo,
podr amos se@rar los niros de las niras.

En este ejemplohemosvisto como dos puntos, hasta cierto punto inusuales, han tenido
muy poco efecto, si hantenido alguno,en el ajuste geneal delos datos.Una recta ajustada
por el metado de los m nimos cuadrados corre mucho mas riesgo de dejarsein uenciar
por estospuntos. Para estosdatos la recta de regresion m nimo-cuadratica es

y = 796962+ 0;511%

y = 1448853+(I5113« 1225)

dondeobservamosomo los puntos5; 7; 8 y 17 han torcido la recta. Ademnmas, si el valor de
y delpunto 13 no fuera tan bajo, la recta m nimo-cuadratica podr a ser masempinada.En
todo caso,como la evaluacon del ajuste sehae con losresiduos,la gura 7.4 nos muesta
los residuos m nimo-cuadraticos con la edad. Aunque es bastante similar al anterior,
estegra co nos dala sensacon de una ligera tendenciaa la baja. Es decir, los residuos
m nimo-cuadraticos resultaran mas horizontalessi eliminaramosde ellos una recta con
una pendienteligeramente negativa.

En este ejemplo la variabilidad de los residuosmerece mas atencion que la diferencia
entre las pendientesde la recta de regresion m nimo-cuadratica y la recta resistente.Por
ejemplo, la desviacon estandar de los residuosm nimo-cuadraticos es 6;8188y el error
estandar de la pendientees 0;1621, sobe dosvecesla diferencia entre las pendientes.

As hemosvisto, cualitativamente, como algunosdatos puaden afectar a la recta m nimo-
cuadratica muchomas quela recta resistente.En todo caso, cuandolos datosesian razo-
nablementebien dispuestodas dos| neas son parecidas.

7.1.4. Mejora del metodo de ajuste

Para algunos conjuntos de datos, el procedimierto iterativo explicado para ajustar la
recta resisterie encuerttra di cultades. Los ajustesde la pendierte puedendecrecermuy
lentamente o, desplesde unos pocospasos,dejar de decrecery oscilar ertre dos valores.
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Figura 7.4: Residuosm nimo-cuadraticos versusedad.

Afortunadamene, una modi cacion elimina completamene estosproblemasy permite
gue el numero de iteracionesseamucho mas limitado.

La solucbn propuesta por Johnstoney Velleman (1982) es un procedimieno iterativo
para el calculo de la pendierte que asegurala corvergenciahacia un valor unico.

En el calculo de la pendierte enla j + 1 iteracion tenemos
o g )y I(j)
j+1 Xp X|
y esto sema 0 justamerte cuando el numerador rg) rl(” = 0. Es decir, lo que debemos
hacereshallar el valor de b que proporcionala misma medianaa los residuosdel grupo
deredo y del grupo izquierdo. Mas formalmerte

r()=ro(@ r(o

muestrala dependenciafuncional de by prescindedel numero de la iteracion. Buscamos
el valor de b que hace r(b) = 0. Notemosque certraremos el procesoiterativo enby
dejaremosa para el nal.

Empezaremogspor calcular by comoantesy calcularemos r(kp) y 1 comoya sabemos.
A continuacion calcularemos r(kp + ). Generalmene, r(kp)y r(pb+ ;) tendran
signosopuestos,indicando que el valor deseadade b caeertre by y by = Iy + ;. Si pasalo
contrario, cuando r(by) y r(kp+ 1) tienenel mismosigno,hacefalta seguirlos pasos
desdely y by = by + ; hastaque hallamosun by, tal que r(by) tiene el signocortrario a
r (ko).
En estepunto tenemosun b con r(ky) y un b, con r(b) y sabkemosque r hade
ser O para algun valor b enire Iy y b. (Este hedo y que la solucbon esunica requieren
una demostracon formal que aqu no reproducimos.) As que podemoscortinuar por
interpolacion lineal
bh by

SR YR Y

Cuando r(lp) no estodav a 0 (o su cientemerte cercade cero), hacefalta repetir la
interpolacion con otro paso.Para hacer esto, consideraremosl intervalo que cortiene b
utilizando b, enlugar de b, o de by, el quetenga r con el mismosignoque r(ky). Y
as los pasosnecesarios.
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7.2. Metodos que dividen los datos en grup os

Otras tecnicasanteriores al metodo resisterie de los tres grupos fueron propuestase
involucran la division de los datos en grupos. Algunos de estosmetodos no pretendenser
una alternativa al metodo de los m nimos cuadradosy fueron desarrolladospara ajustar
una recta \cuando ambas variablesestan sujetasa error”.

M etodo de Wald

Wald (1940) propuso dividir los datos en dos grupos de igual tamaro. Idealmerte, los
valoresteoricos X; del primer grupo son menoresque los del segundo.En la practica,
porque los valores de X; son desconeidos, agruparemoslos puntos en basea los x;
obsenados.

Supongamosque n espar y seam = n=2. Entonces, si asumimosque los valoresde x
estan ordenadosen orden creciente, la pendierte propuestaes

(Ym+1 + +Yn) (1t + Ym)
(Xm+1 + + Xn)  (Xp+ + Xm)

by =

SiXm+1 = Xm, €l metodo descartalos puntos con repeticion en el certro.
El punto de intercepcion es
aw =y bwx
dondey y x sonlas mediastotales, de la mismaforma que enla recta m nimo-cuadratica.

M etodo de Nair y Shriv astava

Como una alternativa computacionalmene atractiva respecto al metodo de los m nimos
cuadrados,Nair y Shrivastava (1942) introdujeron el metodo de las mediaspor grupo. Si
ordenamoslas x, podemosconsiderarun primer grupo conn; puntos, un segundogrupo
con np puntos y descartamoslosn n;, np restartes. Los puntos resumende cada
grupo sonlas medias

X - X1+ + Xn. y — y1+ + yn|
\= - "= -
n n
Xp = Xn np +1 + +Xn y _ yn np +1 + +yn
D — D —
Np Np

y la pendierte y el punto de intercepcion resultan de la recta que pasapor (X,;y;) Y

(Xo:Yp) y y
_ Yo I
bvs = va—

ans = Y1 bysXi =yp  busXo
Para formar los grupos se puedetomar n, = np comoel entero mas proximo a n=3.

M etodo de Bartlett

Bartlett (1949) modi c o los dos metodos anteriores con la propuesta

h?, — yD y|
XD X
ag =Yy hsX
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de forma que la recta pasapor el punto (X;y).

Recta de Brown-Mo od

La propuestade Brown y Mood (1951) esun metodo difererte que utiliza la medianade
dos grupos. La pendiente bz y el punto de intercepcion agy secalculande forma que
la medianade los residuosen cadauno de los dos grupos seacero:

medbanaf Yi agm bsmXig=0
Xi X
meS'“La”af Yi asm bsmxig=0

X
La inclusion de la medianaMy en el primer grupo esarbitraria: el objetivo esque los dos
grupos seanmuy parecidosen su tamaro.

Para hallar los valoresefectivos seproponeun metodo iterativ o similar al de las secciones
anteriores.

7.3. Metodos que ofrecen resistencia

En la seccon anterior hemosvisto que la recta resisterte de los tres grupos no fue la
primera alternativa a la de los m nimos cuadrados.Incluso la ultima de las rectas pro-
puestas, la recta de Brown-Mood, ofrece tambien resistencia. Ahora acabaremosesta
breve descripcion de tecnicascon algunasque proporcionancomom nimo un cierto grado
de resistencia.Pero primero debemosde nir una medidade resistencia.

Unadelasatractivascaractersticasdela rectaresistene delostres gruposessuhabilidad
paratolerar puntos\salvajes", esdecir, puntos quesoninusualesensuvalor x o ensuvalor
y 0 enambos. Para medir estaresistenciaaplicaremosel conceptode colapso(breakdowr)
introducido por Hampel (1971).

De nici on 7.3.1

El punto de colapso(breakdownbound) de un procedimiento para ajustar una recta a n
parejas de datosy-versusx esla proporcion k=n, dondek esel mayor numero de puntos
gue pualen ser reemplazadosarbitrariamente mientras dejen la pendientey el punto de
intercepcion delimitados.

En la practica, podemos pensar en erviar puntos al in nito al azar o en direcciones
problematicas hastaquela pendierie y el punto de intercepcion no lo puedantolerar mas

y secolapsenyendotambien ellos hacia el in nito. Nos pregurtamos cuan grande debe

seruna parte de los datos para que un canbio drastico no afectede forma considerable
la recta ajustada.

Esta claro que la recta m nimo-cuadratica tiene punto de colapsocero.

Dado que la recta resisterie de los tres grupos usa la medianadertro de cada grupo,

hallaremossu punto de colapsoen 1=3 vecesel punto de colapsode la medianade una
muestra ordinaria. La medianaesel valor certral, entoncessu punto de colapsoes1=2,

de maneraque el punto de colapsode la recta resisterte es1=6. A pesarde las diversas
posibilidadesde construccon de los tres gruposy el hedo quelos puntos salvajes pueden
estarrepartidos enlos tres grupos, la ideaesque 1=6 eslo mejor que podemosgarartizar

en la mas desfavorable de las circunstancias.
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Residuos m nimo-absolutos

Minimizar la sumade losresiduosenvalor absolutotiene una historia casitan larga como
la del metodo de los m nimos cuadrados.Para ajustar una recta hacefalta hallar by o y

av A que minimicen
hd

i aua buaXi
i=1
Al cortrario que para los m nimos cuadrados,no hay una formula para calcular by o ¥
av a. De hedo, la pendiente y el punto de intercepcion puedenno serunicos.

Como la medianaesla medida que minimiza

hacefalta esperar que este procedimierio tenga un alto punto de colapso.Desgraciada
merte, estecolapsoes0. La sumaque seminimiza involucratanto los valoresx; comolos
Yi Y as esposible pensaren un punto (Xj;y;) quetome el cortrol de la recta.

Mediana de las pendientes por parejas

Otra forma de aplicar la medianaal ajuste de unarecta consisteen determinar, para cada
pareja de puntos, la pendierte y entoncescalcular la medianade estaspendiertes. Con
mas cuidado, supongamosque los x; sontodosdiferertes, de nimos

Y Y Co
b — 1 i< n

guesonn(n 1)=2 valores.La pendierte ajustada es
br = Medfb; g

Este metodo esuna propuestade Theil (1950), mejoradapor Sen(1968), para manejar
las repeticionesde los x;.

Para deducir el punto de colapso,supongamosque exactamerte k de los n puntos son
salajes. Entoncesel numero de pendiernes sahajes es

k(k 1

+k(n k)

Si este numero es su cientemerte grande, by quedaml descomrolada. Para valores de
n grandes,podemosmultiplicar el numero de pendiertes n(n  1)=2 por 1=2, el punto
de colapsode la mediana,y igualar con la expreson anterior. Si resol\emosla ecuacon
planteadaparak, obtenemosun valor de k=n aproximadamerte de 0;29. Esto quieredecir
gue el punto de colapsode by es0;29.

Recta con medianas rep etidas

Para conseguirun alto punto de colapso,Siegel(1982) ideo el metodo de las medianas
repetidas.
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Empezamoscon las pendiertes por parejasdel metodo anterior, pero ahora tomaremos
las medianasen dos pasos,primero en cadapunto y despilespara todos

bur = Medf Medf b gg
i j8i

En el primer pasosetoma la medianade las pendietesden 1 rectasque pasanpor el
punto (Xi;y;) Yy en el segundopasosetoma la medianade estasn pendiertes.

Para el punto de intercepcion calcularemosa; = y; by rX; y enonces
avr = Medfag
|

Siegelprobo que el punto de colapsode la recta con medianasrepetidas esesencialmete
1=2.

7.3.1. Discusion

Ahora gue tenemosdiversosmetodos con diferentes puntos de colapso,>mmo podemos
elegiruno?

Una consideraobn es el grado de resistenciaque una particular aplicacion pide. Otro
asurto esla precison relativa de las pendiertes estimadas,especialmere en muestras
pequeyas. Tambien es eviderte que el tiempo de computacon esotro de los factoresa
tener en cuerta.

Finalmente, podemosdecir que la recta resisterte de los tres grupostiene un comporta-
miento su cientemerte buenoen los tres aspectosconsideradosy, por ello, esel metodo
resisterte que hemosdestacado.
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Cap tulo 8

Regresion lineal multiple

8.1. EIl modelo

De forma analoga al casode la regreson lineal simple, podemosconsiderarel modelo
lineal entre una variable aleatoria respuestaY y un grupo de k variables no aleatorias

multiple sede ne como

Yi= ot 1Xiit o+ Xkt i=1::55n (8.1)

consabidashipotesisde Gauss-Marlov sobrelos errores.
En notacion matricial, el modelo seescrike

Y =X +
dondeY = (y1;::5;v0)% = (o) 1000 W% = (4::; o)y lamatriz de disero es
1 X171 @0 Xk
X:%,l x-21 . X-2k§
i x;11 i x,;k

Sesuponeadenmasquerg(X) = k+ 1= m coincidecon el numero de parametros.
Setrata de calcular el ajuste MC a un hiperplanok dimensional,donde ( esel punto de

interseccon del hiperplanocon el ejey cuandox; = x, = = xx = 0.
Las ecuacionesiormalessonXX = X% donde
0 p P P 1
N p X1 p Xz I p Xk 0 Py- 1
X7 pXiXiz 1 p XinXi P X'lly'
XX = X%, i Xi2Xik XOy = % A '§
. : p -
P X2 Xik Yi
y cuya solucon sonlas estimaciones’o; "1;:::; "k, sin ningun problemade estimabilidad

ya que el modelo esde rango maximo. Ademas, estasestimacionesson insesgaday de
varianzam nima.
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Las prediccionesde los valoresde Y dadaslas obsenacionesde las variablesregresoras

¥ = xb=py

esdecir
= o+ "xin+t o+ Nex i=Liin (8.2)

Tambien podemosconsiderarel modelo con las variablesregresorascertradas

0 1
Y = (1;2)%f§+
k

dondelas columnasde Z tienen mediacero, esdecir, ;) = X4y X;10
Zj = Xj X i=L:on j=1Lonk
. . P ) .
Este modelo esequivalerte al anterior con = g+ i Xj j, perosu estimacbn esmas

sencillaporque
. . 1 _ 1=n 0
yaqueZ% = 0.
Entonces
A=y (M N%= (2%) ZYy 1)

s Sy _ 1 . .
s= =n XY 1y;2)AY 1y;2)
Syx Sxx

resulta
N

("1 70)%= S,lSy

Por todo ello, si consideramodas mediasde los datos

X X '
y=(@1=n yvi x5 =(1=n) X j= Lk

8.2 seexpresatambien en la forma

$oy= " x)+ o+ e xk)

cuandox; aumerta en una unidad manteniendoseconstartes el resto de variablesregre-
soras.A vecesse les llama coe cientes de regreson parcial porque re ejan el efectode
una variable regresoradada la presenciadel resto que permanececonstarte.

Los residuosde la regreson son
e=Y ¥=0 P)Y

gueveri can las propiedadesjue sehan explicadopara la regreson simpleenla pagina94
(ver ejercicio6.4).

136



8.2. Medidas de ajuste

Como en la regreson simple, la evaluacion del ajuste del hiperplano de regreson a los
datos se puedehacercon la varianza residualo estimacon MC de 2.

La sumade cuadradosresidual es
X
SCR= eoe = (y, /\0 A]_Xi]_ AkXik)z =Y OY Y OX N

guetienen m gradosdelibertad. As, la estimacbn certrada de la varianza del disero
esel llamado error cuadratico medio

A2= SCR=(n m)= ECM

Su raz cuadrada”, que tiene las mismasunidadesque Y, es el error estandar de la
regresion multiple. Tambienaqu, la varianzaresidualy el error estandar dependende las
unidadesde la variable respuestay no son utiles para comparar diversasregresiones.

En primer lugar, vamos a introducir el coe ciente de correlacion multiple de Y sobre

sorasno son aleatorias. El coe ciente sede ne como la correlacbn muestral ertre Y e

¢ "y pe Y
_ ] - p Vi % i Y
Al G A A G

P
yaque(l=n) % =y.
El coe ciente de correlacon multiple ry, verica O ryx 1y esunabuenamedidadel
ajuste de Y al modeloX , pues

e =15) kY Pk=0

El siguierte teorema, identico al teorema6.2.1, justi ca la de nicion del coe ciente de
determinacon comomedida de ajuste.

Teorema 8.2.1

Las sumasde cuadradosasaiadasa la regreson multiple veri can:

P P P
@M (v F)y)z= i )+ (¢ y)?
p (B )2

(yi y)?
(i) SCR=" (y $)7=( r2)s,

Demostiacion:

La descommsicion en sumade cuadrados(i) sejustica de la misma forma que se ha
visto en el teorema6.2.1. Tambien se puedever el ejercicio5.8.

El hedo fundamenal esla ortogonalidad
Y ¥©)=0

pueselvectore= Y Y =Y XDbesortogonala = hXi, mientras que® = xb 2
(ver teoremaZ2.4.2y suinterpretacion geonetrica).

(i) rgx =
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Luego
X

i N vy i %+¥% y)(?k y)

i W® V+E % y)?
@ y)?

puesto que el primer sumandoesnulo. Teniendoen cuerta la de nicion de ry,, esfacil
deducir (ii).

Finalmente, combinando (i) y (i) obtenemos(iii).

Comoen 6.7, la descompsicion (i) del teoremaanterior justi ca la de nicion del coe -
cierte de determinacbn

_VE_, SCR
COVT S,

Tambien aqu, estamedidadel ajuste verica 0 R? 1y coincidecon el cuadradodel
coe ciente de correlacon multiple

R2

1 r2)s,
2 _ ( yX — 2
RE=1 ——gm— =1
Sin embargo, el coe ciente de correlacon multiple ry, esuna medida de la asaiacion
lineal ertre la variable respuestaY vy las regresorasx = (Xy;:::;Xx) que, en estecaso,es

cornvencional.

Como R? esla proporcion de variabilidad explicada por las variablesregresorasyesulta
quesiR?t 1, entoncesla mayor parte dela variabilidad esexplicadapor dichasvariables.
Pero R? esla proporcion de la variabilidad total explicadapor el modelo con todas las
variablesfrente al modeloy = , demaneraqueun R? alto muestraque el modelomejora
elmodelonulo y por tanto solo tiene sertido compararcoe cientes de determinacion ernre
modelosanidados(casosparticulares).

Ademas un valor grandede R? no necesariamete implica que el modelo lineal esbueno.
El coe ciente R? no mide si el modelo lineal esapropiado. Es posible que un modelo con
un valor alto de R? proporcione estimacionesy prediccionespobres, poco precisas.El

analisis de los residuosesimprescindible.

Tampoco esta claro lo que signi ca un valor \grande", ya que problemasen diversas
ciencias(f sica, ingeniera, scciologa,...) tienen razonablemete criterios diferertes.

Por otra parte, cuandosearadenvariablesregresorasR? crece,pero esono signi ca que
el nuevo modelo seasuperior:

SCR, SCR
Rﬁuevo =1 % R2 =1 ? ) SCRnuevo SCR
pero esposible que
_ SCRuuevo _ SCR
ECMnuevo - m ECM - n m

luego, en estasituacion, el nuevo modelo sera peor. As, comoR? creceal aradir nuevas
variables regresoras,se corre el peligro de sobregustar el modelo aradiendo terminos
innecesariosEl coe ciente de determinacon ajustado penalizaesto.
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De nici on 8.2.1

Una meadida del ajuste de la regresion multiple a los datosesel coe ciente de determina-
cion o proporcion de variabilidad expliada

_ VE _ 1 SCR

VT S,

Sin emlargo, para corregir el peligro de sobeajuste se de ne el coe ciente de determina-
cion ajustado como

R2

SCR=(n m)_1 n 1
S=n 1) n m

CuandoR? y R? sonmuy distintos, el modelo ha sido sobregustado y debemoseliminar
variableso terminos.

R2=1

1 R?

8.3. Inferencia sobre los coe cien tes de regresion

Cuando asumimosla hipotesis de normalidad sobre la distribucion de los errores
N,(0; ?2I), sededucela normalidad de la variable respuesta

Y No(X ; 2)

lo quenospermite utilizar lasdistribucionesascaciadasa los estimadoresde los parametros
gue hemosestudiado.
En el captulo de corntraste de hipotesisse ha visto de varias formas (ver 5.10) que para
una funcion parametrica estimable a®
a®  a°
("2 aqIXX) a)t=

tnr

En nuestro caso,todaslas funcionesparametricas son estimablesya quer = k+ 1= m.
De modo que el estimador " veri ca

AN

N I N 8.3
pEC—MC” nm (8.3)

dondeg; eselj-esimoelemerto de la diagonalde (X%X) 1y A2 = SCR(n m) = ECM.

En consecuencialos intervalos de con anza de los coe cientes de regreson ; con un
nivel de con anza 100(1 ) % son

AN

i thom( ) eg)

P
dondeee(j) = ECMg;.

En cuanto alosintervalosde con anza para la respuestamediao los intervalosde predic-
cion para una respuestaconcreta,su deduccon essimilar al casode la regreson simple.

regresorasel intervalo decon anzaconnivel 100(1 ) % parala respuestamediaE[Y jx ]
esta certrado en su estimacbn 9, = x3P

%o thm( ) (ECMxg(XX) *xo)*™
yaqueE(fo) = x5 = E[Yjxo] y var(o) = *x§(XX) *Xo.
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Extrap olacion oculta

En la estimacbn de la respuestamedia o la prediccion de nuevasrespuestasen un punto

en cuerta el producto cartesianode los recorridos de las variables regresoras,es facil
considerarla prediccion para un punto que puedeestarfuerade la nube de puntos conla
gue hemoscalculadola regreson. Para evitar esteproblemadeberemoscerirnos al menor
conjunto corvexo que cortiene los n puntos originalesy que recibe el nombre de casco
(hull) de las variablesregresoragver gura 8.1).

Figura 8.1: Conjunto corvexo para los puntos de dos variablesregresoras

Siconsideramogoselemerios h;; dela diagonaldela matriz proyecconP = X (X %) X

XAXX) X hmax

esun elipsoideque cortiene al casco.No es el menor elipsoide, pero es el mas facil de
calcular.

As pues, para evitar en lo posible la extrapolacion, podemoscomprobar en el punto

Xg(X%X) X < Nmax

Contraste de signi caci on de la regresion
La hipotesisde mayor interesesla a rmacion de que Y esindependierte de las variables

Ho: 1= 2= = =0 (8.4)

El Analisisdela Varianzadelteoremab.3.1sepuedeaplicar al cortraste dela signi cacion
conjunta de los coe cientes de regreson puestoque setrata de una hipotesiscortrastable
deltipoHy: A = 0,donde

0 1
010 :::0
001::0
A=%__ § rangoA = k
000 1



Si Hy escierta, al igual que en 6.9, la estimacbn del unico parametro que quedaen el
N .
modeloes gy = y Yy la sumade cuadradosresidual es

X

SCRi= (v =S

guetienen 1 gradosde libertad.
La descommsicion en sumade cuadradoses

S, = SCR+ (SCRy SCR)

esdecir X

X X
(yi i W+ @ y)?

La tabla siguierte recogeesta descompmsicion y realiza el cortraste de la hipotesis.La
hipotesisseredhazasi F > Fy.n « 1( ).

y)? =

Fuente de | gradosde sumade cuadrados

variacion | libertad cuadrados medios F
Regreson k SCk = SCR; SCR CMg CMRr=ECM
Error n k 1 SCR ECM

Total n 1 S

Cuadro8.1: Tabladelanalisisdela varianzapara cortrastar la signi cacion dela regreson
multiple

Teniendoen cuerta las formulas del teorema8.2.1
SCRy SCR=T1}S,

y deducimosuna expreson equivalerte al estadstico F

- ek n k 1
1 rg k
gue tambien sepresena en forma de tabla.
Fuente de | Gradosde | Sumade F
variacion libertad cuadrados
. 5 rec nok o1
Regreson k Mox Sy 1 2 K
yX

Residuo | n k 1[(1 ri)S
Total n 1 S

Cuadro 8.2: Tabla del analisis de la varianza en regreson multiple

Del mismomodo queenla seccon 6.51a hipotesis8.4 equivale a a rmar queel coe ciente
de correlacbn multiple poblacional esceroy seresuele con el cortraste asaiado a la

tabla anterior.
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Signi caci on parcial

El cortraste de signi cacion de un coe ciente de regreson particular Hy : j = 0, para
unj jo, seresuele con el estadstico 8.3y la region cr tica

N

j
(ECM G, )™= >ty ok 1( ) (8.5)
dondeg; eselj-esimoelemerto de la diagonalde (X °X) *.

Aceptar estahipotesissigni ca quela variable regresorax; sepuedeeliminar del modelo.
Sin embargo, esprecisoactuar con cuidadoya que setrata de un cortraste parcial porque
el coe ciente ’\, dependedetodaslasotras variablesregresoras; (i 6 j). Esun cortraste
de la cortribucion de x; dadala presenciade las otras variablesregresorasen el modelo.

De forma general podemos estudiar la cortribucion al modelo de un subconjunto de
las variablesregresorasEsto se puedehacer mediarte la descompsicon de la sumade
cuadradosasciada a un cortraste de modelos.

Consideremo<l modelo lineal completo, dividido en dos grupos de variablesregresoras,

Y=X + = X; X, !+
2

dondeX;esn (m p)yX,esn p.

Para este modelo, la estimacon de los parametroses P = (X%) X% vy la sumade
cuadradosde la regreson es

SGk( )= SCRy SCR=Y% (Y% b'%oy)=b%0

conm gradosde libertad. Esto esas porque la hipotesisconsideradaesHy: = 0,
bajo estahipotesis,SCRy = Y % .

Para hallar la cortribucion de losterminosde , enla regreson, podemosconsiderarla
hipotesisHy : , = 0 que esequivalerte al modeloreducidoY = X; ;+ . Bajo esta
hipotesis,la estimacbn de los parametroses bl = (X9X1) X% yla sumade cuadrados
de la regreson

0
SCr( ,) = PyXxJ¥
conm p gradosde libertad.

Luegola sumade cuadradosde la regreson debidaa ,, dadoque ; estayaenelmodelo,
es

SGR( 5 1)=SG( ) S&( ,)
conm (m p) = pgradosde libertad.

ComoSCg( ,j ;) esindependierie de SCR,la hipotesisH, : , = 0 sepuedecortrastar
con el estadstico )
SG( , 1)=p

ECM Fon m
gue se puedellamar una F parcial, puesmide la cortribucion de X , considerandoque
X1 esta en el modelo.
Por ejemplo, la sumade cuadradosde la regreson SCx( jj o; 1;::%5 j 1) j+#15::5 «
paral | Kk eselcrecimierto enla sumade cuadradosdebido a aradir X; al modelo
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gue ya cortiene todas las otras variables, como si fuera la ultima variable aradida al
modelo. El cortraste esequivalerte al cortraste 8.5.

Estos corntrastes F parcialesjueganun papel muy importante en la busquedadel mejor
conjunto de variables regresorasa utilizar en un modelo. Por ejemplo, en el modelo
parabolicoY = o+ 1x+ -x?>+ estaremosinteresadosen SCz( 1j o) Yy luego en
SCR( 2J o; 1) queesla cortribucion cuadratica al modelo lineal simple.

EnelmodeloY = o+ X3+ 2Xo+ 3x3+ , ladescommsicion en sumade cuadrados
es

Sy = SG( 1; 2; 3 o)+ SCR
pero

SCGr( 1; 25 3 0)=SCr( 1] 0)*+ SGR( 2 0; 1)+ SC( 3] o5 1, 2)
= SGR( 2J o)+ SGr( 1) 0 2)+ SG( 3 o7 17 2)

Sinembargo, hay queir concuidadoporqueestemetodo no siempreproduceuna particion
de la sumade cuadradosde la regreson y, por ejemplo,

SCr( 1; 25 3] 0)86 SCr( 1 25 3 o)+ SGR( 2) 15 35 o)+ SC( 3] 15 25 0)

Un resultado interesane setiene cuandolas columnasde X; y X, son ortogonales,ya
que ertonces

SGr( 2 1) = SG( )  SG( 4 2) = S&( 1)
Region de con anza vy interv alos simult aneos

Del mismo modo que hemosexplicadoen 6.3.6, en regreson multiple la region con una
con anza conjunta del 100(1 )% es

CEEBLCICIE
mECM

Fon m( )

Los intervalos simultaneospara los coe cientes de la regreson sondel tip o
N /\
j ee(;)

para un conjunto de s coe cientes ertre losk + 1. Por ejemplo, el metodo de Sce e pro-
porcionalos intervalos simultaneos

" (SFsn k 1( N2 ee()

son
%o (ECM xg (XX) x¢)'™

donde = (SFsn « 1( ))¥™ por el metodo de Sche e.
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8.4. Coecien tes de regresion estandarizados

Es dif cil compararcoe cientes de regreson porquela magnitud de ’\, re eja lasunidades
de medidade la variable regresora.Por ejemplo, en el modelo

Y = 5+ x; + 100X,

donde x; se mide en litros y x, en mililitros, aunque ", = 1000 es mucho mayor que
" = 1, el efectosobreY esel mismo.

Generalmete, las unidadesde los coe cientes de regreson son

unidadesY

unidades” =
' unidadesx;

Por todo ello, frecuertemerte esde gran ayuda trabajar convariablesestandarizadasjue
producen coe cientes de regreson sin dimensbn. Basicamerte hay dostecnicas:

Esala normal unidad

Xi X _
Zij_ IJSJJ |:1,,n,J:1,,k
VR
y.: |:1;...;n
| sy
donde
_1X‘| 5 _ 1 )@ ) , 1 Xq ,
NER o §Eg x0T g U Y)
i=1 i=1 i1
El modelo es

dondelasvariablesregresoray la variable respuestaienen mediaceroy varianzamuestral

Wij _ |JSl=21 |:1,,n,J :1,,k
_ [
donde
xn , Xn ,
S= X X) S= & vy
i=1 i=1
El modelo es
Yo = biwig + bwio + + bewi + i=1:::;n

dondelas variablesregresorasy la variable respuestatienen media ceroy longitud

Y
PX”

(Wi wj)?=1
i=1
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y la estimacbn de los parametrosesB = (W W) 1w o ©.
Pero en estemodelo tenemos
0 1
1 rop i ro
r 1 ::or
WO\N:RXX:%?1 . 2k§
i e o0 1

dondeR, esla matriz de correlacionesde las variablesregresorasya que

2:1 (Xsi Xi)(xsj Xj )

e (Si§)*

Tambien podemosconsiderarque W % © = Ry, esel vector de correlacionegle las varia-
blesregresorascon la variable respuesta.Tambien aqu el termino correlacbn escorven-
cional.

En todo caso,como

z%
z%

(n DWW
(n WP

De nici on 8.4.1

Sellaman coe cientes de regreson estandarizadodos que se obtienencomo solucion del
sistemade ecuaciones
b +rph+ +ryb = ryy
rof+ b + + rad = 1y

Nab+ rice+  + b = ryy

esdecir

RXX b = ny
donde R, esla matriz de coe cientes de correlacion entre las variables regresoas y
Ryy = (ray;:::;rky)?el vector columnacon los coe cientes de correlacion entre las varia-

blesregresomasy la respuesta.

Los coe cientes de regreson ordinarios sededucende las ecuaciones

Ademas, el coe ciente de determinacbn es

R2=r2, =By + Borpy + + fkrygy
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Algunos paquetesestadsticos calculan ambos conjuntos de coe cientes de regreson. En
algun caso,a los coe cientes de regreson estandarizadodesllaman \b eta coe cientes"” lo
gue para nosotrosesconfuso.

Finalmente seralaremosque debemoscuidar las interpretacionespuestoquelos coe cien-
tes estandarizadogodav a sonparciales,esdecir, miden el efectode x; dadala presencia
de las otras variablesregresorasTambien fj esia afectadopor el recorrido de los valores
delasvariablesregresorasgde modo que espeligrosoutilizar fq para medir la importancia
relativa de la variable regresorax; .

Ejemplo 8.4.1

En un estudio sobe la incidencia que puede tener sobe el rendimiento en lenguajeY,
la comprension lectora x; y la capacidad intelectual x,, se obtuvielon datos sobe 10
estudiantestomadosal azar de un curso de basia (ver tabla 8.3).

Y X1 Xo
3 1 3
2 1 4
4 3 7
9 7 9
6 8 7
7 7 6
2 4 5
6 6 8
5 6 5
8 9 7

Cuadro 8.3: Tabla de datos del rendimierto en lenguge

La matriz de correlaciones,las medias y las desviacioned picas son:

X1 X2 Y
Xy 1 06973 08491 x;=052 s =282
X2 1 0;7814 x,=61 s,= 1,86
Y 1 y=52 s,= 244

Empezaemosplanteando el sistema

by + 0;6973 b, = 0;8491

0;6973 b, + b, = 0;7814
cuya solucion es

B =0592 B = 0368

Entonces
N

=B Y =0512 =B = 0485
S1 S2

0=y "ixa Toxa= 0424
La ecuacion de regresion es

y= 0424+ 0,512, + 0;485«;
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El coe ciente de determinacion es
R?=r2 =B 0849+ B, 0781= 0,791

y puale armarse que hay una buenarelacion entre el rendimiento en lenguajey la
comprension lectora y la capacidad intelectual.

Finalmente, para decidir sobe la hipotesisHy: ;= , = 0 calcularemos

rek 10 3
3 1

F = = 1322

1 rg
con 2y 7 gradosde libertad. As H, puale serrechazada.esdecir, la relacion anterior es
signi c ativa.

8.5. Multicolinealidad

Cuandola matriz X no esde rango maximo, sabkemosque X % essingulary no podemos
calcularsuinversa.Yasabemosquela solucion puedeserla utilizacion dealgunag-inversa,
aungueello implica que la solucion de las ecuacionesiormalesno esunica. En el casode
la regreson multiple esdif cil, aunqueno imposible,que alguna columnasealinealmerte
dependierte de las demas. Si ocurriera esto dir amos que existe colinealidad ertre las
columnasde X. Sin embargo, el termino colinealidad o multicolinealidad se re ere al
caso,mucho mas frecuerte, de que la dependenciaenre las columnasno esexactasino
aproximada, es decir, a la quasi-degndencialineal ertre las variables regresoras.Esto
puedeprovocar problemasde computacion de los parametrosy enel calculodela precison
de los mismos(ver ApendiceA.4).

Entre las multiples formasde deteccon de la multicolinealidad vamosa destacarel calculo
delosfactoresdein aci on dela varianza.Nosotroshemosvisto quela matriz devarianzas-
covarianzasde los estimadoresde los parametrosde un modelo lineal es

var(P) = ?(x%) 1

Si consideramosel modelo de regreson estandarizadopor la escalade longitud unidad,
la matriz de varianzas-cwoarianzasde los coe cientes de regreson estandarizadoses

var(B) = ~*R !

donde ~? esla varianzadel error del modelo transformado. En particular, la varianzade
uno de los coe cientes es

Var(ﬁ) = ~2[R xxl]jj
donde[R,];; eselj-esimoelemertto de la diagonal de la matriz. Estas varianzaspue-
den estar \in adas" a causade la multicolinealidad que puedeser eviderte a partir de

la obsenacion de los elemernios no nulos fuera de la diagonal de R,y , esdecir, de las
correlacionessimplesertre las variablesregresoras.

De nici on 8.5.1

Los elementosde la diagonalde la matriz R,,! sellaman FIV o factoresde in aci on de
la varianzaya que
var(§) = ~2FIV;
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Sedemuestraque
FIV;=(1 RH)*

donde Rj2 esel coe ciente de determinacion multiple dela variable regresorax; contodas
las demas variablesregresoras.

El factor de in aci on de la varianza FIV; = 1 cuandoR? = 0, esdecir, cuandox; no

dependelinealmerte del resto de las variables. Cuando R? 6 0, ertoncesFIV; > 1y si

Rj2 1, ertoncesFIV; esgrande. As pues, el factor de in aci on de la varianza mide

el incremerio que se produce en la varianza de los estimadoresde los coe cientes de

regreson al comparardicha varianzacon la que deber an tener si las variablesregresoras
fuesenincorrelacionadas.

Cuando FIV; > 10 tenemosun grave problema de multicolinealidad. Algunos autores
pre eren calcular la mediade los FIV; y alertar sobrela multicolinealidad cuandodicha
media supera el numero 10.

Una de las posiblessolucionedras la deteccon de multicolinealidad esla estimacbn por
la regreson ridge (ver 4.3.1).

Ejemplo 85.1
Con los datosdel ejemplo8.4.1, la matriz de correlacionesR 4 Yy Su inversa son

1;,0000 0;6973 R 1= 1,9465 1,3574

Ru = 06973 1:0000 xx 1:3574  1:9465

y losfactoresdein aci on dela varianzasonFIV ; = 1;,9465FIV , = 1,9465 quecoinciden
naturalmente cuandok = 2.

8.6. Regresion polin omica

Supongamosque una variable aleatoria Y seajusta a una variable de cortrol x segin un
modelo polinomico de gradom
Yi= ot Xt oXPt+ 4 px+ (8.6)

Obsenemosquesetrata deun modeloderegreson lineal multiple deY sobrelasvariables

X1 = X;Xp = X%:11; Xy = X™. Para una regreson polinomica de grado m, la matriz de
diserno es 0 , 1
. m
1 X1 x% DXy
1 Xp X5 i1 XJ
2 e m
1 x, X5 i1 X{

Estos modelos se pueden aplicar cuando el analista sabe que efectoscurvil neos estan
presertes en la funcion respuesta.Tambien se pueden utilizar como aproximacionesa
desconaidas, y posiblemene muy complejas,relacionesno lineales.As, los polinomios
sepuedenconsiderarlos desarrollosde Taylor de la funcion desconaida.

La regreson polinomicasejusti ca por el teoremade Weierstrass,el cual dice que toda
funcion continua f (x) sepuedeaproximar por un polinomio P, (x) de gradom adecuado.
Sepuedeprobar estapropiedad desdeel punto de vista probabil stico:
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Seaf (x) una funcion cortinua en el intervalo (0; 1) y consideremos

X
P.(x) =  f(k=nmx&@ x)" K
k=0

llamados polinomios de Bernstein. Entonces P,(x) corvergea f (x) cuandon ! 1,
uniformemerte en x.

Comoen cualquiermodelolineal, la estimacbn de los parametrosde regreson sehacecon
las ecuacioneshormales. Sin embargo, hay varios problemasesyecialesque se presettan
en estecaso.

1) Es muy importante que el orden del polinomio seatan bajo como seaposible.
Para utilizar polinomio de grado m > 2 sedebe justi car con razonesexternasa
los datos. Existen transformacionesde las variables, en particular de la respuesta,
gue hacenque el modelo seade primer orden. Un modelo de orden bajo con una
variable transformadaescasisiemprepreferible a un modelo de orden superior con
la metrica original. Setrata de mantener el principio de parsimoniao simplicidad
de los modelos.

2) Hay varias estrategiaspara elegir el grado del polinomio.

Selecion hacia adelante (forward seletion): Setrata de ir ajustando modelosen
ordencreciene hastaqueeltest t para el termino de mayor ordenesno signi cativ o
( =01).

Selecion hacia atras (backwad seletion): Setrata de ajustar un modelo de alto
ordene ir eliminando terminossi no sonsigni cativosparael testt ( = 0;1).

Ambos metodos no necesariamete conducenal mismo modelo. En todo caso,hay
gue recordar el consejoanterior y tratar con modelosde orden doso muy bajo.

3) Debemosser muy cuidadososcon la extrapolacion (ver pagina 140), ya que las
consecuenciapuedenserruinosas.

4) Cuando el orden del polinomio esalto, la matriz X % esta mal condicionada(ver
apendiceA.4 y seccon 8.5). Esto provoca problemasgraves para el calculo de los
coe cientes de regreson y de cienciasen la precison de los mismos.En Seler [69
pag.214seve un ejemploenel quevariacionesdel ordende 10 ° en X% producen
variacionesdel orden de 3 en los elemertos de P.

De hedo, los modelosde regreson polinomicosestan notablemerte mal condicio-
nadoscuandoel gradoesmayor que 5 o 6, particularmente si los valoresde x estan
igualmerte espaciados.

5) Si los valores de x tienen un recorrido muy estredo, esto puede conducir a la
multicolinealidad ertre las columnasde X . Por ejemplo, si x vara ertre 1y 2, x2
var a ertre 1y 4, lo que puedeprovocar una fuerte dependenciaerre los datos de
Xy X2.

Para reducir el efectono esencialde la mala condicion de los modelosde regreson po-
linomicossedeben certrar las variablesregresorasAdemas sepuedenutilizar polinomios
de Tchebychev o, mejor, polinomios ortogonales.
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La utilizacion de polinomios de Tchebychev consisteen considerarel modelo
Yi= oTo(Xi)+ 1Ti(xi)+ + mTm(Xi)+

donde T;(x) esun polinomio de Tchebychev de grado j. Estos polinomios se generan
mediarte la relacion de recurrencia

Tj +1 (X) = 2XTJ (X) Tj 1(X)

Tomandoinicialmente
To(x) =1 Ti(x) = X

seobtienen

Tax) = 2x* 1
Ts(x) = 4x3  3x
Ta(x) = 8* 8%+ 1

El campo de variacion de x debe \normalizarse" adecuadamete ertre 1y 1 mediarte
un cambio de variable. Esto sehaceen favor de la estabilidad numerica.

Los polinomiosde Tchebychev tienen propiedadesmuy interesaries que sugierenque, pa-
ra valoresde x razonablemete espaciadosla matriz del modelo X tiene columnasqueson
aproximadamerte ortogonales,de forma que la matriz X% tiene los elemertos de fuera
de la diagonal bastarte pequetosy generalmete esta bien condicionada.As pues,un
procedimiernio de calculo de regreson polinomica consisteen usar polinomiosde Tcheby-
chev junto con un metodo de descommsicion ortogonal de la matriz de disero, como el
algoritmo QR.

8.6.1. Polinomios ortogonales

El replanteamierto del modelo 8.6 mediarte polinomiosortogonalespermite una solucion
sencillade los problemasnumericosmencionados.

Consideremosahora el modelo
Vi= o oXi)+ 1 a(xi)+ o+ o m(Xi)+ (8.7)

donde ;(x;) esun polinomio degradoj enx; (j = 0;1;:::;m). Supongamosque los m
polinomios son ortogonales,esdecir,

j(xi) jo(x)=0 8 6j° (8.8)
i=1
El modelo lineal esertonces
Y=X +
donde 0 1
oX1)  1(X1) i m(X1)
% = o(x2) 1(Xx2) it m(X2)
oOn)  1(n) 1 m(Xe)
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Entonces,debido a la ortogonalidad, tenemosque

0P | 1
§(xi) p O i 0
20p = %} 0 2(xi) i 0 g
5 o P
< (xi)
y la solucbn de las ecuacionesiormaleses
P
A= P jgxi)yi = 0Lm
i (Xi)

lo que escierto paratoda m. La estructura ortogonal de X implica que el estimadorMC
de ; (j ~m) esindependierte del gradom del polinomio, lo que esuna propiedad muy
deseable.

Como ((x) esun polinomio de grado cero, si tomamos o(x) = 1 tendremos”y = y.

La sumade cuadradosresidual eserntonces
X , X X , ,
SCRM)= (i V) ( CO)E (8.9)

carntidad que indicaremospor Q(m).

En efecto:
xn

%= i (X)) siendo  y=o(Xi)"
j=0
Aplicando (i) de 8.2.1tenemos

X X X
SCRmM)= (v ®W*= i Yy - y)?

siendoahora
X

2 X X 2
@ v = &x)Y)
i i j=1
Por otra parte
, X X
(  jx)Ny)°= P(X)N jo(xi) o
j=1 ioie
y sumandorespecto dei tenemos,considerando3.8,

X X X X
| % y)? = | ’\j"jO(_ i (i) jo(xi))

jO

j
xn

2 X 2
N ( £(xi))
lo que denmuestra 8.9.

Existen diversosprocedimierios para generarpolinomios ortogonales(Fisher, Forsythe,
Hayes,etc.).
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En el casoparticular que los valoresde x seanigualmerte espaciadogodemostransfor-
marlos de maneraque

Xi=i i(n+1) i=12::5n
Entoncesse puedeconsiderarel siguierte sistemade polinomios ortogonales

o) =1

1(X) = 1X

2(X) = 2(X®  H(n? 1))
3(x) = 3(x®  %(Bn? 7))

dondelas ; seeligende forma que los valoresde |(x;) seanerteros. Estos polinomios
seencuertran tabulados para varios valoresde n.

8.6.2. Eleccion del grado

Un aspecto importante de la regreson polinomica esla eleccon del grado m adecuado.
El corntraste de hipotesis

Ho:m=mg

(8.10)
Hi:m=m;> mg

equivale a plantear unaregreson polinomicade gradom y entoncesestableceia hipotesis
lineal
Ho! mer1 = = my =0

sobreel modelo 8.6, 0 bien, utilizando el modeloequivalerte 8.7 enterminosde polinomios
ortogonales

HO mo+1 = = mi = O

Las sumasde cuadradosresidualesson

SCR= Q(m;)  SCRy = Q(my)

Teniendoen cuerta 8.9 resulta

X X
SCRy SCR= Q(mo) Q(my) = (a7

j=mo+l i=1
Entonces,para cortrastar Hp : m = mg frente H; : m = my, calcularemosel estadstico

— (Q(mg) Q(my))=(my my)
Q(my=(n my 1)

cuya distribucion, bajo Hg, esunaF conm; mgyn m; 1gradosde libertad.

La estrategiapara elegir el grado puedeser mediarte eleccon descendete o eleccon as-
cendene. En el primer casoempezamosor el gradoque sesuponemaximo. Supongamos,
por ejemplo,que m = 5. Entoncessecortrasta m = 4 frente am = 5. Siel test F no es

F (8.11)
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signi cativ o, secortrasta m = 3 conm = 4,y as sucesiamere. El procesoesel inverso
en el casode eleccon ascendete.

Tambien es util tener en cuerta que un descensdamportante de la suma de cuadrados
residual Q(m) al pasarde gradok a gradom, esun indicio de que el grado esm.

modelo planteando el cortraste

Ho:Yih = Pm(Xi) + i
Hityin = gXi) + in
donde g(x) es una funcion desconaida de x. La hipotesis nula signica armar que

g(x) = Pm(x) esun polinomio de gradom en x. Tenemosentonces(vease6.12):

X

SCR=  (yn W)?=nsi(1 ") n p g.l
i-h

SCRy = Q(m) = nsj(1 rg,) n m 1 gl

laremosenoncesel estadstico

("~ rp)=Ap m 1)
1 "™=n p

y aceptaremosel ajuste polinomico de gradom si estaF no essigni cativ a.

F =

Ejemplo 8.6.1

Se dispone de la respuestaa un test de conducta de dos grupos de ratas, uno control y
otro exgerimental, para diez observacionesealizadascadatresd as desdeelda 47 al da
74 de vida (ver tabla 8.4).

dia grupo cortrol grupo experimertal
47 257 341
50 201 24,9
53 16,2 212
56 14,0 233
59 213 22,0
62 203 3G9
65 284 3L4
68 235 26,5
71 16,8 230
74 9.9 17.2

Cuadro 8.4: Datos del test de conductaa dos grupos de ratas

El madelo consideiado hae depender la variable conducta (medida mediante el test) del
tiempo t segun una funcion polinomica

var. obs.= polinomio degradom ent + error , y = Pnp(t) +
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Para determinar el grado del polinomio al cual se ajustan los valores exgerimentales se
plantea la hipotesis8.10 que seresuelvemeadiante el test F 8.11.

Losresultadosobtenidossegun el metodo de los polinomios ortogonales,sonlos siguientes

grupo control g.l. grupo exgerimental g.l.
Q(0) = 27387 9 Q(0) = 24999 9
Q1) = 24922 8 Q1) = 21612 8
Q(2) = 23352 7 Q(2) = 21315 7
Q(3) = 4161 6 Q(3) = 37,80 6
Q(4) = 41,52 5 Q(4) = 2710 5

Observemogjue hay un fuerte desensode la sumade cuadradosresidualQ(m) al pasar
de grado 2 a grado 3, indicio de quelos datos exgerimentalesse ajustan a un polinomio
de grado 3.

Las F obtenidasson:

contraste grupo control grupo exgerimental
Ovs.1 F =079 (n.s.) F = 125(n.s.)
Ov.s.2 F = 0,60 (n.s.) F = 0,60 (n.s.)
Ov.s.3 F=1116(p< 0,01 F = 1123 (p< 0,01
lvs.3 F = 1497 (p< 0,01 F = 1425 (p< 0,01
2v.s. 3 F = 2767 (p< 0,01 F =2783(p< 0,01
3vs. 4 F = 0,01 (n.s.) F =198(n.s.)

Efectivamente, tanto los datosdel grupo control comolos delgrupo exgerimental seajustan
a un polinomio de grado 3 (ver Figura 8.2).

40 ~

35 °
i o ©®

30 o

25 1 O o ® o grupo control

° ° 8 ce

20 o @ grupo

15 | o o o e experimental

10 4 o

5 -

0

40 50 60 70 80

Figura 8.2: Gra co de los dos grupos de ratas

El madeloes:
grupo control ()

yi = 192924 97:8&; + 16547 0:00923 + |
grupo exgerimental ()

yi = 189228 9494 + 15932 0,00883 + |
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8.7. Comparaci on de curv as experimen tales

8.7.1. Comparaci on global

Si dos curvas experimertales se ajustan bien a modelos de formulacion matematica di-
fererte (por ejemplo, dos polinomios de distinto grado) hay que aceptar que las curvas
experimentales sondistintas.

Si las dos curvas son polinomios del mismo grado

Y1 Pm(X) +
Yo = Pm(x)+

la comparacon seexpresaplanteando el siguierte cortraste de hipotesis

Ho : Pm(X) = Pm(X)

Hi: Pm(X) 6 Pp(X) 8.12)
gue implica la hipotesislineal
Ho: = i=0:1::::m
analogaa
Ho: i= i=01::::m (8.13)

si utilizamos el modelo planteado mediarte polinomios ortogonales(ver 8.7).

SeanSCR; = Q;(m), SCR, = Q,(m) las sumasde cuadradosresidualespara cadacurva
y SCR = SCR; + SCR;, la sumade cuadradosresidual del modelo conjunto construido
mediarte la union de los dos modelos.

La construccon del modelo conjunto essolo posible si los dos modelosposeenvarianzas
iguales.Por este motivo, es necesarioplantear previamene el test de homogeneidadde
varianzas

2 — 2
Ho 1= 2
2 2
Hi 16

gue seresuele mediarte el estadstico

_ SCR]_:(n]_ m 1)

F =
SCR2=(n2 m 1)

(8.14)

cuya distribucion siHy escierta esunaF conn; m 1yn, m 1g.l.
Si aceptamosla igualdad de varianzas,podemosresoler 8.13 mediarte el estadstico

E = (SCRH SCR, SCRz):(m + 1)

= 8.15
(SCR; + SCR)=(n;+ n, 2m 2) ( )

gue bajo Hg sigueunaF conm+ 1y n;+ n, 2m 2 g.l. La sumade cuadrados
SCRy = Qi2(m) esla sumade cuadradosresidual bajo Hg, esdecir, considerandoque
las dos curvas son igualesy que en consecuencidaodos los datos se ajustan a un mismo
polinomio de grado m.

155



8.7.2. Test de paralelismo
La hipotesislineal de que las curvas son paralelasse plantea de la siguierte forma
Ho: i = i=1::0m
o0 bien, si nosreferimosa 8.7
Ho: i= i=1::::m (8.16)

Es decir, las curvas di eren unicamerte respecto a la ordenadaen el origen.
Esta hipotesistiene generalmete interescuandoserechazaH, de 8.12. Seresuele me-
diante el estadstico
E = (SCRH SCR, SCRz):m
(SCRl + SCR2)=(n1 +n, 2m 2)

(8.17)

cuya distribucion sigueuna F conmy n;+ n, 2m 2 g.l. cuandoH, escierta. La
sumade cuadradosSCR,, esla sumade cuadradosresidual bajo Ho que supone aceptar
la existenciade dos curvas distintas pero paralelas.

Ejemplo 8.7.1

En el ejlemplo8.6.1 hemosajustado los datos del grupo control y del grupo experimental
a dos polinomios de grado 3.

>Pademosaceptar queen realidad los dos polinomios son iguales?Esta pregunta equivale
a plantear la hipotesislineal 8.13. Para resolverlaesnecesario realizar previamenteel test
de homaeneidadde varianzasutilizando 8.14

_ 4161=(10 3 1) _
© 3780510 3 1)

1:10

con 6y 6 g.l. (no signi cativa).
Pasamospuesa contrastar 8.13 mediante el estadstico 8.15. La sumade cuadradosre-
sidual bajo Hy esSCRy = Q12(3) = 24906

_ (24906 4161 3780=(3+ 1) _
~ (41,61+ 37:80)=(10+ 10 6 2)

641

con 4y 12 g.l. queessigni cativa (p < 0;01). Delemosaceptar en conseuenciaquelas
dos curvas son diferentes(la conductade los individuos del grupo control es diferente de
la conductade los individuos del grupo exgerimental).

No obstante,podemospreguntarnossi las dos curvas son paralelasy plantear la hipotesis
lineal 8.16 queresolveemosutilizando el estadstico 8.17. La sumade cuadradosresidual
bajo Hy esahora SCR, = Q,, = 8259

_ (8259 4161 37808 _ ..
~ (41,61+ 37,80)=(10+ 10 6 2)

con 3y 12 g.l. (no signi cativa). Podemosentonces aceptar que las dos curvas experi-
mentalesson paralelas. La interpretacion en terminos de la conducta podr a realizarse
conaciendo con mas precision el planteamiento del problema.
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8.8. Ejemplos con R

Vamosa utilizar los datosdel ejemplo8.4.1sobreel lenguge. Las siguiertesinstrucciones
permiten introducir los datos y dibujar los diagramasde dispersion dos a dos de las
variablesdel ejemplo(ver gura 8.3).

x1

o o X2

3 4 5 6 7 8 9

Figura 8.3: Diagramasde dispersion dos a dos enre la variable respuestay las variables
explicativas del ejemplo8.4.1

y<-c(3,2,4,9,6,7,2,6,5,8)
x1<-c(1,1,3,7,8,7,4,6,6,9)
x2<-c¢(3,4,7,9,7,6,5,8,5,7)
exp<-chind(x1,x2)
lenguaje.datos<-data.frame(y,exp)
par(pty="s")

> pairs(lenguaje.datos)

V V.V V VYV

El siguierte pasoescalcular el modelo de regreson lineal multiple que permita predecir
los valoresde Y en funcion de las variablesexplicativasx; y X».

> regrem<-lm(y~x1+x2)
> summary(regrem)

Call: Im(formula =y ~ x1 + x2)
Residuals:

Min 1Q Median 3Q Max
-2.051 -0.5264 -0.05257 0.7989 1.47

Coefficients:
Value Std. Error t value Pr(>|t|)
(Intercept) -0.4244 1.4701 -0.2887 0.7812
x1 0.5123 0.2087 2.4543 0.0438
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x2 0.4853 0.3178 1.5273 0.1705
Residual standard error: 1.266 on 7 degrees of freedom
Multiple R-Squared: 0.7907
F-statistic: 13.22 on 2 and 7 degrees of freedom, the p-value is 0.004196

Correlation of Coefficients:

(Intercept) x1
x1 0.1811
x2 -0.8036 -0.6973

El plano estimadoesy = 0;4244+ 0;5123%; + 0;485%, con un coe ciente de determi-
nacion R? = 0;7907y el estadstico F nos dice que el modelo esutil, si un estudio mas
profundo decide nalmente que esrealmerte valido.

Resulta curioso que en S-PLUS se puede obtener el coe ciente de determinacon R? a
partir de la funcion summary.Imenla forma

> summary(regrem)$r.squared
[1] 0.790684

pero no hay nombre para el coe ciente ajustado. Mientras queen R s esposible.
Tambien se puedenobtenerlos coe cientes a partir de la matriz X 9X :

> XtX<-t(regrem$R)%*%regrem$R
> XtX
(Intercept) x1 x2
(Intercept) 10 52 61
x1 52 342 350
X2 61 350 403
> XtX.inv<-solve(XtX)
> XtX.inv
(Intercept) x1 X2
(Intercept) 1.34840753 0.03466479 -0.2342073
x1 0.03466479 0.02718635 -0.0288580
x2 -0.23420728 -0.02885800 0.0629949
> XtX.inv%*%t(cbind(1,exp))%*%y
[.1]
(Intercept)  -0.4244237
x1 0.5123174
x2 0.4853071

La matriz XtX.inv sepuedeobtenerde forma directa as:

> summary(regrem)$cov.unscaled
(Intercept) x1 X2
(Intercept) 1.34840753 0.03466479 -0.2342073
x1 0.03466479 0.02718635 -0.0288580
x2 -0.23420728 -0.02885800 0.0629949

Tambien se obtiene mas facilmerte con los elemerios que proporcionala funcion Isfit
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> regrem.Is<-Isfit(exp,y)
> regrem.diag<-ls.diag(regre.ls)
> regrem.diag$cov.unscaled

La matriz ~2(X°%X) ! de varianzasy covarianzasertre los estimadoresMC de los coe -
cierntes seobtiene de forma sencilla:

> summary(regrem)$sigma”2*summary(regrem)$cov.unscaled
(Intercept) x1 X2
(Intercept) 2.16117719 0.05555943 -0.37537868
x1 0.05555943 0.04357326 -0.04625252
x2 -0.37537868 -0.04625252 0.10096587

o tambien
> regrem.diag$std.dev”2*regrem.diag$cov.unscaled
Para calcular intervalos de con anza sobrelos coe cientes de regreson hacemos

> beta.est<-cbind(regrem.Is$coef);beta.est
[.1]
Intercept -0.4244237
x1 0.5123174
x2 0.4853071
> chind(beta.est+qt(0.025,7)*regrem.diag$std.err,
+ beta.est+qt(0.975,7)*regrem.diag$std.err)
[.1] [.2]
(Intercept)  -3.90064431 3.051797
x1 0.01872084 1.005914
x2 -0.26605529 1.236669

Obsenamosquelosintervaloscorrespndiertesa oy » cortienen al cero,encoherencia
con los test t parciales. Pero tambien nos puede interesar reproducir la tabla ANOVA
sobrela signi cacion de la regreson, aunqueel test F ya se ha obtenido con la funcion
summary(regrem) Las funcionesanova.Im o summary.aovnos puedenayudar.

> summary.aov(regrem)
Df Sumof Sq MeanSqg F Value Pr(F)
x1 1 38.64190 38.64190 24.10956 0.0017330
x2 1 3.73876 3.73876 2.33270 0.1705213
Residuals 7 11.21934 1.60276

Sin embargo, los resultadosse re eren a corirastes F secuencialey parciales. Exacta-
mernte SCr( o; 1) = 3864190y SC( 2 o; 1) = 3;73876,de maneraque

SCGr = SG( 1; o) + SG( 2j o; 1) = 4238066

Por otra parte, seobsena directamerte que SCR= 11;21934.Con estosdatos, completar
la tabla 8.1 esrelativamerte sencillo.Sin embargo sepuedeconseguirdicha tabla, aunque
con otra organizacon, mediarte un cortraste de modelos:
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> regremO<-Im(y~1)
> anova(regremO,regrem)
Analysis of Variance Table

Response: y

Terms Resid. Df RSSTest Df Sumof Sq F Value Pr(F)
1 1 9 53.60000
2 x1 + x2 7 11.21934 2 42.38066 13.22113 0.00419574

Otro aspecto que tambien hemosvisto ha sido el calculo de los coe cientes de regreson
estandarizadosgue con R seobtienenas:

> cor(exp)
x1 X2

x1 1.0000000 0.6973296
x2 0.6973296 1.0000000
> cor(exp,y)

[1]
x1 0.8490765
x2 0.7813857
> solve(cor(exp),cor(exp,y))

[1]
x1 0.5921248
x2 0.3684796

Si queremosmas detalles sobre los coe cientes de regreson estandarizados,podemos
utilizar el siguierte modelo sin coe ciente de intercepcion:

> x1.est<-(x1-mean(x1))/stdev(x1)

> x2.est<-(x2-mean(x2))/stdev(x2)

> y.est<-(y-mean(y))/stdev(y)

> regrem.est<-Im(y.est~-1+x1.est+x2.est)
> summary(regrem.est)

Por ultimo, podemosestudiar la multicolinealidad calculandolos FIV

> diag(solve(cor(exp)))
[1] 1.946542 1.946542

que en estecasono existe.

El calculo de prediccionespuntuales o por intervalo se obtiene mediarte la funcion
predict.Im del modelo lineal.
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8.9. Ejercicios

Ejercicio 8.1
Consideremosl modelo de la regreson lineal multiple

Yi= ot Xit + mXim i=1:5n
Sean”o; "1;1:1; " las estimacionesMC de los parametros. Explicar en que condiciones
N .
podemosarmar queE("j)= j,j = 0,1:::;m.

Por otra parte, >essiemprevalido a rmar que
N N N
i = ot X1t +  mXim
esuna estimacbn certrada de

ot Xiit+t o Xm ?

Ejercicio 8.2
En la regreson multiple de una variable Y sobretres variablescortrol Xi;Xz; X3

Yi= ot 1Xi1t 2Xiat Xzt i=1::5n
donde ; N(O; ?), sedeseacortrastar la hipotesisnula
Ho: 2= 3=0

Searyy el coe ciente de correlacon multiple de'Y sobrexs;X,; X3 y seary; el coe ciente
de correlacon simpleertre Y y x;. Deducir un test F para cortrastar Hy que seafuncion

Ejercicio 8.3

En una gran ciudad, queremosrelacionarel numero de muertos diarios por enfermedades
cardio-respiratoriascon la media de humos (mg/m?3) i la media de dioxido de azufre
(partes/mill on) medidaspor los equiposdel Ayuntamiento endiversaszonasde la ciudad.

Consideremosun modelo de regreson lineal no certrado con los siguiertes datos:

0 15 6,87 21,09 ! 0 02243 1;2611 0;29871
XX =@ 56569 187243A (XX) 1= @ 16,1158 4;3527A
63,2157 1;2054
0
3922
X% = @ 243954 A Y% = 1264224
765435

Sepide:

1) Calcular la estimacbn MC de todoslos coe cientes de regreson del modelo.
2) Obtener una estimacon insesgadade la varianza del modelo.

3) Contrastar la signi cacion del modelo propuestocon = 0;1.
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4) Calcular el intervalo de con anza al 95% para la media del valor respuestapara
una media de humosde 1 mg/m? y una mediade SO, de 1.

Ejercicio 8.4

Sedisponedelossiguiertesdatossobrediezempresadabricantesde productosdelimpieza
domestica:

Empresa V IP PU

1 60 100 1,8
2 48 110 24
3 42 130 36
4 36 100 O0;6
5 78 80 1,8
6 36 80 06
7 72 90 36
8 42 120 1,2
9 54 120 24
10 90 90 42

En el cuadroanterior, V sonlasvenas anuales,expresadagn millonesde euros,l P esun
ndice de preciosrelativos(Preciosde la empresa/Preciosle la competencia)y PU sonlos
gastosanualesrealizadosen publicidad y camparas de promocion y difusion, expresados

tambien en millones de euros.

Tomandocomobasela anterior informacion:
1) Estimar el vector de coe cientes = ( o; 1, »)°del modelo

Vi= ot alPit PU+

2) Estimar la matriz de varianzas-cwoarianzasdel vector b,

3) Calcular el coe ciente de determinacon.

Ejercicio 8.5

Dado el modelo
Y= ot 1 X+ 2Xat+ U

y los siguiertes datos

NPFPORFRPRFLRORFRO

13
oo
o
OO OW~NUA~WER

obtener:
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(a) La estimacbon MC de o; i1; » utilizando los valoresoriginales.

(b) La estimacon MC de o; 1; » utilizando los datos expresadosn desviacioneses-
pecto a la media.

(c) La estimacbn insesgadade 2.

(d) El coe ciente de determinacon.

(e) El coe ciente de determinacon corregido.

(f) EIl contraste dela hipotesisnulaHg: o= 1= ,=0.

(g9) El cortraste de la hipotesisnula Hy: ;= , = 0 utilizando datos originales.

(h) EIl contraste de la hipotesisnula Hy : 1 = , = 0 utilizando datos en desviaciones
respecto a la media.

(i) La represemacion gra ca de unaregion de con anza del 95% para 1y ».
() El cortraste individual de los parametros o, 1Y 2.

(k) El cortraste dela hipotesisnula Hg: 1= 10 ».

() El contraste de la hipotesisnulaHg:2 ¢+ 2 1+ 7 , = 50.

(m) EIl cortraste de la hipotesisnula conjunta Ho: ;=10 ;2 ¢+ 2 1+ 7 , = 50.

Ejercicio 8.6

Supongamosgue hemosestimadola siguierte ecuacon utilizando MC (con las variables
medidasen logaritmos)

Y= ot Xt 22Xz t=1;:::;17
y las estimacionegde los parametrosson:
=137 =114 "= 083
Tambien hemosobtenido la siguierte expreson escalar:
YO X(XX) X9y = 0,0028
y los elemertos triangulares de la matriz (X %) * son:

0 1
51089 25435 042
@ 13270 6:82A

7:11

Sepide:
1. Calcular las varianzasde los estimadoresMC de o; 1; 2.

2. Si Xy aumerta enun 1 por 100y X 5 enun 2 por 100,>cual sera el efectoestimado
enY.?
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3. Efectuar un test estadstico para veri car la hipotesisdeque ; =1y ,= 1
y dar el valor de dicho estadstico. >Cuales son las tablas que necesitaremoara
realizar el test y cuantos sonlos gradosde lib ertad?

Ejercicio 8.7
Una variable Y dependede otra variable cortrol x que toma los valoresx; = 1;x, =
2;x3 = 3;X4 = 4 de acuerdocon el modelo lineal normal

Vi= o+ 1Xi+ X2+ i=1234

Estudiar la expreson del estadstico F para cortrastar la hipotesisHgy : 1= .

Ejercicio 8.8

La puntuacion del test open- eld para un grupo de 10 ratas cortrol (C) y otro grupo de
10ratas experimentales (E) alo largodelosd as47;50;:::; 74 contados desdeel instante
del nacimierto fue

Da 47 50 53 56 59 62 65 68 71 74
grupo C 34 24 21 23 23 30 31 26 23 17
grupoE 25 20 16 15 21 20 28 23 18 9

Seajustaron al grupo cortrol polinomiosde grado 0;1;2 y 3 respecto la variable \edad
end as" y seobtuvieron las siguiertes sumasde cuadradosresiduales:

Q(0) = 2356
Q(1) = 2028
Q(2) = 1994
Q(3)= 297

Sepide:

1) Comprobar que se puedeaceptar como valido el polinomio de grado 3 como poli-
nomio de regreson de Y (puntuacion) sobrex (edadend as).

2) El polinomio de grado 3 queajusta 'Y ax es
y= 3188 933x + 1;56x> 0;0086¢°

El coe ciente de correlacbn multiple de'Y sobrex; x?;x3 esryx = 0;8734.Estudiar
si essigni cativ o.

3) Para el grupo experimertal estambien adecuadoun ajuste polinomico de grado 3
consumade cuadradosresidual Q(3) = 29,2. Ademas, juntando todoslos datos re-
feretesa Y, esdecir,juntando losdosgruposy enconsecuencidas 20 obsenaciones
y realizandoun ajuste polinomico de grado 3, seobtiene

SCRy = 2258
Contrastar las hipotesis

Hy : los dos polinomios (C y E) soniderticos
H1 : hay diferenciassigni cativ as ertre ambos polinomios
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Cap tulo 9

Diagnosis del modelo

En estecaptulo seinvestigala deteccon de posiblesde cienciasen el modelo por incum-
plimiento de las hipotesis jadas en 2.3. Para ello la principal herramierta esel analisis
de los residuosque nos permite detectar los siguiertes problemas:

1. Algunas de las variables explicativas del modelo tienen una relacion no lineal con
la variable respuesta.

. No hay homocedasticidad,esdecir, los erroresno tienen varianza constarte.
. Los erroresno sonindependienes.

2

3

4. Muchas obsenacionesat picas.

5. Hay obsenacionesdemasiadoin uy ertes.
6

. Los erroresno tienen distribucion normal

Tambien estudiaremoda consecuan del mejor grupo reducido de variablesregresoras.

9.1. Residuos

9.1.1. Estandarizaci on interna

Los residuosde un modelo lineal seobtienencomodiferenciaentre los valoresobsenados
de la variable respuestay las prediccionesobtenidaspara los mismosdatos:

y una estimacon aproximada de la varianzaes

X 2
& 9= i1

i=1 i=1

e =SCRs(n k 1)=ECM



guetienesolon k 1 gradosde libertad, dondek esel numerode variablesregresoras,
ya quelos n residuosno sonindependiertes,

Sellaman residuosestandarizadosa

S .
d=p=— i=1L::;n
' " ECM
guetienen mediaceroy varianzaaproximada uno.

Ahora bien, comoel vector de residuosaleatoriosese= Y ¥ = G P)Y=(0 P),
donde P esla matriz proyeccon, la matriz de varianzas-cw@arianzasde los residuoses
var(e) = 2?(I P) demaneraque

var(e) = (1 hy)

dondeh; eseli-esimoelemerno? de la diagonalde P.

La utilizacion delosresiduose comoestimacionesleloserrores requiereque mejoremos
la estandarizacon. Como 0  h; 1, utilizar ECM para estimar la varianza var(e) es
una sobreestimaan:

0 var(e) 2
0 ECM(1 h;) ECM

De modo que muchos autoresrecomiendantrabajar con los residuosstudentizados

€

"7 [ECM@T  hy )2

Ademas, h;j esunamedidadelalocalizacon deli-esimopunto x; respectoal punto medio.
En la regreson lineal simple

1 (xi  x)?
o= F)— .
=R L (xi x)? 61
En el modelo de regreson multiple
1 1 1 2
hi = —[1+ (i X) Sy (xi x)] = 1+ D7) (9.2)

dondeD; esla llamada distancia de Mahalanobis.

As, la varianza de un error ¢ dependede la posicion del punto x;. Puntos cercanosal
punto certral x tienen mayor varianza (pobre ajuste MC) que los puntos alejados.

Comolasviolacionesde las hipotesisdel modelo sonmas probablesen los puntos remotos,
pero masdif ciles de detectar con los residuose; (0 d;), porque los residuosson menores,
esmejor trabajar conlosresiduosr; ya quevar(r;) = 1 constarte, desdeel punto de vista
de la localizacbn de los x;.

Para n grande se puedetrabajar con los d; o con los ri. Pero como valoresaltos de g
y de hj puedenindicar un punto de alta in uencia en el ajuste MC, serecomiendala
utilizacion de los residuosestuderizadosr;. Estosresiduosseutilizar an en el diagnostico
de valoresat picos.

1En muchos libros escritosen inglesla matriz proyeccon sellama hat y seescribe H.
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Ejemplo 9.1.1
Si recuperamos el ejemplo de regresion simple propuestoen la secion 1.2 con los datos
detra co, podemoscalcular los residuosstudentizadosde esemaodelo.
Primero calculamoslos elementosde la diagonalde la matriz P, por ejemplo
i+ (12,7 54441675 _
24 152574383
y con estevalor se obtieneel residuo
(= 0;528699
0;2689388(1 0;155865}2

Losotrosresiduosse calculan de forma similar, mejor con la ayudade una hoja de calculo
0 con un programa estadstico (ver seccion 9.4).

hi = 0:155865

= 2;13968

9.1.2. Estandarizaci on externa

Para calcular los residuosestudernizadosr; en el apartado anterior hemosutilizado ECM

como estimador de la varianza 2. Nos referiremosa esto como una estimacbon interna

puestoque para calcularlaseutilizan losn puntos. Otra apraximacion consisteen estimar
2 con el conjunto de datos sin la i-esimaobsenacion.

Si s(zi) esla estimacbon de 2 as obtenida, sedenmuestraque

, _(n k 1ECM e=1 h;) _ n k 1 r?
3(0) = n k 2 = ECM = 2

Si utilizamos estosestimadoresde 2 enlugar de ECM, producimoslos llamadosresiduos
studertizados externamerte o R-Studert
e .
ti = — I=1:::;n (9.3)
C[sE,( h)]2

En la mayor a de situacioneslos residuost; no diferiran de los residuosstudertizadosr;.
Sin embargo, si la i-esimaobsenacion esin uy erte, ertoncess(zi) puedediferir signi ca-
tivamerte de ECM vy el estadstico t; sela massensiblepara estepunto. Ademas, bajo las
hipotesisestandart; t, ¢ 2, de modo que podemosconsiderarun procedimierto formal
parala deteccon de valoresat picos mediarte el contraste de hipotesisy utilizando algun
metodo multiple. En la practica, un diagnostico\a ojo" esmasutil y rapido. En general,
se consideraque un residuo es at pico o outlier si jtjj > 2. Ademas, la deteccon de los
valoresat picos esta ligada a la deteccbon de puntos in uy ertes.

Ejemplo 9.1.2

Vamos a calcular el residuo studentizadoexternamentet; para la primera observaobn
de la regresion simple continuacion del ejemplo9.1.1. Para ello necesitamosel valor del
error ECM = (0;2689388) = 0;072328con el que calculamos
4 1 1 21
= 0;0723282 13968

2 - 0N
s, = A 1 5 = 0060004

y con estaestimacion externa
t=p 0528699 = 2:349159
0;060004(1 0;155865)
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a) Residuos studentizados b) Residuos studentizados
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Figura 9.1: Gra cos de los residuosstudertizados del ejemplo9.1.1.

Siguiendocon la misma idea, tambien podemoscalcular los residuosen funcion de las
prediccionesy;) calculadascon el modelo de regreson sin la i-esimaobsenacion. Sean
& =Y Y losresiduosas obtenidosy

PRESS= €, (9.4)
i=1
su sumade cuadrado$. Tambien algunosautoresllaman error cuadratico de validacion
a estasumade cuadradospor seruna medida externa de precison del modelo.

Sedemuestraque
2

- _8 3=
&0 = T var(eg) T h (9.5)
de modo que la estandarizaoon de estosresiduos
0 _ €

[var(e;))]*=2 ~ [ 2(1  h;)]=2

tambien dependedel estimadorque utilicemos para estimar 2. Si utilizamos el estimador
interno ECM, recuperamos los residuos studertizados r; y si utilizamos el estimador
externo s(zi) obtenemoslos residuosstudertizados externamerie t;.

Los residuosasaciadoscon puntos para los que h; seagrande,tendran residuose;y gran-
des. Estos puntos semn puntos de alta in uencia. Una gran diferencia ertre el residuo
ordinario & y el residuo g indicara un punto en el que el modelo, con esepunto, se
ajusta bien a los datos, pero un modelo construido sin esepunto \predice" pobremerte.

9.1.3. Gracos

Algunos gra cos de los residuosnos van a ayudar en el diagnostico del modelo aplicado.

2prediction error sum of squaes
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En primer lugar, el analisisde datosunivariante delosresiduosy, enparticular, losgra cos
como histogramas, diagramasde caja, diagramasde tallo y hojas, etc. nos mostraran
algunosdetalles.Por ejemplo, en el diagramade caja podemosestudiar la certralidad, la
simetra y la presenciade valoresat picos.

RESIDUGBtem-and-Leaf Plot

Frequency Stem & Leaf

-0 14,00 -0 . 00011122222333
8,00 0. 01112224
2,00 0. 55

) Stem width: ~ 1,000000
Each leaf: 1 case(s)

N= 2.4
RESIDUO

Figura 9.2: Boxplot y diagramade tallo y hojas de los residuosen la regreson simple del
ejemplo9.1.3.

Ejemplo 9.1.3

Tambien con los datosde tra co del ejemplode regresion simple propuestoen la secion

1.2 podemosrepresentar algunosgra c os de los residuossin estandarizar. En la gura

9.2 semuestian dosde los gra c os obtenidoscon el programa SPSS.En ellos se observa
una cierta asimetra de los residuos,aunqueno hay ningun valor at pico.

Otros gra cos adecuadogpara el analisis de la regreson son:

Este diagramapuedeindicar algun tip o de correlacon no deseadeertre losresiduos
0 algunaagrupacbn cortraria a la supuestaaleatoriedad( gura 9.3 a).

» Gra co delosresiduosversuslos datos de la variable respuesta.
Permite obsenar los residuosdesdelos valoresobsenadosde la variable respuesta.

» Gra co delosresiduosversuslos valoresajustados.

Este gra co es muy importante porque debe mostrar una total aleatoriedad.La
dispersion horizorntal no debe preseniar ningunatendencia.Una curvatura indica la
violacion del supuestode linealidad del modelo en el casode regreson lineal simple
(gura 9.3 b). Una forma triangular indica una posible heterogeneidad violacion
de la hipotesisde varianza constarte de los errores.

» Gra cos delosresiduosversuslas obsenacionesde la variable o variablesregresoras.

Sirven para detectar si las variablesregresoraso explicativas han de incluirse en el
modelo con algunatransformacion no lineal.
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» Gra co de los valoresobsenadosversuslos valoresajustados.

La proximidad de los puntos a la bisectriz muestrael ajuste de la recta de regreson
(gura 9.30).

» Gra co delos cuartiles de la distribucion normal o QQ-plot y gra co de las proba-
bilidades acunuladasde la distribucion normal o PP-plot.

Con estosgra cos se pretende visualizar el ajuste de la distribucion muestral de
los residuosa la ley normal. En el QQ-plot se dibujan los puntos asaiadosa los
cuartiles dela distribucion normal (estandarenR o sin estandarizarcomoen SPSS).
En el PP-plot sedibujan las probabilidadesacumuladas estimadasy teoricas para
la distribucion normal. En ambos casossedibuja tambien una recta que represeta
el ajuste perfectoa la distribucion normal. Los desvos exageradogle dichasrectas
indican una posibleviolacion de la hipotesisde normalidad ( gura 9.3d).

El estudiode la normalidad de los residuosse debe completar con algun cortraste
de ajuste comola pruebaji-cuadrado o el test de Kolmogorov (ver seccon 9.4).

a) Residuos vs. indice b) Residuos vs. ajustados
o o (o] o
3 o S10°
o o o (o}
8 s ° ° 2 S 8
3 0©° b= @
0 [
e 3 o o o ° e 3 oo oo
[ele] o [¢]
o~ [e} N (o]
Q@ 0 000 o < 8 ©° o
o o
o o ° o
5 10 15 20 3 4 5 6 7
indice ajustados
c) Ajustados vs. observados d) QQ-plot
© o

0.4

observados
residuos
0.2

0.0

-0.2

ajustados Cuantiles de la normal

Figura 9.3: Gra cos en el analisis de la regreson simple del ejemplo9.1.4.

Ejemplo 9.1.4

Como continuacion del ejemplode regresion simple 9.1.3 con los datos de tra co, pode-
mos representar algunosgra c os como los de la gura 9.3. Entre esosgra c os podemos
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destaar la no aleatoriedad mani esta del gra co (b) queindica un ajuste no lineal entre
las variables.Ello justi ¢ a la introduccion del modelo parabolico (ejercicio 9.1).

9.2. Diagn ostico de la in uencia

Ocasionalmete hallamosque algun dato o un pequeyo subconjunto de datos ejerceuna

desproprcionadain uencia en el ajuste del modelo de regreson. Esto es,los estimadores
de los parametros o las prediccionespueden depender mas del subconjunto in uy ene

gue de la mayor a de los datos. Queremoslocalizar estospuntos in uy entes y medir su

impacto en el modelo. Si por algunarazon concretasonpuntos \malos" los eliminaremos,
pero si no ocurre nada extraro, su estudio puededarnosalgunasclavesdel modelo.

9.2.1. Niv el de un punto

Casi siemprelos puntos de nidos por las variablesregresoraso explicativas forman una
nubey estan razonablemete repartidos alrededordel punto medio. Sin embargo, alguno
de ellos 0 un pequeio grupo puede aparecermuy alejado del resto. Estos valores son
potencialmerte peligrosos puestoque puedenafectar excesiamerte al ajuste del modelo.
Vamosa de nir el conceptode nivel de un punto y seralaremoslos que tengan un nivel
muy alto (leverage points).

El nivel de un punto esuna medidade la distancia del punto al certroide del conjunto de
datos. Existen varias propuestaspero la mas extendidasebasaen los elemertos h; dela
diagonal de la matriz proyeccbon P. Estos elemenios se calculan con las formulas 9.1 en
el casode la regreson simpley 9.2 para la regreson multiple.

Como
xn

hj = traza(P) = rangdP) = k+ 1
i=1
el tamaro mediode cadah; es(k+ 1)=n. As, cuandoun punto veri que h; > 2(k+ 1)=n
diremos que dicha obsenacion esun punto de alto nivel. Estos puntos se deben marcar
para su posterior estudio ya que son potencialmere in uy ertes.

Ejemplo 9.2.1

Siguiendocon el ejemplo9.1.1 los datos con mayor nivel son

dato nivel
1 | 0;15586452
15 | 0;13601868
2 | 0;13354830

Dadoque2(k + 1)=n= (2 2)=24= 0;1666 no hay ningun punto de alto nivel.

Slevermage
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9.2.2. Inuencia en los coe cien tes de regresion

Entre las medidasde in uencia sobrelos coe cientes de regreson la mas empleadaesla
distancia de Cook (1977,1979)

_ (P Pp)XX (P b))

Ci (k + 1)ECM

i=1:::;n (9.6)

dondeb sonlasestimacioneMC en el modelocontodoslos puntos, miertras que b(i) son
las estimacionessin el i-esimopunto. Esta medida calcula la distancia cuadratica ertre
b y b(i), relativa a la geometra ja de X %X.

Otra version equivalerte de estadistancia es

_ (P Pi)aP ¥
(k + 1)ECM

Ci

yaque\P =xb y ‘{D(i) = Xb(i).
Sin embargo para el calculo de estadistancia esmejor utilizar la formula

r? hii

k+1 1 h;

dondela primera parte dependedel ajuste al modelo de la i-esimaprediccion, mientras
gue el segundadfactor esuna funcion de la distanciadel punto x; al certroide del conjunto
de obsenacionesde las variables explicativas. Una demostracon de esta formula puede
verseen el ejercicio9.19del libro de Ugarte y Militino[69].

La busquedade puntos in uy erntes se puedeiniciar con la identi caci on de puntos con
distancia de Cook elevada. Sin embargo se desconae la distribucion exacta de este es-
tad stico y no hay reglas jas parala determinacon de los puntos convalor de C; grande.
Los puntos con distanciasde Cook grandespuedenserin uy ertesy podemosextraerlos
del analisis para ver si los cambios son apreciables.

Ejemplo 9.2.2

Con el ejemplo de regresion simple que estamosestudiandodesdeel ejemplo 9.1.1 se
observaquelos datos con mayor distancia de Cook son:

dato hii I Ci
1 0;1559| 2;1397 | 0;4227
12 | 0;1227| 2;1178| 0;3136

Estos datos son los de mayor in uencia debidaal gran residuo studentizado(los dos
mayores) y a su alto nivel, esgcialmente el dato 1.

Otra medidade in uencia sobrecadacoe ciente de regreson por separadofue propuesta
por Belsleyet al.[6] y consisteen la diferenciaestandarizadaenre la estimacon MC de
dicho parametro contodaslas obsenacionesy la estimacon MC del mismosin la i-esima:

A A
beetas, () = -éij(l)

2
Si)Gii
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a) Niveles de los datos b) Distancias de Cook
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Figura 9.4: Gra cos de los nivelesy distanciasde Cook de los datos del ejemplo9.2.2.

paraj = 0;1;:::;kyi = 1:::;n, dondec; esel j-esimoelemerio de la diagonal de
la matriz (X°X) 'y s, la estimacon MC de la varianza 2 sin la i-esimaobsenacion.
Obsenemosque sf,G; esuna estimacbn de la varianzavar(’j) = 2g;.

Un valor absoluto desmesuradade esta medida indica una gran in uencia de la obser-
vacion i-esimasobre la estimacon del coe ciente . En la practica se considerauna
obsenacion indJy erte cuando jDfbetag > 1 para un pequeto conjunto de datos y
jDfbetag > 2=" n engeneral.

9.2.3. Inuencia en las predicciones

Como hemosvisto, la distancia de Cook estambien una medida de la in uencia de un
punto sobreel conjunto de predicciones.

Otra medida de in uencia de la i-esimaobsenacion sobre la prediccion de la propia

obsenacion i esel estadstico _ _
Dts ; = Jg 410}

2 h.
Siiy i

donde se estandarizala diferenciaerire las prediccionesde la i-esimaobsenacion cony
sin ella misma.
A partir de las ecuacione®.3y 9.5 sedemuestra que (ejercicio 9.3)
r
hi

Dts i = jtjj 1 n (9.7)
1]

dondet; sonlos residuosstudertizados externamere.

. . . . . P
En generalseconsideraquela in uencia esnotablesielD ts essuperiora2 (k+ 1)=n,
mientras que para un conjunto de datos reducido basta que seamayor que uno.
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Ejemplo 9.2.3

Como continuacion del ejemplo9.2.2 podemoscalcular el D ts ; para la primera obser-

vacion: r
. 0;155865
que supera el valor frontera 2p 2=24 = 0,577y muestma la alta in uencia de estaobser-

vacion.

9.3. Seleccion de variables

Con el objetivo de considerarel mejor modelo de regreson posible, el experimerntador
debe seleccionarun conjunto de variables regresorasertre las obsenadasy, si esnece-
sario, entre potenciasy productos de las mismas.Una primera decisbn jar a el tipo de
relacion funcional conla variable respuestapero, entodo caso,la selecadbn de un conjunto
reducidode variablesexplicativasesun problemacomplicado.Si consideramosin numero
demasiadopequaio de variables es posible que la potencia del modelo se vea reducida
y que las estimacionesobtenidas seansesgadastanto de los coe cientes de regreson,
comode las predicciones Este sesgaseorigina ya que los errorescalculadoscon los datos
obsenados puedenconener efectosno aleatorios de las variables desebadas. Por otra
parte, un numero muy grandede variablesexplicativas complicala utilidad practica del
modelo y, aunquemejora el ajuste aparerte, aumerta la varianza de los estimadoresde
los parametros.

Decidir el mejor conjunto de variablesespracticamerie un arte, enel quealgunastecnicas
sirvende apoyo: test t de Studert deloscoe cientesderegreson, test F designi cacionde

la regreson, estudiode la multicolinealidad, etc. Sin enbargo, ya hemosalertado sobrela

utilizacion ciegadelostestt parcialesparamedir la importancia delasvariables.As pues,
es preciso anadir algunastecnicasespec cas para comparar modelos de regreson que
pasamosa detallar.

9.3.1. Coecien te de determinaci on ajustado

Esta tecnicaconsisteen calcular los coe cientes de determinacibn de todos los modelos
posiblesconla combinacion de cualquiernumerode variablesexplicativas. Para evitar los
problemasque justi can la de nicion 8.2.1resulta obvio utilizar el coe ciente ajustado
cuando hay muchas variables en juego. El objetivo esreconaer el modelo con mayor
coe ciente. Sin embargo, si el numero de variables es considerableesta tecnica puede
tener di cultades de calculo.

9.3.2. Ciriterio Cp de Mallo ws

Con estecriterio sedebe jar enprimerainstanciaun numeroP de parametros,incluido
el termino independierte, aunquecon posterioridad sepodra variar. Setrata de hallar el
mejor modelo con P variablesexplicativas,incluida la constarte, utilizando el estadstico
de Mallows

SCR»

CP = —r2 (n 2P)
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donde SCR> esla sumade cuadradosresidual del modelo particular y 2 un estimador
de la varianza del modelo que acostunbra a serel ECM del modelo completo.

Para el modelo completoP = k + 1, el estadstico de Mallows es

SCR

Cii1 = ——
1T ECM

(n 2k+1)=n (k+1) (n 2(+1)=k+1
Tambienparatodo modelono completosepuededemostrarqueaproximadamene E(Cp) =
P, si el modelo esadecuado.En consecuencigparecerecomendableelegir los conjuntos
paralos que Cp seaaproximadamerte P.

9.3.3. Seleccion paso a paso

El procedimierio sepuederealizar haciaadelarte (forward stepwise) o haciaatras (back-
ward stepwise), seleccionanddas variablesuna a una e incorporandolasdesdeel modelo
inicial o eliminandolasdesdeel modelo completoen funcion de su cortribuci on al modelo.
Aunque esel metodo mas utilizado por su facilidad de computacon, estesistematiene el
inconvenierte de que puedeconducir a modelosdistintos y no necesariamete optimos.

En la selecabn haciaadelarte seincorporacomoprimera variable la de mayor F designi -
cacon de la regreson simple.La segundavariable seselecciongor sumayor cortribuci on
al modelo que ya cortiene la primera variable del pasoanterior y as sucesiamerte.

9.4. Ejemplos con R

Con los datos de tra co de la seccon 1.2 se calcula la regreson como se explica en la
seccon 6.9 mediarte la instruccion

> recta<-Im(rvel~dens)

Para el analisisdelosresiduosJa funcion summarynosofreceun resumende cinconumeros

Call: Im(formula = rvel ~ dens)
Residuals:
Min 1Q Median 3Q Max

-0.3534 -0.2272 -0.03566 0.1894 0.5335

Tambien podemosobteneralgunosgra cos univariantes comolosdela gura 9.5conlas
siguiertes instrucciones:

> par(mfrow=c(1,2))

> par(pty="s")

> hist(residuals(recta),xlab="residuos")
> title("a) Histograma")

> boxplot(residuals(recta))

> title("b) Diagrama de caja")

> stem(residuals(recta))

N =24 Median = -0.0356607
Quartiles = -0.228869, 0.1987335
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a) Histograma b) Diagrama de caja
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Figura 9.5: Gra cos de los residuosde la regreson simple del ejemplode la seccon 1.2.

Decimal point is 1 place to the left of the colon

-3 : 510
-2 . 44332
-1 711
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0: 3
1: 028
2. 245
3:
4:0
5. 33

Para obtenerlos gra cos de la gura 9.3 serequierenlas siguiernes instrucciones:

> par(mfrow=c(2,2))

> plot(residuals(recta),xlab="indice",ylab="residuos")

> title("a) Residuos vs. indice")

> plot(fitted(recta),residuals(recta),xlab="ajustados",ylab=" resid uos")
> title("b) Residuos vs. ajustados”)

> plot(fitted(recta),rvel, xlab="ajustados",ylab="observados")

> abline(0,1)

> title("c) Ajustados vs. observados")

> ggnorm(residuals(recta),xlab="Cuantiles de la normal",ylab="residuos")
> qgline(residuals(recta))

> title("d)  QQ-plot")

R tambien permite obtener6 gra cos para el analisis de un modelo de regreson lineal de
una forma directa, mediarte las instrucciones
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> par(mfrow=c(2,3))
> plot(recta)

En cuarto alos cortrastesde ajuste a la distribucion normal, podemosoptar ertre el test
de Kolmogorov-Smirnov ks.gof vy la pruebaji-cuadrado chisq.gof . En nuestro caso:

> ks.gof(residuals(recta), distribution = "normal")
One sample Kolmogorov-Smirnov Test of Composite Normality

data: residuals(recta)
ks = 0.129, p-value = 0.5 alternative
hypothesis: True cdf is not the normal distn. with estimated parameters
sample estimates:
meanof x standard deviation of X
2.298509e-017 0.2630273

Tambien sepuedecalcular la regreson con la instruccion
recta.ls<-Isfit(dens,rvel)
gue nos proporciona muchos de los elemerios para el diagnostico en la forma:

> recta.diag<-Is.diag(recta.ls)
recta.diag$hat # nivel

\%

> recta.diag$std.res  # residuos studentizados
> recta.diag$stud.res  # residuos studentizados externamente
> recta.diag$cooks # distancias de Cook

> recta.diag$dfits # medidas Dffits

Losgracos ...

> par(mfrow=c(1,2))

> par(pty="s")

> plot(recta.diag$hat,type="h",xlab="dato",ylab="h_ii")

> title("a) Niveles de los datos")

> plot(recta.diag$cooks,type="h" xlab="dato",ylab="C_i")
> title("b) Distancias de Cook")

> par(mfrow=c(1,2))
> par(pty="s")

> plot(recta.diag$std.res,xlab="dato",ylab="r_i",ylim=c(-2.5, 2.5))
> title("a) Residuos studentizados \n internamente")
> plot(recta.diag$stud.res,xlab="dato",ylab="t_i",ylim=c(-2.5 ,2. 5))

> title("b) Residuos studentizados \n externamente”)
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9.5. Ejercicios

Ejercicio 9.1

Realizarel analisis completode los residuosdel modelo de regreson parabolico propuesto
en la seccon 1.2 con los datos de tra co.

Ejercicio 9.2

Realizar el analisis completo de los residuosde los modelos de regreson simple y pa-
rabolico propuestosenla seccon 1.2 conlos datosdetra co, perotomandocomovariable
respuestala velocidad (sin ra z cuadrada). Este analisis debe justi car la utilizacion de
la ra z cuadradade la velocidad comovariable dependierte.

Ejercicio 9.3
Probar la relacion 9.7 a partir de las ecuacione®.3y 9.5.

Ejercicio 9.4
Sede ne el coe ciente de robustezcomo

B2 = SCR
PRESS
dondePRESSesla sumade cuadrados9.4. Este coe ciente estaentre 0y 1y represeta
una medidade la robustezdel modelo.
Calcular el coe ciente de robustezpara los cinco conjuntos de datos de la seccon 6.8.
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Cap tulo 10

An alisis de la Varianza

10.1. Intro duccion

El Analisis de la Varianza esun conjunto de tecnicasestadstico-matematicas que per-
miten analizar como operan sobre una variable respuestadiversosfactores considerados
simultaneamete segin un determinadodisero factorial. Normalmerte interesaestudiar
comosediferencianlos nivelesde un cierto factor, llamadofactor tratamiento, teniendoen
cuerta la incidenciade otros factorescualitativos o cuartitativ os (factores ambientales),
cuya in uencia eseliminadamediarte una adecuadadescommsicion de la variabilidad de
la variable obsenada. Tambien se pretende detectar la relevancia en el resultado de las
variableso factoresin uy enes, esdecir, estudiar la causalidad.

La variable respuestaseconsideradel tip o cortinuo, mientras quelasvariablesexperimen-
tales o factoresson variables categoricas o categorizadasen niveles.Un experimerto de
estetip o consisteentomar una unidad exgerimental o elemeno muestral, jar losvalores
delosfactoresa distintos nivelesy obsenar el valor de la variable respuestaen cadacaso.
Ahora bien, para llegar a conclusionesstadsticas correctasespreciso,en la mayor a de
los problemas,obsenar el resultadotras la repeticion del experimerto envarias unidades
experimentales para cadauna de las diversascondicionesque indica el disero perolo mas
homogeneasposiblesdertro de cadauna. Esto redundara en la reduccon de la variabi-
lidad y, por tanto, aumenara la capacidadestadstica de detectar cambios o identi car
variablesin uy erntes. Con una variabilidad muy granderespecto al error experimertal no
sepuedendetectar diferenciasertre tratamientos.

Comoocurre con la varianzade la mediamuestral, para reducir la variabilidad esposible
tomar un pequeato numero de obsenacionesllamadasreplicas en condicionestotalmente
homogeneaso aumenar el numerode obsenaciones.Esto ultimo esprecisocuandotoma-
mosobsenacionesfuera del laboratorio o convariablesin uy entes que escapara nuestro
cortrol.

Es muy importante que las replicasseanexactameite eso,esdecir, repeticionesdel ex-
perimerto en las mismascondicionesy no repeticionesde la obsenacion que puedendar
lugar a obsenacionesdependiertes. As pues,debemosrepetir todo el experimerto desde
el principio para cadauna de las obsenaciones.

Como ya hemosdicho, para investigar el efectodel factor principal o tratamiento espo-
sible que debamosconsiderary eliminar los efectosde muchas variablesque in uy en en
el resultado. Para eliminar el efectode una variable sobre el resultado del experimerto
tenemostres opciones:a) jar el valor de la variable para toda la investigacon y restrin-
gir la validez de nuestrasconclusionesa esedato; b) diserar el experimerto de manera
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gue dicha variable aparezcacomo factor con unos determinadosvalores o nivelesy c)
aleatorizar su aparicion en cada condicion experimertal. Las dos primeras opcionesson
propias del laboratorio y dependendel experimertador. La tercera resulta util cuando
gueremoseliminar el efectode una variable no directamerte cortrolable y de poca in-
uencia esperada,as la parte de la variabilidad que le correspndeseincluira en el error
experimental.

Para diserar correctamerte un experimerto esprecisotrabajar bajo el principio de alea-
torizacion. Este principio consisteentomar las obsenacionesde las replicasasignandoal
azar todoslos factoresno directamerte cortrolados por el experimertador y que pueden
inuir en el resultado. En el ejemplo 10.2.11a comparacon ertre tres tratamientos se
hacecon paciertes con ciertas condicionesde homogeneidadero asignandolos paciertes
al azar a cada tratamiento. Con la aleatorizacbn se consigueprevenir sesgosgevitar la
dependenciaentre obsenacionesy validar estadsticamerte los resultados.En particular,
debemosaleatorizar el orden de realizacon de los experimentos.

En resumen,esnecesariaqque el experimerto est bien disesxado mediarte el cortrol f sico,
jando niveles,o estadstico, mediarte la aleatorizacon, de todaslas variableso factores
relevantes. As segarartizara quelasdiferenciassedebenalas condicionesxperimertales
jadas el disero y sepodra concluir estadsticamerte una relacion causal.

Ademas, en Perna[54 pag. 82] se muestra como la aleatorizacon permite la compara-
cion de medias mediarte los llamados tests de permutacionesque no requierenningun
tip o de hipotesissobrela distribucion del error. Por otra parte, puededemostrarse(ver
Sde e[63])quelos cortrastes F sonuna buenaaproximacion a los cortrastes de permu-
taciones,de maneraquela aleatorizacbn justi ca la utilizacion dela teor a delos modelos
linealesbajo hipotesisde normalidad, aunquedicha hipotesisno est plenamerne validada.

Para comparartratamientos esnecesarichacerloen condicioneshomogeneasy paraello se
debenintroducir en el disero todaslas variablesque puedenin uir, paraluegopromediar
la respuestaen situacioneshomogeneas.Una vez jados los factores,la idea basicade los
diseros factorialesescruzar los nivelesde los factoresy considerartodas las situaciones.
Tambien cuandolos efectosde los factoresno sonpuramerte aditivos sepuedeintro ducir

el efectode las llamadasinteracciones.

En general,en todo Analisis de la Varianza esnecesarioconsiderartres etapas:

a) Diserno del experimerto a n de obtener obsenacionesde una variable Y, combi-
nando adecuadamete los factoresinciderntes.

b) Planteo de hipotesis, calculo de sumasde cuadrados(residuales,de desviacon de
la hipotesis,etc.) y obtencion de los cociertes F . Esta parte del analisis seformula
mediarte la teor a de los modeloslineales.

c) Tomade decisiones interpretacion de los resultados.Planteamierto \a posteriori”
de nuewas hipotesis.

En Ugarte[69 sec.8.2] puedeconsultarseun buen resumende las estructuras basicasde
un disero de experimenos.
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10.2. Disero de un factor

10.2.1. Comparaci on de medias

Supongamosque una variable Y ha sido obsenada bajo k condicionesexperimertales
distintas. Puedeserque las obsenacionesprovengande k poblaciones o bien tratarse de
replicaspara cadauno de los k nivelesde un factor.

Con estosdatos podemoscalcular algunasmediasque indicaremosde la siguierte forma:

. o 1 X
Media enla poblacioni o niveli: vy = o Yin
'h=1
1)4‘ Xi
Mediageneral: y=y = — Yin
i=1 h=1
donden =, n; esel numerototal de obsenaciones.
El modelo lineal que seadapta a estedisero es
Yin = it i i=21::0:k:h=1::::n; (10.1)
siendo( 1; 2;:::; «)°el vector de parametrosy
0 1
10 :::0
01 ::0
X = L rangoX = k
00 ::: 1

la matriz de diseso (reducida).

Recordemognestemomerto queasumirun modelolineal signi ca aceptarlascondiciones
de Gauss-Marlov (ver seccon 1.5) y adenas, en estecasoy en todo el captulo, aceptar
la distribucion normal de los erroresN (0; ). Entonces,se compruebafacilmerte que la
estimacon MC de los parametroses

N=Yi i=1::k
Luegolos residuosde estemodelo son
en = obsenacion prediccon= vy %
de modo que la sumade cuadradosresidual resulta

X< )i ,
SCR= (Yin Vi)
i=1 h=1
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Esta suma se indica por SCy y se denomina suma de cuadrados dentro de grupos o
tambien intragrupms.

Consideremoda identidad
Yin Y= YV)*+ ¥ Vi)

Elevando al cuadradoy sumandotenemos
X 2 X 2 X 2
n = i N+ n %)
i;h ich X i;h
+2 (i N i)

ich
pero X X X
i WYn )= (i YV (Y Yi)y=0
i:h i:h i:h
En efecto,el vectorfyy, Y, g perteneceal espacioerrory por tanto esortogonalal vector
fyi g que perteneceal espacioestimacbn comohemosvisto en 2.4.2; por otra parte

X
(Y Vvi)=0
i-h
As pues,con la siguierte notacion
X
SGr = (yin Y)?> sumade cuadradostotal
)’(h

SCG ni(yi y)?> sumade cuadradosertre grupos

i
hemosprobado que severi ca la identidad

SCr = SG: + SG (10.2)

Esta igualdad muestrala descompsicion de la variabilidad total que tambien sepuede
expresaren terminosde variabilidad explicaday no explicadacomoen la ecuacon 6.7.

La hipotesisnula de mayor intereses
Ho: 1= 2= = «

Si Hy escierta, las medias de las k poblacionesson iguales o, en terminos de diseyo
factorial, los nivelesdel factor no sonsigni cativ os para la variable obsenable. Entonces,
el modelo 10.1 sereducea la forma

Yin = + i i=L::0k; h=1::00n

La estimacon MC de es” =y y la sumade cuadradosresidual es

X
SCRi = (¥n Y)*=SCr

i;h
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Considerandda relacion 10.2deducimosguela sumade cuadradosdebidaa la desviacon
de la hipotesises X

SCRy SCR=  ni(yi Yy)?>= SC

Por otra parte y segin el teorema2.5.1,una estimacbn insesgadadel error experimenrtal
2 es
A2 = SC=(n k)

Ademas, graciasa la hipotesisdenormalidad i, N (O; ) severica (verteorema5.3.1):
a) SGo=? n ok

b) SiHg escierta, ertoncesSC==(k 1) esotra estimacbn insesgadade 2 y adenas

SCe= 2 E 1
c) SiHg escierta, el estadstico
_ SG=k 1)
F = S0 K (10.3)

siguela distribucion F conk 1y n Kk gradosde libertad.

La hipotesisH, de igualdad de mediasserechazasi 10.3essigni cativ 0. En todo casoes
recomendabledisponer los calculosde la forma indicada en la tabla 10.1.

Fuerte de sumade cuadrados
variacion cuadrados g.l. medios F
P -
Entre grupos | SCe = ni(yi  y)? |k 1]SC=k 1) %

P
Dentro grupos | SCo =, (Vin yvi)2In k|SG=n k)

P
Total SCr=" ., (yn ¥Y)? |n 1

Cuadro 10.1: Tabla del Analisis de la Varianza para disexos de un factor

Tambien sepuedecalcular el coe ciente de determinacon comomedidade la proporcion
de la variabilidad explicadapor los grupos

o _ SCG
R - ﬁ
10.2.2. Un modelo equivalente

El modelo 10.1 no se puede extender al casode varios factores. Sin embargo, se puede
reparametrizaren la forma

Yin = + i+ i i=21::0k; h=1;:::0n; (10.4)



con la restriccion
Xk

i=0
i=1
Esta restriccion es necesariapara determinar el calculo de los k + 1 parametros en un
modelo de rango k.
El modelo 10.4tambienrepreseta el disero de un factor a k niveles,pero conla siguierte
interpretacion de los parametros

media general
i = efectodel nivel i

La hipotesisHy de igualdad ernire niveleso tratamientos, antes igualdad de medias, se
expresaahoraas
HO 1= = k= 0

Las estimacionesde y ; son
N=y NEYY

Severi ca ertonces X
SCRy SCR=SC:=  n’?
i
de modo que SC: re eja bien la variabilidad ertre los diferertes nivelesdel factor estu-
diado.

La formulacion matricial de Hy es

O
0
010 :::
_%001:::
0 00 :::

Aplicando ertonces5.7, tenemosque

m'—‘

X
E(SCRy SCR)= E(SCe)=(k 1) 2+ n; 2 (10.5)

y como ya sabamos, si es cierta la hipotesis Hg, el estadstico SCz=(k 1) es otro
estimadorinsesgadade 2.

En todo caso,como se trata de una reparametrizacon, el cortraste de Hy se realiza
exactamerte conla mismatabla 10.1y el mismo estadstico F de 10.3.

Finalmente, si sedeseancomparardos niveles,esdecir, plantear la hipotesisparcial
i) . —
Ho'': =
utilizaremos el estadstico

—p i Y nin
" SCo(n k) m+n

(10.6)
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quebajo Hé”) sigueunat de Studert conn k gradosde libertad. Con masgeneralidad,
si sedeseaestudiar si la funcion parametrica estimable,tal que c; + + ¢ =0,

=C 1t + G«

seaparta signi cativamerte de 0, utilizaremos
P

P g gy (10.7)

t= p
¢Z=n SG=(n k)

o]

tambien con n  k gradosde libertad (ver formula 3.4). Del mismo modo se pueden

construir intervalos de con anza para las funcionesparametricas estimables = c¢; |+
+ ¢ « Yy enparticular para ji-

Otro aspecto mucho mas complejo es la consideraadbn de varias de estas hipotesis de

forma conjunta. Eslo quesellama el problemadelas comparacionesnultiples o intervalos

simultaneoscomoen la seccon 6.3.6.

Ejemplo 10.2.1

Sedesan comparar dosmeadicamentosD (diur etico), B (betabl@uente) con un producto
inocuo P (placeln). Setomo una muestia de 15 individuos hipertensoscuyascondiciones
iniciales eran su cientemente homaenes y se asignaon los tres tratamientos al azar.
El objetivo del estudio es ver como actuan los tres tratamientosfrente a la hipertension,
concretamente si disminuyen la misma. A tal n se ha elgyido la variable observable
\porcentaje de desensode la presion arterial media”. Los datos obtenidosse presentan
en la tabla 10.2.

D B P N

22 20 10

18 28 5 o —

30 35 0

15 19 14 . i N
17 33 18

Cuadro 10.2: Datos de los paciertes segin el tratamiento

Vamosa estudiar si hay diferenciassigni c ativas entre los tresfarmaasy la signi c acion
de la funcion parametrica

1
=_(b+B) P
5(D + B)

gue se pueale interpretar como una medida de la diferencia entre los productos activos
respecto al placeho.

Las medias son:

y1 = 20,40 y, = 27,00 ys = 9,40 y = 1893
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Las sumasde cuadradosson:
SGr = 134993 SC: = 79053 SC, = 55840

de manem que podemosdisponer las estimacionesen forma de tabla del Analisis de la
Varianza como se muestia en la tabla 10.3.

Fuente de sumade cuadrados
variacion cuadrados| g.l. | medios F

Entre farmacos 79053 2 39527 8,49
Dentro farmacos| 55840 12 46,53
Total 134993 | 14

Cuadro 10.3: Ejemplo de Analisis de la Varianza para un disero de un factor

Con 2; 12 gradosde libertad y un nivel de signi cacion del 0;01 leemosen la tabla de la
distribucion F el valor 6;93. Luego la diferencia entre los tres farmaas es claramente
signi c ativa.

La estimacion de Gauss-Markovde la funcion parametrica es

1
" = 5(20:40+ 27,00)  940= 1430

Adenmas

X 11 1
°=n = Z(=+ >+ 1)=0;
| c=n 5( 1)= 03

SG=(n k)= 4653

Aplicando 10.7 obtenemos
t= PO - 387
- 7034653
Contrastandocon la tabla de la t de Student, para 12 gradosde libertad, vemosque es
signi cativa al nivel 0,01 Finalmente, para analizar si hay diferenciassigni c ativas entre

D y B, utilizaremos10.6

r_—
(. 2040 2700 5 5 _

Paess  5+5 1o

gueno essigni cativa.

Concluson: Hay variabilidad signi c ativa entre los tres farmaaos. La variabilidad reside
principalmente en la diferencia entre los dos farmaaos activos frente al placio.

10.3. Diseno de dos factores sin interacci on
Una variable o factor cuyo efectosobrela respuestano esdirectamerte de interespero
gueseintroduceen el experimerto para obtenercomparacionesiomogeneassedenomina

una variable bloque Por ejemplo, en una investigacon para comparar la efectividad de
varios fertilizantes (tratamientos) se puedeconsiderarlas ncas donde se prueban como
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un factor bloque (ver ejemplo10.3.1). El efectode la nca sobrela produccion no esde
interesy el objetivo escomparar los fertilizantes eliminando el efectode la pertenencia
de una coseba a una nca. Ademas, en general,sesupone que no hay interaccion ernre

la variable bloquey los factoresde interes.

En estetip o de disenoslos tratamientos seasignanaleatoriamene a un grupo de unidades
experimentales en cadabloque o nivel de la variable bloque. Para poder detectar diferen-
ciasertre lostratamientos esimportante que haya diferenciasentre los bloques,mientras
gue las unidadesexperimertales dertro de cadabloque han de ser muy homogeneas.Un
buen resumende las caractersticas mas importantes del disero en bloquespuedeverse
en Ugarte[69 pag. 405].

En esteapartado vamosa tratar el casomas simple del llamado disero completamente
aleatorizado por bloqueso, masbrevemerne, disetro en bloquesaleatorizadoscon un factor
principal y una variable bloque.

Supongamosque la variable respuestaesta afectadapor dos causasde variabilidad, es
decir, por dosvariableso factorescualitativos A y B, conay b nivelesrespectivamerte.
El factor A esel factor principal, mientras que el factor B esuna variable bloque. Supon-
gamostambien que tenemosunicamertie una obsenacion por casilla o combinacion de
niveles.Esosigni ca tener tantas unidadesexperimertales por bloque comotratamientos
o nivelesdel factor principal y que la asignacon del tratamiento sehaceal azar en cada
bloque (ver ejemplo 10.3.1). Entonces, podemosdisponer las obsenacionesdel siguierie
modo

B:; B, ::: By
A Y Yi2 10 Yoo | Y1
Az [Yor Yoo i1 Y| Y2

Aa Yai Ya2 ¢ Yab | Ya

Y1 Y2 50 Yb|Y
siendo 1X 1X 1 X

yi = b Yij Yj = a Yii y =y= ab Yij

] i B]

En relacion a la tabla de datos anterior, diremos que A esel factor la y B el factor

Mo delo aditiv o

Si suponemosque tanto el efecto la como el efecto columna son aditivos, admitiremos
el modelo lineal

Yi = t+ it gt i=2L::a;)=1:::b (10.8)

siendo

media general
i efectodel nivel A; del factor A
i efectodel nivel B; del factor B
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Como 10.8 no esun disero de rango maximo, impondremoslas siguiertes restricciones

naturales X X
i = i = 0 (109)
i j
Entonces,el modelo dependede los parametros
oLt a1l 15515 b1
siendo
a=— 1 a1l b= 1 b 1

Por ejemplo, la matriz de disero reducidaX parael casoa= 3,b= 2es

PR R RRR
R OR R OR»
PP OR R O
S

Comolas columnasde X correspndiertes a parametroscon distinta letra sonortogona-
les, mientras que las correspndiertes a parametros con la misma letra son linealmerte
independiertes, deducimosqueel rangode X esigual al numerode parametrosresultanes
desplesde imponer las restricciones10.9, esdecir,

rangoX = 1+ (a 1)+(b 1)=a+b 1 (10.10)

Estimaci on de par ametros
Consideremoda identidad
Yi i =y )ty D+HWy;yY )
HYi Vi Yty

Elevando al cuadrado,sumandopara todo i;j y teniendoen cuerta 10.9, comolos pro-
ductos cruzadosse anulan (puede probarsecon algo de esfuerzo),obtenemos

X X X
(Vi P§)? = (})’( ¥+ oy )P (10.11)

+ oy )
X 2
+ i Y yity)

Entonces10.11,con las restricciones10.9, alcanzasu m nimo para

Ny oN=yy TEyy (10.12)
de modo que la sumade cuadradosresidual es
X
SCR= (yi ¥i VYj+V)’ (10.13)

ij
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Observeseque
N

siendoe; la estimacion del termino de error
& =Yy Y Yity
Finalmente, SCRtienen r=ab (a+b 1)=(a 1)(b 1)gradosdelibertad, luego
A2 = SCRe(a 1)(b 1)]

esun estimador certrado de la varianza del diseno.

Hip otesis lineales
La hipotesisde que el factor principal A no essigni cativ o (no hay efecto la) es

Ho: 1= = a=0 (10.14)
Analogamerte, la hipotesispara B (no hay efectocolumna), es

HE: 1= = 5=0 (10.15)

El rangode H{ esa 1, mientras queel deHE esb 1.

Vamosa obtenerel test F adecuadopara cortrastar la hipotesis10.15.Consideremoda
siguierte descompsicon fundamertal de la sumade cuadrados(que demostraremosnas
adelarte)
X 2 X 2 X 2
i »'=b (v y+a (yj V)
i [ X j )
+ i Yi VYit+y
i5j
SGr = SG: + SC: + SCR (10.16)

donde SC; esla sumade cuadradostotal, SC- la sumade cuadradosertre las, SCc
la sumade cuadradosenre columnasy SCR la sumade cuadradosresidual (ver cuadro
10.4). La sumade cuadradosresidual bajo el modelo 10.8es10.13.

Ahora bien, si la hipotesis10.15escierta, el modelo sereducea la forma

Yi = * it

gue correspndeal modelo de un solofactor. La sumade cuadradosresidual (ver seccon
10.2) sera ertonces X

SCRy = _(Yij yi)?

ij

la identidad
Yi Yi=p Ty yity)
elevandoal cuadradoy teniendoen cuerta quelos productos cruzadostambien seanulan,

deducimos
SCRy = SC: + SCR
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Luegopodemosdecidir si puedeaceptarseo no la hipotesis10.15utilizando el estadstico

= SC=b 1)
" SCR(a 1)(b 1)]

(10.17)

cuya distribucion bajo Ho esF conb 1y (a 1)(b 1) gradosde libertad.

Analogamerne seprocedepara estudiar el efecto la. As pues,graciasala descompsicion
fundamenal 10.16es posible cortrastar las dos hipotesis10.14y 10.15con los mismos

calculosque deben disponerseen forma de tabla (ver tabla 10.4).

Fuerte de sumade cuadrados
variacion cuadrados g.l. medios F

P =
Entre las | SCG:=b (yi )2 a 1 SCG=(a 1) #ﬁ)(?m

P -
Entre col. | SCc=a (y; )3 b 1 SCe=(b 1) | serrs D
Residuo p SCR= 2 (a 1)(b 1) (asl)cﬁ

G Y YY)
P

Total SCGr= (i Y ab 1

Cuadro 10.4:Tabladel Analisisdela Varianzapara diserosde dosfactoressin interaccion

Cuandoel efectodela variable bloqueno essigni cativ o sepuedeconsiderarel modelomas
simple con un solo factor, prescindiendode los bloques. Sin embargo, si hay diferencias
entre los bloques,el modelo en bloquesaleatorizadosesmucho mase caz enla deteccon
de diferenciaserre tratamientos.

Finalmente, si sedeseacomparardosnivelesde un mismofactor, plantearemoda hipotesis
parcial

Hé\(”) T o0 bien Hg(”) D=
segin setrate de factor la o columna. El estadstico utilizado en el primer casoseml
Yi Y P—

(=P SCRH(a 1)(b 1)]

cuya distribucion bajo la hipotesisesuna t de Studert con (a 1)(b 1) gradosde
libertad. Analogamene, para comparardos nivelesdel factor columna, utilizaremos

pT

t= B Yi Y
" SCRe(a L)(b 1)

con la misma distribucion que el estadstico anterior si la hipotesisescierta.

Por otra parte, en Ugarte[69 sec.8.8] puedenversealgunosejemplosde comparaciones
multiples para estemodelo.

190



Coe cien tes de determinaci on parcial

El coe ciente de determinacbn sede ne como

SCR_ SG + SCc

R2=1
SGr SGr

De modo que los coe cientes de determinacion parcial

_ SG _ SCc

RZ =" ==
FsG SGr

RE
indican el porcertaje de la variabilidad total explicada por el factor principal y por el
factor bloque, respectivamerte.

Descomp osicion fundamen tal de la suma de cuadrados

Vamosa probar la descompsicion aditiva 10.16en sumasde cuadrados.Para ello expre-
saremosel modelo 10.8 en notacion vectorial

X X
Y= 1+ iuj + jvj t+ (10.18)
i i
siendo
1 = (GLosnLynl L1
up = (1;,0;:::;0;1,0;:::;0;:::;1,0;:::;0)°
Uag = (0;:::;0;1;0;:::;0;1;:::50;:::;0;1)°
vi = (1;1,:::;1;0,0;:::;0;:::;0;0;:::;0)°
Vo = (0;0;:::;0;0;0;:::;05:::5 1150015 1)°
La matriz de disero ampliada es
X = (L;ug;iii5Uqa; Ve it Vp)

y eseviderte que 10.18esequivalerte a

Y =X +
siendo = (; ;i A 1iin b)°
Severi ca S
ufui, =0 i161i; uli=bh
uy; =1
ViV, =0 j16js; Vvivi=a

Sustituyendoen 10.18los parametrospor susestimacionesMC obtenemos

X X
Y N = Nug + AjVj+e



Como e es ortogonal al subespaciogeneradopor las columnasde X (teorema 2.4.2),
tendremos

ufe=ve=0
Entonces
X X . X A
kY Nk? = "izkuik2+ jszj k? + A jUiOVj + kek?
i j H]
Pero
X A X
NT= i Ny; vy
i >|<J X
= i vy, y & v
X X "X X
= yi oy y (yvi y)=20
j i j i
P
pues (yi y)=0.
Luego

X X

KY Ak?= AZkuik? + jzkvj k? + kek?
i j

lo que denmuestrala descompsicion fundamertal 10.16.

Ejemplo 10.3.1

Para estudiar las diferencias entre los efectos de 4 fertilizantes sobe la produccion de
patatas, se dispusode 5 nc as, cada una de las cualesse dividio en 4 parcelasdel mismo
tamano y tipo. Los fertilizantes fueron asignadosal azar en las parcelasde cada nc a. El
rendimiento en toneladasfue

Finca

Fert.t | 1 2 3 4 5
1 |21 22 1,8 20 1.9
2 |22 26 27 25 28
3 18 1.9 1.6 20 1,9
4 |21 20 22 24 21

Algunosgra c os exploiatorios pualenverseen la gura 10.4 de la pagina 213.

Setrata de un disero en bloquesaleatorizados. Este disero utiliza el madelo 10.8y es
espcialmente utilizado en exgerimentacion agr cola. El objetivo es comparar a = 4 tra-

tamientos (fertilizantes en estecaso) utilizando b= 5 bloques( nc as) y repartiendo alea-

toriamente los a tratamientosen cada uno de los bloques(los fertilizantes son asignados
al azar en las parcelas de cada nca). Para una correcta aplicacion de este disero dele

haker maxima homaeneidaddentro de cada bloque, de modo que el efecto blague sea el

mismo para todos los tratamientos.

Interesapuessaler si hay diferencias signi c ativas entre los tratamientos ; y entre los
blogues ; estableiendocon este n las hipotesislineales 10.14y 10.15resggctivamente.
Los resultadosobtenidosson

y=214 vy, =200 vy, =256 y; =184 vy, =216
y1= 2,050 yo= 2175 y3= 2,075 y,= 2,225 y5= 2,175
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Bloques

1 112143
2 41321
3 211143
4 3/11/4|2
5 21431

Cuadro 10.5: Formacion correctade bloquesy asignacon al azar de los tratamientos

La tabla del Analisis de la Varianza (ver tabla 10.4) es

Fuente variacion sumacuadmados g.l. cuadrmadosmedios

Entre fertiliz. 1:432 3 0477
Entre ncas 0;088 4 0;022
Residuo 0;408 12 0;034
Total 1,928 19

El estadstico F para comparar las nc as es

0,022
"~ 0,034

= 0;65

con 4y 12 gradosde libertad. Como no essigni c ativo, admitimos queno hay diferencias
entre las nc as. Asimismo, para comparar los fertilizantes, el estadstico F es

0477

con 3y 12 gradosde libertad. Dado que es muy signi c ativo podemosadmitir que hay
diferenciasentre los fertilizantes.

Como el efecto del factor blaque no es signi c ativo podemosconsidear el madelo de un
factor, aradiendola sumade cuadradosentre nc as al residuo.

Fuente variacion sumacuadmados g.l. cuadrmadosmedios

Entre fertiliz. 1432 3 0:477
Residuo 0;496 16 0;031
Total 1,928 19

El estadstico F vale 15,39 lo que muestia una signi c ativa diferencia entre fertilizantes.

10.4. Disenro de dos factores con interacci on

Supongamogguela variable obsenable esta in uida por doscausagle variabilidad Ay B,
conay bnivelesrespectivamerte. Peroahora,a diferenciadel disero dela seccon anterior,
los dosfactorestienen a priori la mismaimportanciay aceptamosaradir un nuewo efecto
denominadointeraccion entre factores. Entonceses precisodisponer de r obsenaciones
por casilla, porque con una solaunidad experimertal para cadacombinacion de niveles,
el modelo tendr a mas parametros que obsenacionesy la varianza del modelo no sera
estimable.
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Podemosdisponer los datos de la siguierte manera

B: | Bo |:::| Bp
Y111 | Y121 Yib1
Ai | Vi | Yizo | 110 | Vi
yllr y12r ylbr
Yai1 | Ya21 Yan1
Az | Ya12 | Yazzo | 110 | Yam
yalr ya2r Yabr
Indicaremoslas mediascon la siguierte notacion
1 X 1 X
Yi :a‘ Yii k szg. Yii k
ik ik
1 X 1 X
Yij :F Yii k y :y:a_r,_ Yii k
k i ik

Mo delo aditiv o con interacci on

En estemodelosuponemosgueel efecto la (efectodebidoal factor A) y el efectocolumna
(efectodebido al factor B) son aditivos, pero aceptamostambien la presenciadel efecto
interaccion. En otras palabras, el modelo lineal es

Yik= Tt it jF+ Tt j«k (10.19)
paratodoi = 1;:::;a;) = 1,:::;bk= 1;:::;r y donde

= mediageneral
i = efectodel nivel A; de A
i = efectodel nivel B; de B
j = interaccion ertre los nivelesA; y B;

Para determinar todos los parametros, seimponentambien las restriccionesnaturales

X X X X
i= i~ i = i =0 (10.20)
i j i j
conlo cual el modelo dependede
l+(a D+(b 1+(a b 1)=ab (10.21)
parametros.
La interaccion j debe anadirse para prever el casode que no severi que la aditividad
supuestaen 10.8.Indicando ; = E(yj k), la interaccion mide la desviacon respectoa un
modelo totalmente aditivo
i =i i j (10.22)
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Por otra parte, diremosque un disero esde rango completosi el numero de parametros
esigual al numero de condicionesexperimertales, esdecir, al numero de las distintas
de la matriz de disero. En un disero que no esde rango completohay menosparametros
gue condicionesexperimertales, por lo que en realidad \admitimos" que los datos se
ajustan al modelo propuesto.Por ejemplo,en el disero sin interaccion tenemos(ver 10.10)
a+ b 1< ab luegoadmitimos de partida el modelo 10.8. Sin embargo, este modelo
puede no ser cierto y de hedo existe la llamada prueba de Tukey para comprobarlo
(ver Pena[54 pag. 104]y Hoaglin et al.[39, pags. 268-273]).En cambio, por 10.21, el
modelo 10.19poseetantos parametros como condicionesexperimertales de variabilidad,

de modo que esvalido por construccon. En general,un modelo de rango completo se
ajusta intr nsecamete a los datos sin problemas.No obstarte, para poder estimar todos
los parametros es necesariodisponer de mas de una replica por condicion experimertal.

Esta esla razon por la cual la interaccion no puedeserincluida en 10.8.

El modelo 10.19puedeserreparamertrizado en la forma

Yik= it ik (10.23)
Pasamosdel modelo 10.23al 10.19mediarte las transformacilones
1 X 1 X
“ap Ty
L '”x ! y (10.24)
I 5 1) U I J

Estimaci on de los parametros

Consideremoda identidad

Vi k i i = )y )
+Hy; oy )
+HYi Vi Yty i)
+(Vik Vi)

Elevando al cuadradoy teniendoen cuerta lasrestriccionesl0.20,los productos cruzados
seanulan y queda

X ,_ X 2, X 2
(Vi i i)y )+t oy )
i ik )16 S ik
+ oy Yy )P
g , (10.25)
+ Y Yty i)

+ Yik Vi )?

iij ik

Como el ultimo termino de estaexpreson no dependede los parametros, esfacil ver que
las estimacionesVIC son
N

Ny NEyoy Yy N =YY Yty (10.26)
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mientras que la sumade cuadradosresidual es
X

SCR= (yijx Vi)?
i ik
guetiene al(r 1) gradosde libertad. Luegola estimacbn de la varianzaes
A2 = SCRal(r 1)]

Por otra parte, considerandol10.23y 10.24 podemosobtener las estimacionesl0.26 por
otro camino. Es obvio que las estimacionesde j son

N, = .
| — ylj

Interpretando ; i; j; j como funcionesparametricas sobre el modelo 10.23, por el
teorema de Gauss-Marlov, sus estimacionesse obtendran sustituyendo j por y; en
10.24,lo que nosdara 10.26.

Hip otesis lineales

En el diseno de dosfactorescon interaccion, las hipotesisde mayor interesson

HE @ 1= = 2=0 (no hay efecto |a)
HE @ 1= = =0 (no hay efectocolumna)
H® : 3 =0 8ij (no hay interaccion)

Losrangossona 1,b 1y (a 1)(b 1)respectivamerte.

A n de deducir el test F correspndierte, consideremoda siguierte descommsicion
fundamenal dela sumade cuadrados

X 2 X 2 X 2
ik YY) = br (yi y)r+a (yj V)
ik )I< ] )
+ro i Yi Yty
X';J ,
+ ik Vi)

isj Kk
Estarelacion, quesepuedeprobar conalgode esfuerzo)a expresaremodrevemerie como
SGr = SG: + SC: + SG + SCR

donde SG; esla sumade cuadradostotal, SC esla sumade cuadradoscorrespndierte
a la interaccion, etc.

Consideremoshorala hipotesisH §'. La sumade cuadradosresidualesSCR. Supongamos
la hipotesiscierta, ertoncesel modelo 10.19secorvierte en

Yik= t+ j*t it gk

Ademas, comono hay ;, el mnimo de 10.25,esdecir, la suma de cuadradosresidual
bajo H{ es X X
SCRy = i y)?>+ (Vix VYij)?>= SG + SCR
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Luegosi HY escierta (teorema5.3.1) tendremosque

_ (SCRy SCRa 1) SG=(a 1)
~ SCRabr 1)]  SCRHabr 1)]

F

siguela distribucion F(a 1;abr 1)).
La obtencion del test F para decidir sobreHE y H{® esanaloga. En la practica, los
calculos suelendisponerseen forma de tabla (ver tabla 10.6).

Fuerte de sumade cuadrados
variacion cuadrados g.l. medios F

P _
Entre las | SG- =br (yi )2 a 1 SG=a 1)| soenanray

P -
Entre col. | SCc=ar (y; )2 b 1 SC=(b 1) %

- P =
Interaccion | SG =1, (y; Vi @ Db 1| %75 Sg'CFE(anb?r(blﬁ)]
. yj +y)?
Residuo SCR= " ., (Yin ¥j)*| adr 1) Y
P

Total SCr = n(Yin ¥)? abr 1

Cuadro10.6:Tabladel Analisisdela Varianzapara diserosde dosfactoresconinteraccion

Ejemplo 10.4.1

Se desan comparar tres genotis distintos de Drosophila melanogastey observandaosi
existendiferenciasde viabilidad sembando 100y 800huevos.De estemado, para cadauna
de las 6 casillas del exgerimento (3 genotipps 2 siemba@s) se dispusiepn 6 preparados
(6 replicas) y al calo del tiempo su ciente de ser sembados los huevos, se obtuvo el
porcentaje de huevosque haban eclosionado.Los resultadosfueron:

Huevos Genotipo
sembados ++ +
100 93 94 93 |955 835 92 |92 91 90
90 93 86 |925 82 825|95 84 78
800 833 876 81984 844 77 |853 894 854
801 796 494 |67 691 884|874 52 77

El numero X dehuevoseclosionadogpor casilla siguela distribucion binomial con n = 100
o n = 800 Para normalizar la muestia aplicaremosla transformacbn

r r _
porcentaje

Y = arcsen X - arcsen
B n 100

Los datostransformadosson:
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Huevos Genotipo
sembrdos ++ +

100 747 758 747|778 66 736|736 725 716
71,6 747 68 | 741 649 653|771 664 62
800 659 694 648|664 667 613|675 71 675
635 631 447|549 562 701|692 461 613

Con estosdatos se dibujan los gra cos de la gura 10.1 queavanzanel resultado nal.

a) Diagrama de cajas b) Diagrama de cajas ¢) Medias

—_ J— 100 T

: —
N pe— ! .
— . :
- o : .

70
70
68 70

mean of y

=

+-

60
60
66

50
50
64

— 800

100 800 ++ +- - siembra genotipo

siembra genotipo Factors

d) Medianas e) Poligonos

100 T
L siembr:

72
72

-

o

S

+—t |

70
68 70

median of y
mean of y

68
64 66

66

62

800 -

++ +-
siembra genotipo

Factors genotipo

Figura 10.1:Gra cos del analisis exploratorio de los datos del ejemplo10.4.1

A continuacion se calculan las siguientesmedias:

Y11 = 73231 Y12 70271 Y13 = 70534 Vo1 = 61:899
Yoo = 62626 y,3 = 63781 y; = 71,346 y, = 62769
y1 = 67565 y, = 66449 y3; = 67,158 y = 67,057

Con ellas podemosobtenerentones la tabla del Analisis de la Varianza para un disero
de dosfactores con interaccion:

Fuentevariacion sumacuadmados g.l. cuadmadosmedios F

Entre siembias 662086 1 662086 14,833
Entre genotipos 7,665 2 3;832 0;086
Interaccion 35354 2 17,677 0;396
Residuo 1339094 30 44,636

Total 2044199 35
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A la vista de los valores F obtenidos, se concluye que no es signi cativa la diferencia
entre genotis ni la interaccion, pero s existendiferenciassigni c ativas sembando 100
0 800 huevos,siendo el porcentaje de eclosionesmayor en el primer caso, ya que segun
parece al hater menoshuevos,las larvas disppnen de mas alimento.

Observaocdbn: cuandoun factor no es signi cativo, la interaccion genealmente tampoco
lo es.

10.5. Descomp osicion ortogonal de la variabilidad

En las seccionesanteriores han sido tratados los diseros de uno y dos factoresy se ha
estudiado como descompner adecuadamete la variabilidad. Los diseros en los que in-
tervienentres o masfactorespuedenestudiarsetambien descompniendoadecuadamete
la variabilidad total X

SG = (yij aim Y)2

en diferertes sumasde cuadrados,mas una suma de cuadradosresidual. Veamoscomo
debe procedersepara un disero de cuatro factoresque indicaremosA, B, C y D, cona,
b, cy d nivelesrespectivamerte. Distinguiremos dos casos:

(@) D esel factor replica, es decir, d es el numero de replicas para cada condicion
experimental o combinacion de los nivelesde los factoresA, B, C. El modelo lineal

es
— A B C AB AC BC AB C
Yike = * i+t 7 0t 5t ot et gk Tk
parai = 1;::5;a ) = Liinbbk=1;::;¢r = 1;:::;dy siendo

Vi kr = replicar paralosnivelesi; j;k deA;B;C
= mediageneral
A. B, = = efectosprincipalesde A;B;C

i ] ’
185 40 R = interaccionesertre los factoresAy B, Ay C,By C

1% © = interaccion ertre los tres factores

i kr = desviacon aleatoria N (0; )

Debe imponersela restriccion de que la suma (respecto a uno o dossubndices)de
los parametros seaigual a cero.

(b) D esun verdaderofactor con d niveles,de modo que el disero dependede cuatro
factorescon una solaobsenacion por casilla. El modelo es

_ A B c D AB AC AD BC BD cD
Yikm = + i+ 7+ ¢t o 5t kT im T okt im Tt km
ABC , ABD ACD BCD
okt dim T okm T ojkm T oiikm

La interpretacion de los parametrosesanaloga.

199



La tabla 10.7 cortiene la descommsicion de la variabilidad. Los sumatorios deben des-
arrollarse para todoslos sub ndic)%si; j;k;m, veric an)o(losepor lo tanto

SCy = (Vi
i;j>8<;m
SG = (Y
] k)zw
SGec = ad (yj«
ik
etcetera.

y)>’=bcd (yi y)?
2 X 2
y)>=acd (y; Yy
j
Yi Yk +Y)?

Cuadro 10.7: Descompsicion ortogonal de la suma de cuadradoscorrespndierte a un
diseno de cuatro factores

Fuente de
variacion sumade cuadrados gradosde libertad
P
A p (¥ y)? a 1
B p (i ¥’ b 1
C p Yk ¥)? c 1
D pYm ¥)? d 1
AB B0 Vi Y Y (@ b 1)
AC p ik Y Yk+y)? (@ 1 1
AD pWim Yi Y mty)? (@ 1)(d 1)
BC pWik Yi Yk+y)? (b 1)(c 1)
BD pim Yi Ym+y)? (b 1)(d 1)
CD pWkm Yk ¥Ym+ty) (c 1)d 1)
ABC ik Yi  Yik  VYik (@ (b 1)(c 1)
potYi vV vy Y’
ABD Yim Yi  Yim Yim (@ I)(b 1)d 1)
p oty vV tym Y’
ACD Yikm Yik Yim Ykm (@ I)(c 1)d 1)
p Y tYk*tYm V)P
BCD Yikm  Yik  Yim Y km (b 1)(c 1)d 1)
Y FYk Y m Y)?
ABCD Yiikm  Yik  Yim Yikm Yjkm (@ L 1)(c I)d 1)
i tTYik tYik ¥FYimtYim
*Yim Y Y Yk Y m+y)?
Total (Yiikm Y)? abcd 1

Estas sumasde cuadradospuedenreunirse corveniertemerte, sumandotambien los gra-
dos de libertad, segin el tipo de disero factorial para obtener la suma de cuadrados
residual. Veamostres casos:

1) Supongamosque setrata de un disero de tres factoresy replicas,como el descrito

en (a). Entonces:

SGr = SCy + SGg + SCc + SCpg + SCac + SGgc + SCagc + SCR
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siendola sumade cuadradosresidual

SCR

§CD + SCap + SGsp + SCep + SCagp + SCacp + SGep + SCagcp
= (Yikm  Vik )2
con(d 1)+ +[(a 1 1)(c 1)(d 1)]=abdd 1) gradosde libertad.

Para estudiar, por ejemplo, si la interaccion ertre A y B essigni cativ a, calculare-

mos
_ SGeH(@ I1)(b 1)

k= SCRabdd 1)]
y consultaremoda tabla F con(a 1)(b 1)y abdd 1) gradosde libertad.

2) Supongamosque setrata de un disero de 4 factorescon una sola obsenacion por
casilla, comoel descrito en (b). Entonces:

SGr = SC+SG+SCc+SCG +SCg +  +SCcp++SCpgct  +SGep + SCR

siendoSCR = SCyg cp la sumade cuadradosresidual.La signi cacion de los efectos
principaleso las interaccionesdebera efectuarsedividiendo por SCag ¢p -

3) Supongamosgue C esun factor (por ejemplo,un factor bloque) que no interacciona
conA; B y queD esun \factor replica”. Entonces

SGr = SCy + SGg + SC: + SCag + SCR
siendo
SCR= SG + SCac + SCap + + SCep + SCagc + SCagp + SGep + SCas cp
la sumade cuadradosresidual.

La formulacion generalde estadescompmsicon de la sumade cuadradospermite abordar

muchos tip os de diseros que resulten de la combinacion de varios factores, con una sola
replica por casilla, o con el mismo numero de replicaspor casilla (diseros balanceados).
En estecaso,lasreplicasseconsiderancomoun factor formal y el residuoestara formado

por todaslas sumasde cuadradosen los que interviene el factor replica. Las interacciones
no presenes en un determinadomodelo (por condicionesexperimertales o por cociertes

F claramerte no signi cativ os) searadenal residuo.Esta formulacion generalno permite

tratar ciertos disexos como cuadradoslatinos, bloquesincompletosbalanceadosetc.

Esta descompsicion ortogonal, para un numero cualquierade factores,puedeprogramar-
sepor ordenadorsiguiendoel algoritmo propuestopor Hartley[36].

La principal di cultad de estosdiseros esla gran cartidad de obsenacionesnecesarias,
de modo que en la practica no se considerandiseros con mas de cuatro factores. En
algunoscasosse puede suponer que las interaccionesaltas son nulas y estimar el resto
de parametros. Esta esla propuestade los diseros en cuadradoslatinos y greco-latinos
gue permiten estimar los efectosprincipalescon el m nimo de obsenaciones(ver Pera[54
pag. 116-128ly Cuadras[20 pag. 261-262]).
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10.5.1. Descomp osicion de la variabilidad en algunos diseros

.11, SGr, exponemosseguidamete diferentes diseros del Analisis de la Varianza, pre-
sertando la descompsicion de la variabilidad. Algunos diseros han sido tratados en las
seccionesnteriores de estecaptulo.

1. Un factor y replicas

Yi = * it
T=A+R+ AR
Entre grupos A a 1
Residuo R+ AR ar a

2. Dos factores con una observacion por casilla

Yi = t it Tt
T=A+B+ AB
Entre las A a 1
Entre columnas B b 1
Residuo AB (a 1)b 1)
3. Dos factores con interacci on
Yik= * it j+ 5Tt ik
T=A+B+R+AB + AR+ BR+ ABR
Efecto la A a 1
Efecto columna B b 1
Interaccion AB (a@a 1(b 1)
Residuo R+ AR+ BR+ ABR abr 1)

4. Dos factores con interacci on en blo ques aleatorizados
Yik= + it jtbho+ i+ g«

T=A+B+R+AB + AR+ BR+ ABR

Efecto la A a 1

Efecto columna B b 1
Efectobloqgue R r 1
Interaccion AB (a 1)(b 1)
Residuo AR+ BR+ ABR (ab 1)(r 1)

Este modelo seutiliza cuandosecombinan dosfactoresA; B y seobtienenreplicasorga-
nizadasen bloques.El factor bloque tiene un efectoprincipal, pero no interaccionacon
A;B.

5. Tres factores con una observacion por casilla

Yik= + i+t 5+ «+( )i+ ( Dkt ( ikt ik
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T=A+B+C+AB+AC+BC+ ABC

Efecto A A a 1
EfectoB B b 1
Efecto C C c 1
InteracconA B AB (@ Db 1)

InteracconA C AC (a 1)(c 1)
InteracconB C BC (b 1)(c 1)
Residuo ABC (a 1) 1)(c 1)

6. Tres factores con r observaciones por casilla
Yikm= + i+ j+ «*+( )i+ D+ ikt ikt ijkm

T=A+B+C+R+AB+AC+AR+BC+BR+CR
+ ABC+ ABR+ ACR+ BCR+ ABCR

Efecto A A a 1

Efecto B B b 1

EfectoC C c 1

Interaccon A B AB (@ b 1)
Interaccon A C AC (a 1)(c 1)
InteracconB C BC (b 1(c 1)
InteracconA B C ABC (@ (b 1)(c 1)
Residuo R+ AR+ BR+ CR+ ABR abdr 1)

+ACR+ BCR+ ABCR
7. Disenro de parcela dividida
Yik= * it j+h+( )+ ( Bt + gk

T=A+C+B+AC+ AB + CB + ACB

Tratamiento principal A a 1
Subtratamieno C c 1
Bloque B b 1
Interaccon A C AC (a 1(c 1)
Interaccon A B AB (a )b 1)
Residuo CB+ACB alb 1)(c 1)
B, A, A Aj Ay
Cl\Cz Cz\Cl Cz\Cl Cl\Cz
B, A Az Ay A,
Cz\Cl Cz\Cl Cl\Cz Cl\Cz
Bg A3 A4 A2 Al
Cl\Cz Cl\Cz Cz\Cl Cz\Cl

Este disero seutiliza eninvestigacon agr cola, tambien en otras cienciasexperimertales,
para comparar a tratamientos (factor A) que se asignan aleatoriamerte en b bloques
o0 ncas (factor B), a razon de a tratamientos por bloque. Se divide cada una de las
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ab parcelasy seasignanal azar ¢ subtratamierntos (f actorC), tal como seilustra en el
esquemgoara el casoa = 4, b= 3, c= 2. Sesuponeque actuan los efectosprincipalesA,
B y C, lainteraccbn A C vy lainteraccon A B. Lainteraccionertre Ay losbloqueses
debida a que estosno puedenconsiderarsecompletamene homogeneos.Sin enbargo, se
supone que cadauna de las ab parcelasdertro de los bloquesson homogeneas,de modo
gue los subtratamientos C no interaccionancon los bloques.

Para la signi cacion de C y la interaccion A C debe calcularse

C=(c 1) ACH(a 1)(c 1)

Fe= CB+ABC)Halb )¢ 1)] @ *°~ (CB+ABC)Hab D(c 1)

Para estudiar la signi cacion del factor A y del factor bloque debe calcularse

A=(a 1) . = B=b 1)

Fa= AB=[(a 1)(b 1)] ® T AB(a 1)(b 1)

10.5.2. Estimaci on de parametros y calculo del residuo

La estimacon de los efectosprincipales y las interaccionesse obtienen utilizando los
terminosque intervienen en las correspndiertes sumasde cuadrados(ver tabla 10.7).

Por ejemplo, en un estudio de dos factorescon interaccion en bloquesaleatorizados,las
estimacionesson:
N — N, — A A. = .
=Yy i =i y i=Yi oy
b=y v N=vi v vy +y
Sepuedeaplicar una reglasencillapara encorirar la expreson algebraicadel residuo.En
el disero citado, cuyo modelo es

Yik= + i+ jHbh+ o+ gk
sustituiremoslos parametros por susestimaciones
Yik = y+ri o V+Hy; Ve Y
Y  Yi Y tY)* ek
Para que exista identidad ertre y; « y el termino de la dereta, la estimacbn de la des-
viacion aleatoria g; « debe ser
€ik=VYik Yi Yty

El residuo correspndierte al disero de dos factorescon interaccion en bloguesaleatori-
zadosesertonces X X
eﬁkz Yik Yi VYk* y)?
isj 3k isj K
formula que coincidecon AR + BR + ABR.

Esta reglasirve paratodoslos diseros que admiten descomsicion ortogonal de la suma
de cuadrados.Por poner otro ejemplo, para el disero de parceladividida se comprueba
de estemodo que la estimacbn de la desviacon aleatoria es

€ik=VYik VYik VYi tYi
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Ejemplo 10.5.1

Con el n devalorar la accion de los hongosxilofagossobe la mader, se han tomado
240 muestias de madem procedente de toconesde Pinus silvestris, clasi cadosatendiendo
simultaneamente a 4 factores (edad, orientacion, altura y profundidad). La descrigion
de los factores es:

Edad (E): Arostranscurridosdesdela fechadetala (1,4,7,10 o 13 arnos).
Orien tacion (O): N,S,E,O saun la ubicacion de la muestia en el tocon.
Altura (A): 0;2;5; 15 expresadaen cm contadosa partir de la suger cie de corte.

Profundidad (P): 0;2;5 expresadaen cm contadosradialmentea partir de la suger cie
lateral.

Cadaunadelas5 4 4 3= 240muestmas era en realidad la homayeneizaon de 3
muestias procedentesde 3 toconesdistintos pero de las mismas caracter sticas en cuanto
a la edad, orientacion, altura y profundidad.

Seestudiaon 8 variablesqumicas. Para la variablequemed a la cantidad de hemilulosa,
se obtuvola siguientedesomposicion ortogonal de la sumade cuadrados:

Fuentede Sumade Gradosde Cuadrados

variacion cuadmados libertad medios F

E 122753 4 30688 5921
O 51,94 3 1731 3,34
A 5859 3 1953 3,76
P 18,04 2 9,02 1,74
EO 15270 12 1272 245
EA 13713 12 11:42 2,20
EP 7222 8 9.03 1,74
OA 54,60 9 6,06 1,17
OoP 37,26 6 6,21 1,20
AP 21,04 6 3,50 0,68
EOA 18989 36 527 1,01
EOP 14512 24 6,04 1;16
EAP 13222 24 550 1,06
OAP 60,70 18 337 065
EOAP 37319 72 5,18

Total 273264 239

Losdatosseadaptana un disero de 4 factorescon una observaabn por casilla. El residuo
esla sumade cuadradosindicada simbolicamente por EOAP y su valor es37319 con 72
gradosde libertad. Un exameninicial de los cocientesF de la tabla, obtenidosdividiendo
los cuadrados meadios por 37319=72 = 5;18, para un nivel de signi cacion de 0;05 nos
Ileva a las siguientesconclusiones:

a) Sonsigni cativoslos efectosprincipalesg,O,A. No essigni cativo el efecto principal
P.
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b) Son signi cativas las interacciones EA y EO. No son signi cativas el resto de las
interacciones.

Prescindiendode los efectos no signi c ativos, resultaun disero de tresfactores (E,O,A),
de los cualesinteraacionan E con A y E con O (edad con altura y edad con orientacion).
Anradiendo las correspndientes sumasde cuadrados al residuo, obtenemosla siguiente
tabla:

Fuentede Sumade Gradosde Cuadrados

variacion cuadrados libertad medios F

E 122753 4 30688 56,97
@) 51:94 3 1731 321
A 5859 3 1953 3,63
EO 15270 12 1272 236
EA 13713 12 1142 212
Residuo 110426 205 5:39

Total 273264 239

Seobservaque sigue existiendovariabilidad signi c ativa respecto E,O y A. Tambien son
signi cativas las interacciones EO y EA. Por lo tanto, se con rman las conclusiones
iniciales. Una estimacion insesgadade la varianza 2 es”? = 5;39,

10.6. Diagnosis del modelo

Una vez decidido el modelo, calculadoslos parametrosy cortrastadas las hipotesissobre
los parametros, es necesariocomprobar si las hipotesis esencialesdel modelo lineal se
cumplen. En casocortrario debemosanalizar las consecuenciag si esprecisoun canbio
de modelo. Para ello y como en el casode los modelos de regreson (ver captulo 9)
realizaremosun completoanalisis de los residuos.Comoya seha explicado,dicho analisis
debe comprobar la normalidad, la independenciay la aleatoriedad,la no existenciade
valoresat picosy la homocedasticidad.As pues, en esta seccon vamosa comenar los
aspectosespec cos de estetema en el casode los modelosde Analisis de la Varianza.

Podemosempezarpor una exploracon previa de las obsenaciones esgecialmerte gra ca,
como puede ser un diagrama de cajas multiple o, cuando el numero de datos seamuy
pequeyo, un gra co de puntos comoel de la tabla 10.2.

Una vezresueltoel modelo, podemosrealizar el estudio descriptivo y gra co de la distri-

bucion de los residuos.En estesernido los gra cos propuestosen 9.1.3,como diagramas
de dispersion frente a las previsiones(medias en cada grupo), QQ-plots, etc., nos pro-
porcionaran mucha informacion sobrela veracidadde las hipotesisbasicasde un modelo
lineal normal.

Por otra parte, comola mayor a de diserosrespondena una situacion experimertal, siem-
pre corviene represemar los residuosrespecto a su ndice temporal de obsenacion. Con
ello podemosdetectar posiblescambios enlas condicionesexperimertales que provocar an
una correlacon indeseableo una alteracion en la variabilidad experimertal. Por ejemplo,
estoultimo ocurre cuandosemani esta el llamado efectode aprendizge.
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La falta de normalidad no esun problemagrave. Aunque las obsenacionesno siganla ley
normal, los cortrastes son esencialmete validosy sedice que el Analisis de la Varianza
esen estecasouna tecnia robusta Sin embargo, la no normalidad s afectaa la precison
de la estimacbn de la varianzadel modeloy su estimacbn por intervalos.

El efecto de varianzas desigualesen los grupos afecta al cortraste F si el numero de
obsenacionesen cadagrupo esdifererte (max nj=m n n; > 2). En casocortrario, cuando
el numero de replicaspor casillaesel mismo, el cortraste F esbastarte robusto incluso
cuando las varianzas son fuertemene distintas (por ejemplo en una relacion 1 a 30).
Por supuesto,una fuerte desigualdadde la varianza del error en los grupos s inuy e
marcadametre en la estimacon de 2.

En algunoscasossepuedeaplicar algunatransformacion para conseguithomocedasticidad
(ver Pena[pag. 59][54).

En cuarto a efectuarun cortraste formal de igualdad de varianzasantes del test F, es
mejor utilizar un test robusto frente a la falta de normalidad comoel test de Levene(ver
6.7.3y Ugarte[69 pag. 375]). Silos datos sedesvan ligeramerie de la normalidad, estova
a afectar poco al test F, pero mucho a un test de varianzasno robusto, muy dependierte
de la normalidad.

Finalmernte, el efectode dependenciaernre obsenacionespuedesermuy grave, ya quelas
formulas para las varianzasde las distribuciones muestralesde las mediassoninvalidas
en este caso, por lo que todos los calculos sobre la precison de los estimadoresseran
erroneos.El procedimierto mase caz para prevenir la dependenciaesla aleatorizacon.

Ejemplo 10.6.1

Con el madelolineal propuestoen el ejemplo10.2.1 se pualen realizar los gra c os de los
residuosque se presentanen la gura 10.2. No se observanpatolog as que hagandudar
de las hipotesisbasicas del madelo.

Ejemplo 10.6.2

Con los datosdel ejemplo10.3.1y el madelo mas simpletras el contraste se calculan (ver
pagina 214) los residuosestandarizadogjuetenemosen la tabla 10.8. Solo hay un residuo

prod fert finca ajustado resid resid.std atipico

1 21 A 1 2.00 0.10 0.57
2 22 A 2 2.00 0.20 1.14
3 18 A 3 2.00 -0.20 -1.14
4 20 A 4 2.00 0.00 0.00
5 1.9 A 5 2.00 -0.10 -0.57
6 2.2 B 1 2.56 -0.36 -2.04 *
7 26 B 2 256 0.04 0.23
8 2.7 B 3 256 0.14 0.80
9 25 B 4 2.56 -0.06 -0.34
10 2.8 B 5 256 0.24 1.36
11 1.8 C 1 1.84 -0.04 -0.23
12 1.9 C 2 1.84 0.06 0.34
13 1.6 C 3 1.84 -0.24 -1.36
14 2.0 C 4 184 0.16 0.91
15 1.9 C 5 1.84 0.06 0.34
16 21 D 1 2.16 -0.06 -0.34
17 20 D 2 2.16 -0.16 -0.91
18 22 D 3 2.16 0.04 0.23
19 24 D 4 216 0.24 1.36
20 21 D 5 2.16 -0.06 -0.34

Cuadro 10.8: Residuosestandarizadoslel ejemplo10.3.1
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Figura 10.2: Gra cos para el analisis de los residuosdel ejemplo 10.2.1

ligeramenteat pico, situado en las colas del 5%, y marcado con un asteris®.

Los gra cos de estosresiduos,como en el ejemplo anterior, tampoco muestan ningun
indicio de apartarse de las hipotesisbasicas del madelo lineal.

Ejemplo 10.6.3

En el analisis de los residuosdel ejemplo10.4.1 con el madelo simpli c ado a un factor, el
factor signi c ativo siembmi, se observandosresiduosestandarizadoscon valores at picos:
2,84 (p< 0,007y 261(p< 0,01). Habra queestudiar estosdosresultados.

Los gra cos pualenverseenla gura 10.3.

10.7. Disenros no balanceados y observaciones faltan-
tes

Un disero experimertal (obsenacionesy modelo del experimerto) puededescribirseme-
diante el modelolineal Y = X + |, donde X esla matriz de disero ampliada. Sean

seccon 2.7). Exceptoel disero de un factor, losdemasdiserosdebentener el mismonume-

ro dereplicaspor condicion experimertal. Sin embargo, en las aplicacionesno siemprees
posible mantener tal restriccion. Ademas, las replicasde alguna condicion experimertal
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Figura 10.3: Gra cos para el analisis de los residuosdel ejemplo 10.4.1

pueden perderse(un tubo de ensgo que serompe, unos datos que se extrav an, etc.).
Veamoscomo puedensertratados ambos problemas.

Dado el modelolineal Y = X + , diremosque correspnde a:
1) Un disero balanceadosiny = n, = =ne 6 0.

2) Un diseto no balanceadosi n; 6 n; paraalguni; j.

3) Un disero con obsenacionesfaltantes si nj = 0 paraalgun i.

Supongamosque X g esla matriz de disero reducida\estandar” para un disexo experi-
merntal determinado.Los diserosno balanceados/ con obsenacionesfaltantes sepueden
manejar, sin modi car X g, utilizando

Adoptemos el corvenio de que si n; = 0 para algun i, la correspndierte obsenacion

yi = 0. Entoncesseveri ca
b= (X3DXg) X2DY

scr= Y% b%opy
SCRy SCR= (AD)YA(X2DXg) A9 Y(AD)
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siendoHy : A = 0 una hipotesisconrastable. La matriz M que relacionaX con Xy
mediarte X = MX r sede ne comoenla seccon 2.7, pero aradiendouna la de cerosen
el lugar correspndierte a una casillacon obsenacionesfaltantes (ver Cuadras[2(). Para
otros tratamientos del casono balanceadoy de las obsenacionesfaltantes veaseSeler[65,
pag. 259,290-300].

Ejemplo 10.7.1

Consideemosun disero de dosfactores A; B sin interaccion, cona= 2, b= 3, n;; = 1,
N, =2, n13=0, N3 = 3, Ny =0, nyz= 1, esdecir, no balanaadoy con observaciones
faltantes en los nivelesA;B; y A,B,. Entonces, para los parametros ; 1, 2; 1) 2; 3
tenemos:

0 1
100000
0 1
110101 010000
010000
110010
000O0O00O
_B110001 _
XRr = M=BO0OOO1O00O0
101100
000100
101010
101001 000100
000O0OO0O
000O0O01
D =(1;,20;3;1,0)
0 1
110100
110010
110010
000O0O00O
X=MXgr=B101100
101100
101100
000O0O00O
100001

10.8. Ejemplos con R

Empezamospor reproducir el ejemplo10.2.1con el disero de un factor. En primer lugar
introducimos los datos en una tabla. Obsenemosen especial la de nicion del vector
tratam comofactor.

> y<-c(22,18,30,15,17,20,28,35,19,33,10,5,0,14,18)
> tratam<-factor(c(rep("D",5),rep("B",5),rep("P",5)))
> pacientes<-data.frame(y,tratam)
> design.table(pacientes)
B DP
120 22 10
22818 5
3330 O
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15 14

4
5 17 18

19
33
A continuacion podemospresenar algun gra co de los datos comoun diagramade cajas
o un gra co de puntos (ver gura dela tabla 10.2).

> par(pty="s")
> boxplot(split(y,tratam))

> par(pty="s")
> dotplot(formula=tratam~y,data=pacientes)

El Analisis de la Varianza serealizacon la funcion aov.

> aov(y~tratam,data=pacientes)
Call:
aov(formula =y ~ tratam, data = pacientes)

Terms:

tratam Residuals
Sumof Squares 790.5333 558.4000
Deg. of Freedom 2 12

Residual standard error: 6.821535 Estimated effects are balanced

Aunque paraobtenerla tabla 10.3del Analisisdela Varianzaesmejor asignarel resultado
en la forma

> pacientes.aov<-aov(y~tratam,data=pacientes)
> summary(pacientes.aov)
Df Sumof Sq MeanSq F Value Pr(F)
tratam 2 790.5333 395.2667 8.494269 0.005031871
Residuals 12 558.4000 46.5333

Obsenemosqueel estadstico F essigni cativ o, de forma que serechazala hipotesisnula
de igualdad de tratamientos.

Las estimacionede los parametros ; son® =y, vy
> model.tables(pacientes.aov)

Tables of effects

tratam

B D P
8.0667 1.4667 -9.5333

y las estimacionegde las medias”™ = y;*+ / = y; son
> model.tables(pacientes.aov,type="mean")

Tables of meansGrand mean
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18.933

tratam
B D P
27.0 204 94

Los residuosestandarizadosde estemodelo secalculanfacilmerte:

> ECM<-deviance(pacientes.aov)/pacientes.aov$df.residual;ECM
[1] 46.53333
> resstd<-residuals(pacientes.aov)/sqrt(ECM)

Nos interesa adenmas seyalar los residuosat picos, si los hay. Para ello de nimos una
escalade tres estrellasque correspnde a las colas de probabilidad 0;007, 0,01y 0;05,
respectivamerte.

> outlier<-as.character(ifelse(abs(resstd)>2.698,"***",
+ ifelse(abs(resstd)>2.576,"**",
+ ifelse(abs(resstd)>1.96,"*"," "))

La siguierte tabla muestra los resultados:

> cbind(pacientes,ajustado=fitted(pacientes.aov),
+ resid=round(residuals(pacientes.aov),2),
+ resid.std=round(resstd,2),atipico=outlier)

y tratam ajustado resid resid.std atipico

122 D 204 1.6 0.23
2 18 D 204 -24 -0.35
3 30 D 204 9.6 1.41
4 15 D 204 54 -0.79
517 D 204 -34 -0.50
6 20 B 27.0 -7.0 -1.03
7 28 B 270 1.0 0.15
8 35 B 27.0 8.0 1.17
9 19 B 27.0 -8.0 -1.17
10 33 B 270 6.0 0.88
11 10 P 94 0.6 0.09
12 5 P 94 -44 -0.65
13 0 P 94 -94 -1.38
14 14 P 94 46 0.67
15 18 P 94 86 1.26

Los gra cos dela gura 10.2sehan obtenido con las siguiertes instrucciones:

> par(mfrow=c(2,2))

> boxplot(resstd,xlab="residuos estandarizados")

> title("a) Diagrama de caja”)

> qgnorm(resstd,xlab="cuantiles de la normal",ylab="residuos est.")
> qgqline(resstd)

> title("b)  QQ-plot")
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> plot((1:length(resstd)),resstd,type="p",xlab="i",ylab="resi duos est.")

> title("c) residuos est. vs index")

> plot(fitted(pacientes.aov),resstd,xlab="predicciones",ylab= "re si duos est.")
> title("d) residuos est. vs predicciones")

Veamosahorala reproduccion del ejemplo 10.3.1.Primero la introduccion de los datos:

> prod<-c(2.1,2.2,1.8,2.0,1.9,2.2,2.6,2.7,2.5,2.8,1.8,
+ 1.9,1.6,2.0,1.9,2.1,2.0,2.2,2.4,2.1)

> fert<-c(rep(1,5),rep(2,5),rep(3,5),rep(4,5))

> fert<-factor(fert,labels=c("A","B","C","D"))

> finca<-rep(c(1,2,3,4,5),4)

> finca<-factor(finca)

> problema<-data.frame(prod,fert,finca)

> rm(prod,fert,finca)

> problema

Con la ultima instruccion veremosla tabla con todoslos datos.
Ahora podemospresettar algunosgra cos descriptivoscomolos dela gura 10.4.

> par(mfrow=c(1,3),pty="s")

> plot.factor(prod~fert,data=problema)
> title("a) Diagrama de cajas")

> plot.factor(prod~finca,data=problema)
> title("b) Diagrama de cajas")

> interaction.plot(finca,fert,prod)

> title("'c) Poligonos")

a) Diagrama de cajas b) Diagrama de cajas c¢) Poligonos

mean of prod

H )

16 18 20 22 24 26 28
L

prod
16 18 20 22 24 26 28
(B
|
(- |
prod
16 18 20 22 24 26 28
L N N N N N N
()
(
o | [
1]

fert finca finca

Figura 10.4:Gra cos para la exploracon de los datos del ejemplo10.3.1

Tambien se puedenobtener otros gra cos con las instrucciones:

> plot.design(prod~fert,fun="mean") # Medias de prod por fert
> plot.design(problema,fun="median") # Medianas de prod
> dotplot(fert ~ prod | finca, data = problema)
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Conla ultima seobtieneun conjunto de gra cos de puntos, uno para cadanivel del factor
bloque, en estecasolas ncas.

A cortinuacion secalcula el Analisis de la Varianza:

> attach(problema)
> problema.aov<-aov(prod~fert+finca,data=problema)
> summary(problema.aov)
Df Sumof Sq MeanSq F Value Pr(F)
fert 3 1.432 0.4773333 14.03922 0.0003137
finca 4 0.088 0.0220000 0.64706 0.6395716
Residuals 12 0.408 0.0340000

Ahora sepuedencalcular las estimacionedde los efectosy las medias.

> efectos<-model.tables(problema.aov);efectos
Tables of effects

fert
A B C D
-0.14 0.42 -0.30 0.02

finca
1 2 3 4 5
-0.090 0.035 -0.065 0.085 0.035
> medias<-model.tables(problema.aov,type="means");medias

Tables of means
Grand mean

2.14

fert
A B C D
2.00 256 1.84 2.16

finca
1 2 3 4 5
2.050 2.175 2.075 2.225 2.175

Como el efectodel factor bloque no essigni cativ 0, podemosevaluar la tabla del Analisis
de la Varianzadel modelo con el factor principal:

> simple.aov<-aov(prod~fert,data=problema)
> summary(simple.aov)
Df Sumof Sq MeanSq F Value Pr(F)
fert 3 1.432 0.4773333 15.39785 0.00005624767
Residuals 16 0.496 0.0310000

El analisis de los residuosdebe hacersecon simple.aov .
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> ECM<-deviance(simple.aov)/simple.aov$df.residual;ECM
[1] 0.031

> resstd<-residuals(simple.aov)/sqrt(ECM)
outlier<-as.character(ifelse(abs(resstd)>2.698,"***",
ifelse(abs(resstd)>2.576,"**",
ifelse(abs(resstd)>1.96,"*"," )
cbind(problema,ajustado=fitted(simple.aov),
resid=round(residuals(simple.aov),2),
resid.std=round(resstd,2),atipico=outlier)

+ +V + +V

El resultado puedeverseen la tabla 10.8 de la pagina 207. Los gra cos del analisis de
estosresiduosse puedenrealizar con las mismasinstruccionesque en el ejemplo anterior
y sonmuy parecidosa losdela gura 10.2.

Veamosahora como se procedecon los datos del ejemplo10.4.1.

huevos<-c(93,94,93,90,93,86,
95.5,83.5,92,92.5,82,82.5,

92,91,90,95,84,78,

83.3,87.6,81.9,80.1,79.6,49.4,
84,84.4,77,67,69.1,88.4,
85.3,89.4,85.4,87.4,52,77)
genotipo<-c(rep(1,6),rep(2,6),rep(3,6),rep(1,6),rep(2,6) re p(3,6))
siembra<-c(rep(1,18),rep(2,18))
genotipo<-factor(genotipo,labels=c("++","+-","--"))
siembra<-factor(siembra,labels=c("100","800"))
y<-asin(sqrt(huevos/100))

y<-y*180/pi

split(round(y,2),genotipo)

VVVVVVYV+ + + + +V

problema<-data.frame(y,siembra,genotipo)
rm(y,siembra,genotipo)
attach(problema)

par(mfrow=c(2,3))
plot.factor(y~siembra,data=problema)
title("a) Diagrama de cajas")
plot.factor(y~genotipo,data=problema)
title("b) Diagrama de cajas")
plot.design(problema,fun="mean")
title("c) Medias")
plot.design(problema,fun="median")
title("d) Medianas")
interaction.plot(genotipo,siembra,y)
title("e) Poligonos")

VVVVVYVVYVVVYVVYVYV!

Este conjunto de gra cos puedeverseenla gura 10.1.Seintuye la falta de diferencias
signi cativ asertre los genotipos, mientras hay una clara diferenciaertre las dossienbras.
Tambien eseviderte la no interaccion enre los dosfactores.

A cortinuacion resolhemosel Analisis de la Varianzaconlos dosfactoresy su interaccion.
Obsenemosque la formula que seintroduce en la funcion aov es
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>
>

siembra + genotipo + siembra:genotipo == siembra*genotipo

problema.aov<-aov(y~siembra*genotipo,data=problema)
summary(problema.aov)
Df Sumof Sq MeanSq F Value Pr(F)
siembra 1 662.086 662.0865 14.83286 0.0005736
genotipo 2 7.665 3.8323 0.08585 0.9179521

siembra:genotipo 2 35.354 17.6772 0.39603 0.6764562

>

El analisis de los residuosse hacecon el modelo simple. Ver gura 10.3.

>
>

Residuals 30 1339.094 44.6365

medias<-model.tables(problema.aov,type="means");medias

simple.aov<-aov(y~siembra,data=problema)
summary(simple.aov)

Df Sumof Sq MeanSqg F Value Pr(F)
siembra 1 662.086 662.0865 16.28734 0.00029224

Residuals 34 1382.113 40.6504

>

ECM<-deviance(simple.aov)/simple.aov$df.residual;ECM

[1] 40.65038

>

+ +V++VVVVVVVVYVVYV

resstd<-residuals(simple.aov)/sqrt(ECM)
par(mfrow=c(2,2))

boxplot(resstd,xlab="residuos estandarizados")
title("a) Diagrama de caja”)
ggnorm(resstd,xlab="cuantiles de la normal”,ylab="residuos
ggline(resstd)

title("b) QQ-plot™)
plot((1:length(resstd)),resstd,type="p",xlab="i",ylab="resi
title("c) residuos est. vs index")
plot(fitted(simple.aov),resstd,xlab="predicciones",ylab="re
title("d) residuos est. vs predicciones")
outlier<-as.character(ifelse(abs(resstd)>2.698,"***"
ifelse(abs(resstd)>2.576,"**",
ifelse(abs(resstd)>1.96,"*",""))))
cbind(problema,ajustado=fitted(simple.aov),
resid=round(residuals(simple.aov),2),
resid.std=round(resstd,2),atipico=outlier)
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10.9. Ejercicios

Ejercicio 10.1

Los siguiertes datos correspndena los ndicesde mortalidad, en un per odo de 10 aros,
clasi cadospor estacionesDeterminar si hay diferenciassigni cativ asenre las diferernes
estacionesal nivel 0;01.

Invierno Primavera Verano Otoro

9,8 9,0 8,8 9,4
9,9 9,3 9.4
9:8 9:3 8,7 10,3
1G,6 9;2 8:8 9:8
9,9 94 8,6 9.4
167 9.1 8,3 9,6
9,7 9,2 8,8 9,5
1G2 8.9 87 9.6
1G9 9:3 8:9 9.5
10,0 9;3 94

Por otra parte, >di ere signi cativamerte de 10,0 el ndice medioregistradoeninvierno?

Ejercicio 10.2
Para el disero de un factor conk niveles

Yin = * it i = L5k h=1n

P
con i = 0, demostrar:

a) La relacion ertre el cortraste de la razon de verosimilitud vy el cortraste F para
la hipotesisHg : 1 = = y=0es

kK 1 n=2

1+ F
k

b) El valor esperadode los cuadradosmediosertre grupos es
1 X

E(CMg) = 2+k 1

2

c) CuandoHg esciertay mnfng;:::;ncg! 1, enoncesF I? 1.
d) Sik = 2, el cortraste F para la hipotesis
Ho 1= o= 0

esequivalente al cortraste t de Studert para compararlas medias + 1, + »
de dos poblacionesnormalessuponiendoque las varianzassoniguales.

Ejercicio 10.3

La siguierte tabla registra las produccionesde 4 variedadesde ma z, plantadas segin un
disero en bloquesaleatorizados

217



Variedad

1 2 3 4

al 7 6 6 7

b{10 8 7 9

Blogue c| 6 3 5 7
d 4 3 3 3

el 8 55 6

Al nivel 0;05 estudiar si hay diferenciasertre variedadesy ertre blogues.Comparar la
variedad 1 con la variedad 3.

Ejercicio 10.4

En una experienciaagr colaenla que secombina aro con genotipo, seadmite el siguierte
modelo
Yikr = *+ it okt okt it ok (10.27)

dondeyj, esla longitud de la planta, ;i = 1;:::;5 esel efectoprincipal del aro, ¢
k = 1, 2; 3 esel efectoprincipal del genotipo, i esla interaccion genotipo aro, ! j es
una interaccion de las replicascon los arosy . esel termino de error con distribucion
N (0; 2). La tabla 10.9 presenia la descomsicion ortogonal de la sumade cuadrados.

gl. SCy |y T T
A (aro) 4 742 412 630
B (genotipo) 2 118 105 110
C (bloque) 3 74 87 97

AB 8 647 630 521
AC 12 454 478 372
BC 6 87 63 79
ABC 24 345 247 270

Cuadro 10.9: Tabla con las sumasde cuadradospara el disero 10.27
Sepide:

a) Hallar la expreson algebraicadel residuoy encorirar tres estimacionesindepen-
dientes de 2.

b) Estudiar si los efectosprincipalesy las interaccionesson signi cativ as (nivel 0;05).

Observaobn: La variable T esuna variable concomitarte y su utilidad seia estudiadaen
el siguierte captulo. Por este motivo, las columnascorrespndietesa¥Y Ty T no
tienen interesahora.

Ejercicio 10.5

En un estudio sobre viabilidad de Drosophila melanogasterse tienen en cuerta los si-
guiertes factores:
Genotipo (G): seestudian 3 genotipos distintos
Generacon (N): el experimerto serepite durante 4 generacionesucesias
Temperatura (T): incubacion a 17y 25 gradoscert grados
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Seobtuvieron 5 replicaspara cada una de las conbinacionesde los 3 factores. El expe-
rimento serealizo senbrando 100 huewsy anotando el numero de huewos eclosionados
(esto constituye una replica). Desples de transformar adecuadamete los datos origina-
les (ver ejemplo 10.5.1), se obtuvo la siguierte descompsicion ortogonal de la sumade
cuadrados(R esel factor replica)

sc gl
G 621 2
N 450 3
T 925 1
R 347 4
GN 35 6
GT 210 2
GR 48 8
NT 23 3
NR 34 12
TR 110 4
GNT 75 6
GNR 17 24
GTR 22 8
NTR 11 12
GNTR 107 24

Sepide:

a) Sabiendoque las interaccionesertre 2 o 3 factoresen las que intervengael factor
N no forman parte del modelo lineal asaiado al disero, estudiar la signi cacion de
los efectosprincipalesy de las interacciones(nivel de signi cacion: 0;01).

b) Hallar tres estimacionesinsesgadagie la varianza 2 del disero estacasticamerte
independiertes.
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Cap tulo 11

An alisis de Comp onentes de la
Varianza

11.1. Intro duccion

En losdiserosdel captulo anterior hemossupuestoquelos efectosde los factoresson jos,
elegidospor el experimertador, y por estemotivo sedenominanmodelosde efectos jos.
Setrataba de investigar el efectoque producen algunosniveles jados sobrela variable
respuesta.Sin embargo, en ciertas situacioneses necesariointerpretar los efectosde los
factorescomoaleatorios.En estosdiseros|os nivelesno seeligen, sino que seconsideran
una muestraal azar. A los modelosrelacionadoscon los efectosaleatoriosselesdenomina
modelosde efectos aleatorios.

En el casode diseros con efectos jos estamosinteresadosen estimar el efecto de los
diversosnivelessobrela respuesta.Por el cortrario, en los diseros de efectosaleatorios
dicha estimacbn no tiene sertido y buscaremosakler si el efectoexistey, sias es,conacer
su efectosobrela variabilidad conla estimacon de las varianzasasaiadas. Por ello este
estudio seconace con el nombre de Analisis de Compnentesde la Varianza

Tambienpuedenpresenarse efectosde ambostip osenun mismomodelo: sonlosllamados
modelosmixtos. Veamoscomodistinguirlos mediarte ejemplos.

Un modelo de efectos jos

Una experiencia agr cola consistb en comparar la produccion de cuatro variedadesde
maz. Para ello, se plantaron las cuatro variedadesen 40 parcelasiderticas, 10 por va-
riedad. Transcurrido el tiempo necesariose recolecb, estudiandosela variable \p esode
maz por parcela”.

Un modelo adecuadopara analizar esta experienciaesel de un factor

yj esla obsenacion j del nivel i, esdecir, la produccion de la
parcelaj de la variedadi
esla mediageneral
i esun parametro jo y represeta el efectode la variedadi
j eselerror aleatorio con distribucion N (0; )
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La hipotesisde interesen esteestudio es

Ho: 1= > 3= 4=0

esdecir, no hay efectovariedady las cuatro puedenconsiderarsehomogeneasen cuarto
a la productividad.

Un modelo de efectos aleatorios

Para determinar el cortenido en DNA de los hepatacitos de rata hemostomado al azar
cinco ratas. De cada h gado realizamostres preparacionesy evaluamoscon las tecnicas
adecuadada cartidad de DNA por celula.

Un modelo apropiado para estosdatos sera tambien el de un factor
Yi = + A+ i=12:::5]=123

pero la diferenciarespecto al anterior estriba en que A;j no esun parametro jo sino el
efectoaleatorio de la rata i que procedede una poblacion de ratas en la cual se supone
que la variable (cantidad DNA / celula hepatica) sigue una distribucion N(; ). La
distribucion de los A; esN(0; a) que se supone independierte de los errores j; con
distribucion N (O; ).

La hipotesisde interesen estecasoes

Ho: 2=0

lo que equivale a a rmar que no hay variabilidad ertre las distintas ratas de la poblacion
respecto la variable estudiada.

Un modelo mixto

Para un estudiosobrela ecologa de un lagosehan elegidoal azar cuatro tardesde verano
y seha medidola variable temperatura a diferentes profundidades(0,1,2,3,4y 5 metros).
Nuestroobjetivo esexaminarmediarte los datos obtenidossi hay diferenciassigni cativ as
ertre profundidadesy d as.

El modelo adecuadoen estecasoesel de dos factoressin interaccion
Yi = +* i+tBj+ i=12::6/]=1234

yj eslatemperatura a la profundidadi eneldaj
esla mediageneral
i esun parametro jo y represema el efectode la profundidad i
B; eselefectoaleatoriodeld aj y sigueunadistribucionN (0; g)
j esel error aleatorio con distribucion N (0; )

La hipotesisde que la temperatura no var a con la profundidad es
Ho 1= = 5= 0

mientras que la hipotesisde que existe homogeneidacernre los difererntes d as del verano
es
Ho: é =0
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11.2. Contraste de hip otesis

El tratamiento mediarte Analisis de la Varianza de diseros con efectosaleatorioses, en
general,muy similar al casode efectos jos endiserosbalanceadosexistiendodiferencias
solamenie cuando existen interacciones.En diseros no balanceadosl analisis es mucho
mas complejo.

11.2.1. Los test F

Pararealizar los cortrastes principalesutilizaremoslostest F adaptadosa cadasituacion
Yy que justi caremos en la seccon 11.3. La tabla 11.1 muestra los cuadrados medios
esperadosy el cocierte a efectuarpara obtenerla F en diserosde unoy dosfactorescon
efectos jos, aleatorioso mixtos. Por ejemplo,en el disero de dosfactoressin interaccion
severi ca a X

E[SCRa=(b 1)]= E(CMg)= *+ o P ]

si los efectosson jos y
E(CMg)= 2+a 3}

silosefectossonaleatorios.Obsenemosqueparaestediseroy el deun factor, loscocienes
F sonigualestanto si setrata de efectosaleatorioscomode efectos jos.

Sin enmbargo, en el disero de dos factorescon interaccion, los cociertes F di eren segin
el modelo seade efectos jos, aleatorioso mixto:

a) El modelo de efectos jos ya ha sido ampliamerte tratado enla seccon 10.4.

b) Si los dos factores son aleatorios, los cociertes F que deben calcularsepara las
distintas hipotesisson

.2 _ _ SCRy=(a 1)
Ho: =0 "7 SCRa@ Db 1)
o _ SCRe=(b 1)
Ho: 60 F= 5era@ Do 1)
H: 2. =0 E = SCR=(a 1)(b 1)

SCReah(r 1)]

En los dos primeros casoses necesariodividir por la interaccion para hallar la F.
En efecto,siHo escierta 2 = 0y entoncesSCRy=( 2+ 1 25) Yy SCR=( 2+7r1 23)
siguendistribucionesji-cuadrado independienescona 1y (a 1)(b 1) grados
de libertad respectivamerte. Luego

CMa
F =
CM,

siguela distribucion F cona 1y (a 1)(b 1) gradosde libertad. Obsenemos
queel terminodesconaido 2+ r 3%; desaparecePodemosrealizar consideraciones
analogasparaHJy HJ?
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c) SiA esjo y B esaleatorio, los cociertes F a efectuarson
SCRy=(a 1)

Ho: 1= = ,=0 F = SCRa@ DO 1)
L2 _ SCRs=(b 1)

Hg: §=0 F= SCRFal(r 1)]

H 2. =0 E = SCR(a 1)(b 1)]

SCReah(r 1)]

En estecasosolamette el efectoprincipal de A debe serdividido por la interaccion.
En efecto,si Hp escierta ; = 0i = 1;:::;ay entoncesSCRy=( 2+ 1 33) Y
SCR=( 2+ r 2g) siguendistribucionesji-cuadrado independiertes. Al realizar el

cocierte para obtenerla F desaparecel termino 2+ r 3g.

En canbio, para 3 = 0 (HQ cierta), tenemosque
SCRs=? SCR=( *+ Zz) SCR=?

siguendistribucionesji-cuadrado independiertes ertre s conb 1,(a 1)(b 1)
y abr 1) g.l. respectivamerte. Luego es necesariopara obtenerla F realizar el
cocierte entre CMg= 2y CMg= 2 de modo que el termino desconaido 2 desapa-
rezca.Obsenemosque dividiendo por la interaccion losterminos 2y 2+ 2, no

seanulan, imposibilitando el calculode la F.

Ejemplo 11.2.1

Sedesa estudiary comparar la accion detresfarmaaos tranquilizantesA, B C enla con-

duccion deautomoviles. La variablequesirvio dereferenciafue el tiempo queun individuo

tarda en iniciar la frenadaante la puestarepentina en rojo de un senaforo. Se eligieron

8 hombesal azary sesometb a cadahombe a los 3 tratamientos, en per odos sue@sivos
y secuenciasal azar, madiante el procedimiento del dobleciego (ni el medim ni el pacien-

te saken cual es el farmam suministrado en un determinado momento). Los resultados
fueron, en milesimasde seggundo(cada dato es el promalio de varias observaciones):

1 2 3 4 5 6 7 8

A 548 619 641 846 517 876 602 628

Tratamiento B 519 776 678 858 493 741 719 595
C 637 818 701 855 618 849 731 687

Como hay tres tratamientos jos y ocho individuos elegidos al azar de la poblacon, nos
enontramosante un disero mixto, dondeel efecto individuo (efecto blaque) es aleatorio.
Las hipotesisa contemplar son

Ho: 1= 2= 3 (no hay efecto tratamiento)
Ho: 3 = (no hay homageneidadentre individuos)
donde 2 esla varianzadel efecto individuo. La tabla del Analisis de la Varianza es

Fuentede sumade cuadrados
variacion cuadrados g..  medios F
Entre tratam. 275356 2 1376779 515
Entre individuos 2580407 7 3686295 1378
Residuo 374511 14 267508

Total 3230274 23
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Para2y 14g.l. F = 5;15essigni c ativa al nivel 0,025 aceptamospuesquehay diferencias
entre farmacws. Para 7y 14 g.I. F = 1378 essigni cativa al nivel 0,005 aceptamosque
hay variabilidad entre individuos.

11.2.2. Estimaci on de los comp onentes de la varianza

Una estimacbn aproximada de las varianzas 2, %, 3, 34z sepuedeobtenerigualan-
do los cuadradosmedios con los cuadradosmedios esperadosy resolviendoel sistema
resultante. Por ejemplo, en el disero de un factor tenemos

b? + nobi = CMj
b2 = CMR
y para el disero de dos factorescon interaccion
b2+ rb3g + brbi = CMj
b2+ rb3; + arb3 = CMs
b? + rbiB = CM,
b2 = CMR

Puedeocurrir quela estimacon puntual de un componerte dela varianzaresultenegativa.
En este casoaceptaremosque su valor es cero dado que la varianza es un parametro
estrictamerte positivo.

Ejemplo 11.2.2

Para estimar la variabilidad entre individuos del ejemplo anterior, igualaremoslos cua-
dradosmedios a susvalores esgerados

3686295
267508

b? + 3b3
bZ

de donde
bé = (3686295 267508)=3 = 1139596

El tiempo de frenadoentre los individuos var a con una desviacon t pica estimadabg =
10675 milesimasde segundo.

11.3. Comparaci on entre modelos de efectos jos Yy
mo delos de efectos aleatorios

En esta seccon vamos a probar los principales resultadosteoricos que desenbocan en

los test F prescritosen cada casopara modelossencillos,tanto de efectos jos comode

efectosaleatorios. A los modelosde efectos jos los denominaremogambien modelosde
tipo | y alos de efectosaleatoriosmodelosdetipo Il.
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11.3.1. Disero de un factor con efectos jos

Tal comoseha visto enla seccon 10.2, el modelo lineal que seadapta a estedisero es

Yi = it
0, reparametrizado,
Vi = + i+ =0k =100
con la restriccion P :‘:1 i = 0. Lasy; sonindependiertesy normalesN( ;; ). Las j

sonindependiertes y normalesN (O; ).

La descompsicion de la variabilidad viene dada por
X X X
i = W+ i )
1) ) H]
esdecir
SGr = SG + SGy

o tambien
SCRy = (SCRy SCR)+ SCR

conn 1,k 1yn k gradosde libertad respectivamerte, siendon; +  + ng = n.

Teorema 11.3.1

El valor esperadode la sumade cuadradosertre gruposes

X
ESC)=(k 1) 2+ n 7

luego
SG. , 1 X
= - = + :
ECMo) = E — 1 n
Demostacion: P
PordenicionSC. =, ni(yi  y)2
Del modeloy; = + ;+ j seobtiene
Yi = + it
y= +
P« . P

yaque ., ;= 0yenconsecuencia = (1=k) _, = 0.
Entonces

)d( 2

SG= nm(i+ )
i=1
X« X«
= m i+ omi+tn?+2 0y
i=1 i=1 i=1
Xk Xk
2 ny 2 ni
i=1 i=1



pero |

XK XK Xi X
nii = ng — T ij =n 2
i=1 i=1 'J=1 i5j
luego
XK XK
E(SC)= ni {+ nE()+nE(?)
i=1 i=1 |
XK XK '
+2 n E(;) 2 n i E(C)
i=1 i=1
2nE( 2

Recordandoquelasv.a. j sonindependientesy normalesN (O; ) severica

i N(O; =" ny) N(0; = n)

Por sercertradas, la esperanzade su cuadradocoincidecon la varianza, esdecir

E(i2)=Var(i)=n—_2
2

E( %) = var( )= —

y por tanto

Teorema 11.3.2

El valor esperadode la sumade cuadradosdertro de los grupos es
E(SCy)=(n k) °

y por lo tanto

_ SG | o
E(CMg)= E =% =

Demostiacion:

Teniendoencuerta queSCy = SCR esteresultadoeseviderte y ya seprobo enelteorema
2.5.1 para un modelo lineal general. Tambien se puede demostrar siguiendoun proceso
parecidoal del teoremaanterior.
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Caso particular
Si el disero esbalanceadoesdecir, igual numero de replicaspor condicion experimertal

(ny = = Nk = Np), entoncesde los teoremas11.3.1y 11.3.2sededucenlas formulas
XK
E(CMg) = 2+ —° ,
k 1 i=1
SGy )
E(CMy)=E ——— =

Inferencia en el modelo de un factor con efectos jos

La hipotesisnula de mayor intereses

Ho: 1= = = =

|
N
|
|
x
|

0, utilizando el modelo alternativo,
H0 D1 = o= = k= 0

Por elteoremal1.3.1,CM, esun estimadorinsesgadale 2 siH, escierta. Por el teorema
11.3.2essiempreun estimadorinsesgadade 2, seaH, cierta o no. Ademas, suponiendo
que j N(O; ), severica elteorema5.3.1dela teor a generaldel modelolineal normal
(Teoremafundamenal del Analisis de la Varianza) comohemosvisto en 10.3:

a) SG=2% &

b) SiH, escierta, entoncesCM. = SC.=(k 1) esotra estimacbn insesgadade 2y
adenmas

SG= ° k1
c) SiHg escierta, el estadstico

_ SGH %k 1)] _ CM.
"~ SGT An k)] CMq

F

siguela distribucion F conk 1y n k gradosde libertad. La hipotesisH, se
rechazasi el estadstico essigni cativ 0.

11.3.2. Disenro de un factor con efectos aleatorios
El modelo lineal que seadapta a estedisero es
Vi = tA+ =10k ) =100
con las siguiertes particularidades
1) E(A)) = 0,var(A))= 2 i=1::k
2) E(Aj A)=0 8i6i°
3) E(Aj §)=0 8ij
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esdecir, f A;g sonvariablesaleatoriasde mediaceroy varianza %, independiertes ertre
s y deloserroresf j g. Luego

var(yj) = var(Aj) + var( i)
P ke

y por estemotivo esapropiadodenominarcompnentesde la varianzaa 3y 2.

Para su tratamiento clasicomediarte Analisis de la Varianza de un factor es necesario
ademas que

4) Ai N(0; a), 5 N(O; )yporlotantoy; N(; )
5) el disero seabalanceadon; = n, = = Nk = Ng

Este modelo de efectosaleatorios que hemosformulado y en general cualquier modelo
de efectosaleatorios, di ere de un modelo de efectos jos en que bajo las asunciones
realizadas

a) Parauni dado,todaslas obsenacionestienen igual esperanza
E(yi)= +A  §

b) Para un i dado, las obsenacionesno son estacasticamerne independiertes ertre s.
. P : -
c) La variable :‘:1 A; esaleatoriay puedetomar un valor distinto de cero.

Teorema 11.3.3

Para el disero de un factor conefectosaleatoriosel valor esperadode la sumade cuadrados
erre grupos es
E(SC)=(k 1) 2+ no(k 1) 3

luego
SG
ECMe)=E (—5 = *+no i
Demostmacion: P
PordenicionSC.= n, ., (yi y)2
Del modelo seobtiene
Vi = tA+
y= +A+
de donde
)« 2
SG=no [(Ai A)+(; )]
lizl
XK XK XK XK
=ny AP+ A* 2A A+ 2
i=1 i=1 i=1 i=1
#
Xk Xk
+k? 2 i +2 (A A )
i=1 i=1



pero

X« X< 1 Xo 1 X Xo 1
i = - i = — i = —kno =k
i=1 iz N0 o 0i=1 j=1 Mo
ya que
1 Xk Xo
= i
kno i=1 j=1
Entonces
" #
Xk Xk Xk
SC. = ng AZ + kA% + 2 k2+2 (A A)i )
i=1 i=1 i=1
Xk Xk
E(SC) = no E(A?) nekE(A®)+n, E(?)
i=1 i=1
, Xk
NKE( 9)+ 2no  E[(Ai  A)(i )]

i=1

Por las hipotesisdel modelo severi ca
P p
A CNO A=K NO 2 ) N(O; = kno)

Debido a que las variables aleatorias A;, A, |
cuadradocoincidecon su varianza, esdecir,

E(A?) = var(A) = 2
E(A%) = var(A) = 3=k
E(P)=var(i)= ?=ng
E(?) =var( )= 2=(kno)

,  son certradas, la esperanzade su

Ademas, al serindependiertes las variablesA; conlas j;

E[(A  A)( N=EA; A) E(; )=00=0
Por lo tanto
S L.
E(SCe) = nok A nok? + nokn—o nOkk_nO
= nok i Ng i'f' k 2 2

=(k 1) %+nek 1) 3

Teorema 11.3.4
El valor esperadode la sumade cuadradosdertro de los grupos es
E(SCy) = k(no 1)

esdecir

_ SG | o
E(CMg) = E D -
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Demostacion:

. . _ P k P no 2
PordenicionSC = ;5 (i Yi)~
Del modelo seobtiene

Vi = +tA+
Entonces
Xk Xo ,
SG = ( ij i )
i=1 j=1
Xo ) Xk Xo ) Xk Xo
= it i 2 i j
i=1 j=1 i=1 j=1 i=1 j=1
Xo , XK , Xk Xo
= ij T No P2 ]
i=1 j=1 i=1 i=1  j=1
Xo
= ﬁ + Ng |2 2 i No
i=1 j=1 i=1 i=1
Xo
= ﬁ No .2
i=1 j=1 i=1
de maneraque
XK Xo , ,
E(SG) = EC(§) no E(T)
i=1 j=1 i=1
) 2
= kn Nok —
0 0 o
= kno 2 k 2
=k(ng 1) ?

Inferencia en el modelo de un factor con efectos aleatorios

La hipotesisde interesen estemodelo es

Ho . i =0
Recordemogjue
X( 2 )« 2
SCG = no (v Y'=n A+ i A )
X i=1 X i=1
SCR = i vi)¥=  (§j )

ij ]

siendo SC, la sumade cuadradosertre grupos o sumade cuadradosdel factor y SCR
la sumade cuadradosdentro de los grupos o sumade cuadradosresidual, represetadas
hastaahorapor SCG y SCy respectivamerte. Reclerdesetambien que A esuna variable
aleatoriay en consecuenciausceptiblede tomar un valor distinto de cero.
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Realizandoel canbio g = A; + ; obtenemosk v.a. independiertes con distribucion
normal de mediaceroy varianza

2
var(g) = var(A;)) + var( ;)= 2+ -
0
Por el teoremade Fisher, la variable aleatoria
2. 2
ksg— g
sedistribuye seaqin una ji-cuadradoconk 1 g.l., esdecir,
P
(g 9°_no (@ 9°_  SG )
At No A+ 2 noa+ 2 °
Entonces
SCh = (g A+ o 2.
SC,
E(CMA) = E A1 = ng 2+ 2

A esteresultado hab amosllegadotambien anteriormente por el teoremall.3.3.

Por otra parte, SCR esta distribuida de idertica forma que enlos modelosde efectos jos.
Los j desempnran el papel de las obsenaciones,con mediaceroy varianza 2. Luego

SCR = 2 % 1
SCR
E(CMR)=E —~7— = 2
Para efectuar comparacionedalta demostrar que SC, y SCR son independiertes. Para
ello, bastaprobar la independenciaertre Aj+ ;| A Y ij i . TenemoqueA; A
Y i i sonobviamerte independiertes. Si expresamos; =  + ( )+ (j i),
utilizando otra vezla analoga conlos modelosde efectosjos, | perteneceal espacio
delasestimaciones/ j ;| perteneceal espaciocerror, espaciosjue sonortogonalesertre

s. Debido a la normalidad del modelo, susvectoressonindependiertes, luegoSC, y SCR
sonindependiertes. Entonces,si Hy escierta, el estadstico

_ SGT %k 1) . SC=k 1) _ CMj

~ SCRA 2k(ng 1)] SCRik(n, 1)] CMg
siguela distribucion F conk 1yk(ng 1)g.l..LahipotesisH, serechazasi el estadstico
essigni cativ o.

Comoresumende lo expuestoen los apartadosanterioresveaseel cuadro11.2.Observese
gue, si bien la hipotesisa cortrastar del modelo | esformalmerte distinta de la hipotesis
del modelo 1, seutiliza el mismo estadstico de cortraste

CMa
F = F .
CMx k 1k(no 1)
Una estimacon de los componertes de la varianza es
CM CM
b2 = CMR bi = %
0

solucon obtenida resolviendoel sistemaresultarte de igualar los cuadradosmedioscon
los cuadradosmediosesperados(ver seccon 11.2.2). Observeseque los estimadoresb? y
b2z sonsiempreestimadoresinsesgadosle los parametros 2y 2 respectivamerte.
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Esperanzadel cuadradomedio

Fuene de cuadrados
variacion g.l. medios Modelol Modelo Il
P 2
- _ _ 2, No i 2 2
Tratamientos k 1 CMp = SCax(k 1) + 1 +Ng »
Error k(ng 1) CMg = SCRHk(ny 1)] 2 2

Total nok 1

Cuadro 11.2: Tabla comparativa para diseros de un factor con efectos jos y efectos
aleatorios

11.3.3. Disero de dos factores sin interacci on con efectos jos o0
disero en bloques al azar completos

Este diseno recibe tambien el nombre de blaquesaleatorizados Un desarrollot pico para
estedisero, utilizando tres tratamientos en cuatro bloques,esel siguierte

Bloquel Bloque2 Bloque3 Bloque4

ts t2 ty ty
tl t]_ t2 t3
t2 t3 t3 t2

Las letras t indican la asignacon aleatoria de los tratamientos en los bloques. Como
ejemploveaseel ejemplo10.3.1.

Generalizando,consideremosl casode a tratamientos en b bloques.La obsenacion y;

indica la respuestadel i-esimotratamiento aplicado al j -esimobloque. Se supondra que
yij (i=1:::;8; ] = 1;:::;b) sonvaloresde v.a. independiertes con distribucion normal
de media j y varianzacomun 2. Seian de utilidad tambien

yi = mediadeli-esimotratamiento
y; = mediadel]-esimobloque
y = mediageneral

El promediode las mediaspoblacionalespara el i-esimotratamiento esta de nido por

1 X
i:B_ i

=1

Asimismo, el promedio de las mediaspoblacionalespara el j -esimobloque esta de nido
por
1%

a i=1

j =

ij
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y el promediode las ab mediaspoblacionaleses

1 xR X
= — i
i=1 j=1
Si represetamos por A al factor tratamiento y por B al factor bloque, las hipotesis
linealesde interesson

Si secumple la primera hipotesis, el factor A no essigni cativ o 0, equivalertemerte, no
existendiferenciassigni cativ asenre lostratamientos. Tambien sedice queno hay efecto
la. En el casode que secumpla la segundahipotesis, el factor B no essigni cativ o, es
decir, no existen diferenciassigni cativ as ertre los bloques;no hay efectocolumna.

Cada obsenacion puededescompnerseen
Yi = it
donde ; mide la desviacon del valor obsenadoy; frente la media poblacional . La

forma mas comun de expresaresta ecuacon seobtiene al sustituir

jp =t it

donde ; esel efectodel i-esimotratamiento y ; el efectodel j -esimobloque. Sesupone
gue los efectosdel tratamiento y del bloque sonaditivos. As, el modelo es

Yi = * it Tt

Observeseque se asemejaal modelo de un criterio de clasi cacion, pero con la adicion
del efectobloque. Ahora la variacion secortrola sistematicamerte en dosdirecciones.

Si seimponenlas restriccionesnaturales

xa xe
i=1 j=1
enonces

1 X0

i:B (+ it j): T
j=1
1

itz (+ i+t )= + |

Hg‘ : 1= o= = a:0
H(IJ3 : 1= o= = b:o
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En la seccon 10.3 sevio que la descompsicion fundamertal de la suma de cuadrados
(descompmsicion de la variabilidad) viene dada por
X X X
i > =b  y+a (y; y)?°
1) | X ]
+ o Y Yty
1)

esdecir
SGr = SCG: + SC: + SCR

donde SGC; esla sumade cuadradostotal, SC: la sumade cuadradosentre las, SCc la
sumade cuadradosentre columnasy SCR la sumade cuadradosresidual.

Teorema 11.3.5
El valor esperadode la sumade cuadradosertre las es
xe
E(SC)=(a 1) 2+b 7
i=1
luego

E(CMg) = E(SCe=(a 1))= 2+

Demost@acion:
Es analogaa la del teoremall.3.1.

Teorema 11.3.6
El valor esperadode la sumade cuadradosertre columnases
Xp
E(SCc)=(b 1) 2+a 2
j=1

luego

E(CMc) = E(SCec=(b 1)) = 2+ -

Demostiacion:
Es analogaa la del teorema11.3.1.

Teorema 11.3.7
El valor esperadode la sumade cuadradosresidual es
E(SCR)=(a 1)(b 1) 2

luego
E(CMg) = E(SCR(a 1)(b 1)) = 2

Demostiacion:
Es analogaa la del teorema11.3.2.
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Inferencia en el disero de dos factores sin interacci on con efectos jos

Una de las hipotesisa cortrastar es
H(')A D1z o= = ,= 0

Por el teorema 11.3.5,CMg esun estimador insesgadode 2 si H{' escierta. Por el
teoremall.3.7,SCR essiempreun estimadorinsesgadale 2, tanto siHj' escierta como
sino lo es.Ademas, suponiendoque j  N(O; ), severica elteorema5.3.1delateor a
generaldel modelo lineal formal:

a) SCR= ? (2a 1)(b 1)

b) SiHy escierta, etoncesCMg = SC==(a 1) esotra estimacbn insesgadade 2y
adenmas
SG= * a1

c) SiH{ escierta, el estadstico

- _ SGH%a 1] _CM:
" SCRA 2(a 1)(b 1)] CMg

siguela distribucion F cona 1y (a 1)(b 1) g.l.La hipotesisHg serechaza
si el estadstico essigni cativ 0.

Otra hipotesisa cortrastar es
Hg D= o= = p= 0
Analogamere al casoanterior, el estadstico

F-_ SCA*b 1] _ CMc
"~ SCRA 2(a 1)(b 1)] CMg

siguela distribucion F conb 1y (a 1)(b 1) g.l.. La hipotesisHZ serechazasi el
estadstico essigni cativ o.

11.3.4. Disenro de dos factores sin interacci on con efectos alea-
torios

El modelo lineal que seadapta a estedisero es
Yi = +Ai+Bj+ i=1::aj=1::b

siendoA;; B;; j variablesaleatoriasnormalesindependiertes con mediaceroy varianzas
2: 2. 2 respectivamerte. La descompsicion fundamenal de la suma de cuadrados
(descompmsicion de la variabilidad) viene dada por
X 2 X 2 X 2
i ¥ =Db & y+a (yj Y
i i X ] ,
+ Yy Y Yty
i
esdecir
SCr = SC: + SC: + SCR
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Teorema 11.3.8
El valor esperadode la sumade cuadradosertre las es
E(SCr)=(a 1) 2+hba 1) %

luego
E(CMg) = E(SCe=(a 1))= 2+Db}

Demostiacion:
Es analogaa la del teoremal1.3.3.

Teorema 11.3.9
El valor esperadode la sumade cuadradosertre columnases
E(SCc)=(b 1) +ab 1) 3

luego
E(CMc) = E(SCe=(b 1))= ?*+a j

Demostiacion:
Es analogaa la del teorema11.3.3.

Teorema 11.3.10
El valor esperadode la sumade cuadradosresidual es
E(SCR)=(a 1)(b 1) 2

luego
E(CMg) = E(SCR(a 1L)(b 1) = 2

Demostiacion:
Es analogaa la del teorema11.3.4.
Inferencia en el disero de dos factores sin interacci on con efectos aleatorios
Las hipotesisde interesen estemodelo son
Ho: =0 Hg: §=0
Para cortrastar la primera seutiliza el estadstico

- _ SGH%a 1] _ CM:
"~ SCRA 2(a 1)(b 1)] CMg

gue siguebajo Hy la distribucion F cona 1y (a 1)(b 1) g.l.. La hipotesisHy se
rechazasi el estadstico essigni cativ 0.

De maneraanaloga, para cortrastar la segundahipotesisse utiliza el estadstico

c__ SCHA b ] _ CMc
SCRT 2(a 1)(b 1)] CMg
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Esperanzadel cuadradomedio
Fuerte de cuadrados
variacion g.l medios Modelo | Modelo 11
b X
Entre las a 1 CMg = SG=(a 1) 2%+ - 2 2+ b2
a X
Entre col. b 1 CMc = SCe=(b 1) 2%+ o1 ;o *+aj
SCR
Error a )b 1) CMgr= ——— 2 2
(@ DG D M= 0
Total ab 1

Cuadro 11.3: Tabla comparativa para diseros de dos factorescon efectosaleatoriosy sin
interaccion

que siguebajo HQ la distribucion F conb 1y (a 1)(b 1) g.l. La hipotesisHQ se
rechazasi el estadstico essigni cativ 0.

A modo de resumende lo expuestoen los apartadosanteriores, veaseel cuadro11.3.

Las estimacionednsesgadagsle las componertes de la varianza seobtienenigualandolos
cuadradosmediosa los cuadradosmediosesperadosy resolviendoel sistemade ecuaciones
resultarte (ver seccon 11.2.2).Las solucionesen estecasoson

b2 = CMgr bi = (CMF CMR)zb bé = (CMC CMR)=a

veri ¢ andose
E(b)= % E(bR)= 2 E(Mi)= 3

11.3.5. Disero de dos factores aleatorios con interacci on
El modelo lineal que seadapta a estedisero es

Yik= +Ai+Bj+ (AB)j + j«

i=L:ia )= Lo b k=10
siendoA;, B, (AB); y j« variablesaleatoriasnormalesindependiertes con media cero
y varianza %, 2, 2,y 2 respectivamerte.
En el cuadro11.4 guran las esperanzasde los cuadradosmediostanto para el modelo |
como para el modelo 11, indicando por modelo | cuando los dos factoresson jos y por
modelo |l cuandolos dosfactoressonaleatorios.La demostracon de las formulas de estas

esperanzasse hacede forma analogaa la de los teoremas11.3.5,11.3.6y 11.3.7para el
modelol, y 11.3.8,11.3.9y 11.3.10para el modelo11.

Las hipotesisa cortrastar en el modelo 11 son

He: 2=0 Hf: 3=0 HP®: 33=0
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Para cortrastar la primera seutiliza el estadstico

c__ SGA@ (2+rk) _  SGHa 1) _ CMa
SGed@ Db D(7+r %)l SGe=@ L 1) CMas

que siguebajo H{' la distribucion F cona 1y (a 1)(b 1) g.l.La hipotesisHj se
rechazasi el estadstico essigni cativ 0.

De maneraanalogapara cortrastar la segundahipotesisse utiliza el estadstico

c__ SGHb 1(2+rZ)  _  SGIb 1) _ CMg
SCed@ DO 1(2+r %) SCe=a 1B 1) CM

que siguebajo HE la distribucion F conb 1y (a 1)(b 1)g.l.

En el conraste de las dos hipotesis anteriores se divide por el cuadrado medio de la
interaccion; en cambio, para cortrastar la tercera hipotesis se divide por el cuadrado
medio del error, esdecir, seutiliza el estadstico

_SCeH@ 1)(b 1) % _SCe(a 1)(b 1) — CMag

k= SCReab(r 1) 2] ~  SCRabr 1)] CMg

quesiguebajo H{® la distribucion F con(a 1)(b 1)y ab(r 1) g.l.La hipotesisH4®
seredhazasi el estadstico essigni cativ o.

Las estimacionesnsesgadagie las componertes de la varianza (ver seccon 11.2.2)son

b2= CMg E(b?) = 2
bi = (CMa CMgg)=(br)  E(b})= 3
bz = (CMg CMpg)=(ar) E(b3)= 3
bis = (CMag  CMg)=r E(bZs) = Zs

11.3.6. Disero de tres factores aleatorios y replicas

La esperanzade los cuadradosmediossemuestraenel cuadro11.5.De talesesperanzasse
deduceque sepuedenformar lasrazonesF apropiadaspara cornrastar las hipotesisrela-
tivasa los componertes de la varianzade las interacciones.Sin embargo, para cortrastar

las hipotesisrelativas a los efectosprincipales, esdecir,

Ho: 2=0 HF: 3= HS: 2=0

no hay unarazon F apropiadaa menosque uno o masde los componertes de la varianza
de la interaccion de dos factoresno seansigni cativ os. Por ejemplo, supongamosque se
ha comprobadopreviamerte la hipotesisHy : 3. = 0y ha resultado no signi cativ a.

Sepuedearmar ertoncesque el termino 3. puedeexcluirsede todas las esperanzas
de los cuadradosmediosen las que intervenga. Si deseamoshora corntrastar la hipotesis
H{ : 2 = 0 esposibleutilizar el estadstico F = CMaA=CMpg .

En de nitiv a, si se deseacortrastar las hipotesisrelativas a los efectosprincipales, ha-

bra que estudiar primero la signi cacion de los componertes de la varianzarelativosa las

interacciones.
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Esperanzadel cuadradomedio
Fuerte de cuadrados
variacion g.l medios Modelo | Modelo Il
P
Entre las a 1 CMp =32 24 107 2 247p 2.+ br 3
P
Entrecol. b 1 CMg = 3% 2+ ga 2 24 Zptar}
P
Interac. g CMpg = SC% 2 4+ Ly 241 2,
Residuo al(r 1) CMgr = 2y 2 2
Total abr 1 g=(a 1)b 1)

Cuadro 11.4: Tabla comparativa para diseros de dosfactorescon efectosaleatoriosy con
interaccion

Fuente de cuadrados Esperanzadel cuadradomedio
variacion ag.l. medios Modelo 11

A a 1 CMyu 24+ 25+ cr 25 +br 2.+ ber 3
B b 1 CM; 24 2.+ cCr 2, +ar 3.+ acr 3
C c 1 CMc 241 2o+ br 3. +ar 3.+ abr 2
AB (@ b 1) CMag 241 2o+ cr 3

AC (@ 1)(c 1) CMac 241 Zsctbric

BC (b 1)(c 1)  CMsc 241 Rgctar gc

ABC (a )b 1)(c 1) CMsc 241 Zsc

Residuo abdr 1) CMg 2

Total abcr 1

Cuadro 11.5: Tabla para diseros de tres factorescon efectosaleatorios

11.3.7. Disenro anidado de dos factores aleatorios

En muchas situacionesexperimertales los niveleso elemenios obsenados de un factor
aleatorio no pueden ser los mismos para cada nivel del factor aleatorio principal. Por
ejemplo, cuando queremosestudiar algun resultado acacemicoy el factor principal son
las diversasuniversidades,pero los resultadosse obsenan en estudiartes de dichas uni-
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versidadescomo segundofactor aleatorio, ertonceslos estudiartes son necesariamete
distintos (ver gura 11.1). En estoscasosno se pueden cruzar los factoresy se debe
trabajar con los llamadosdisenos jerarquizadoso diseros anidados

Universidadl Universidad? ::: Universidada

T

estudiarte E{1—
estudiarte E,—
estudiarte E 13—
estudiarte Eqn, —
estudiarte E,1—
estudiarte E,,—
estudiarte E,3—
estudiarfé Eon,—
estudiarte E 1
estudiarte E
estudiarte E 3
estudiarfé Ean.

Figura 11.1:Nivelesen un ejemplode disero de clasi cacion jerarquica

Comono hay crucesertre nivelesde losfactores,no puedehaber interaccionesy el modelo
esel siguierte

Yik= *+A +Bjit j«
i=Lona =L k=L

siendo A, Bjq), Y ik variables aleatorias normalesindependiertes con media cero y
varianza 3, 2y ?respectivamerte. As pues,la variabilidad de las obsenacioneses

var(yj) = ;= At &t °

Obsenemosque hemosseralado los diversosnivelesdel segundofactor con el subndice
j (i) para mostrar la jerarqu a del primer factor. Como siemprese ha tomado el mismo
numero de replicasr para cada situacion j (i). Tambien podemossimpli car mucho el
modelo si decidimostomar el mismo numero de nivelesdel segundofactor de forma que
n, = = n, = b. En estecaso,inclusopodemosdisponerlos datosenunatabla de doble
ertrada. Pero no nos dejemosengatar, los elemeros del segundofactor sondistintos.

La descommsicion fundamertal de la sumade cuadradoses
X 2 X 2 X 2 X 2
Yk ) i v+ oyt ik Vi)
isj Kk ] ;I§< 2I;J K X X ik ) X )
br  (yjk y)°+r i Yi)+  (Yixk Vi)
i i j iij ik

lo que podemosescribir en la forma
SGr = SCy + SGgja + SCR

Ahora debemoshallar el valor esperadode cadauna de las sumasde cuadrados.Tomando
las mediasde las obsenaciones,tenemos

Yi
y

+A+B(+
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de modo que
Yi Yy=A A+Bgy B+ |

Si elesamosal cuadrado,sumamospara todoslos n = abr datosy tomamosesperanzas,

resulta
| | |
X ' X ' X '
E(SCa) = brE (Ai A) +DbrE (B B()? +DbrE (i )?

ya quelasesperanzasde los doblesproductossonceroporquelasvariablesqueintervienen
sonindependiertes de mediacero.

De maneraque si dividimos por los gradosde libertad a 1 obtenemos

E(CMa) = E(SCa=(a 1))=br 3+r 3+ 2

ya que
I
1 X '
E a1 (Ai A)? =var(A)= 32
i I
1 X ) 2
E a—l . (B (i) B ()) = var(B (i)) = F
! |
1 X , 2
E — G )7 =var(i ) = o

Del mismo modo, podemoscalcular la esperanzade la suma de cuadradosdel factor
jerarquizado,ya que
Yi ¥ =Bjpy Bat i i
y resulta
E(CMBJ'A) =T é+ 2
En la tabla 11.6 seresumela informacion relevante para el Analisis de los Componertes
de la Varianza de estemodelo.

Fuente de cuadrados Esperanzadel
variacion g.l. medios  cuadradomedio
A a 1 CMa br 2+r 2+ 2
BjA alb 1) CMgja rz+ 2
Residuo abr 1) CMg 2

Total abr 1

Cuadro 11.6: Tabla para el disero anidado de dos factorescon efectosaleatorios

A la vista de estosresultados, la hipotesisH{' : 2 = 0 se puede cortrastar con el
estadstico CMa=CMg;ja, Ya que bajo la hipotesis,numeradory denominadortienen el
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mismo valor esperado. Del mismo modo, la hipotesisH® : 2 = 0 se puede cortrastar
con el estadstico CMgja=CMg.

En generalestashipotesissonredhazadasy las varianzasno sonnulas. Entoncespodemos
estimar su valor con la resolucon del sistema
— 2 2 2
— 2 2
CMBJ'A =r gt
CMR = 2

de dondelos estimadoresinsesgadogpropuestosson
1
"R = E(CMA CMgija)

1
A2 = F(CMBjA CMg)

11.3.8. Resumen

Como hemosvisto con los diversosmodelos estudiadosen esta seccon, el analisis de
ambostip osde modelos,de efectos jos 0 de efectosaleatorios,preserta una basecomun
con planteamiertos y interpretacionesdifererntes.

En resumenpodemosdestacar:

1. La formulacion del modelo es muy parecida, pero los efectos jos que represeman
la respuestamedia son parametros a estimar, mientras que los efectosaleatorios
sonvariablesaleatoriasnormalesde mediaceroy varianzasa estimar. Esto signi ca
que:

a) Losefectosjos sonconstariesy los efectosaleatoriossonvariablesaleatorias.

b) Los efectos jos in uy enen la respuestamedia, mientras que los efectosalea-
torios in uy en en la variabilidad.

c) En losefectosaleatoriosno tiene sertido imponerrestriccionesdel tip o i
0.

d) Los nivelesde un factor de efectos jos se jan arbitrariamente por el experi-
mentador, mientras que los nivelesde un factor aleatorio son una muestra al
azar de una poblacion.

e) Para un factor de efectos jos nuestro interes es estimar los parametrosy
cortrastar su nulidad. Para un factor de efectosaleatorios nos proponemos
estimar su varianzay cortrastar si esnula.

2. Ladescompsicion dela varianzaen susfuentes de variabilidad, la tabla del Analisis
de la Varianzay los cortrastes son muy similares para ambos tip os de modelos.
Especialmerte cuandono hay interaccion, en cuyo casolos cortrastes sonidenicos.

Cuando hay interaccion, en lugar de comparar los cuadrados medios del factor
con los cuadradosmedios del error, se compara con los cuadradosmedios de la
interaccion.

Obsenemosque la tabla del Analisis de la Varianza tiene formalmerte la misma
apariencia, pero las esperanzasde los cuadradosmedios son distintas (ver tabla
11.4).
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3. En un modelo de efectosaleatorios el objetivo es cortrastar si los efectosexisten,
a travesde susvarianzas,y estimar dichas varianzas.No tiene sertido plantearse
cortrastes multiples comoen el casode los efectos jos.

Por ultimo, debemosadvertir que en todos los problemasse precisauna diagnosisdel
modelo a travesde los residuoscomo seha visto en la seccon 10.6.

11.4. Correlaci on intracl asica

Seael modelo de un factor con efectosaleatorios
Vi = tAi+ i=L:k =100

dondevar(A;) = 3, var(j) = 2. Sellama correlacbn intraclasicaal coe ciente de
correlacon ertre dos obsenacionesyj ; yij o de un mismo grupo i.

El coe ciente de correlacbn intraclasicaviene dado por

|
>N

0

|
>N
+
N

En efecto

o SV ¥io)
var(y;)  var(yj o)

E[(yj ijo )l

1 (Vi 3 i o)

T
_ EAFF+A A o+ o)
= T

EAY) _ X

TR T

La correlacon intraclasicanos expresael porcertaje de la variabilidad entre gruposres-
pecto la variabilidad total y seutiliza para estudiar la dependenciaertre los individuos
de un mismo grupo respecto a una variable obsenable Y. Por ejemplo, es utilizado en
Genretica descompniendola variabilidad total 5 (varianza de la componerte geretica)
y 2 (varianzade la componerte ambiental).

Estimaci on y contraste de signicaci on
Una estimacbn adecuadade | es

bh = maxto;r g
siendo

o b F 1
' T bh2+b2  F+ny 1

dondeF = CM,=CMg.

Para ver si r; essigni cativo hemosde plantear el cortraste de la hipotesisHy : | = 0
equivalerte aHy : 2 = 0 que seresuele mediarte Analisis de la Varianza.
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Ejemplo 11.4.1

En un estudiosobe los guisantesse tomaron 5 vainas, cada una de las cualescontena 8
guisantes.Los pesosen centigramosfueron

1| 44 41 42 40 48 46 46 42
2| 43 46 48 42 50 45 45 49
vaina 3| 33 34 37 39 32 35 37 41
41 56 52 50 51 54 52 49 52
5| 36 37 38 40 40 41 44 44

Los datos se asimilan a un disero de un factor de efectos aleatorios. Las sumasde cua-
dradosson (ng = 8)

SCy = 11761 con 4 g.l.
SCR= 2739 con 35¢.1.
y entones
CMp
F = = 37,57
CMg

El coe ciente de correlacion intr aclasica es
b = maxf0; 00,8205 = 0;8205

ya que
_F 1 3657 _
" F+n, 1 4457
Realicemos el contraste de hipotesis para comprokar que es signi cativo. La hipotesis
Ho : | = 0 equivale a plantear el contraste Hy : % = 0, que se resuelvemediante
Analisis de la Varianza. ComoF = 37,57 con 4 y 35 g.l. esmuy signi c ativa, aceptamos
gueesdistinto decero. La interpretacion en estecasoesla siguiente:aproximadamenteel
80% de la variabilidad se explia por la componentegeretica, el restoesdebidoa factores
ambientales.

r 0;8205

11.5. Ejemplos con R

Empecemosonlos datosdel ejemplo11.2.1.0bsenemosla de nici on del factor aleatorio
con la instruccion is.random que seaplica a factoreso data.frame .

> tiempo<-c(548,519,637,619,776,818,641,678,701,

+ 846,858,855,517,493,618,876,741,849, + 602,719,731,628,595,687)
> farmaco<-factor(rep(c("A","B","C"),8))

> indiv <- factor(rep(1:8, each=3))

> is.random(indiv) <- T

> frenada<-data.frame(tiempo,farmaco,indiv)

> rm(tiempo,farmaco,indiv)

> attach(frenada)

En este casono hay interaccion ertre el efectoindividuo (bloque) y el efecto farmaco
(tratamiento). Por ello los estadsticos F se calculan comoen el Analisis de la Varianza
con efectos jos.
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> frenada.aov<-aov(tiempo~farmaco+indiv,data=frenada)
> summary(frenada.aov)
Df Sumof Sq MeanSqg F Value Pr(F)
farmaco 2 27535.6 13767.79 5.14669 0.02110964
indiv. 7 258040.7 36862.95 13.78014 0.00002651
Residuals 14 37451.1 2675.08

La estimacbn de las varianzasy los coe cientes del modelo se consiguecon varcom

> frenada.var<-varcomp(tiempo~farmaco+indiv,data=frenada)
> summary(frenada.var)
Call: varcomp(formula = tiempo ~ farmaco + indiv, data = frenada)
Variance Estimates:
Variance
indiv. 11395.958
Residuals 2675.077 Method: minque0

Coefficients:
(Intercept)  farmacol farmaco2
689.6667 6.375 23.66667
Approximate Covariance Matrix of Coefficients:
(Intercept)  farmacol farmaco2

(Intercept) 1535.956 0.000 0.000
farmacol 0.000 167.192 0.000
farmaco2 0.000 0.000 55.731

Con el ejemplo 11.4.1 procederemosde otra forma. En primer lugar, introducimos los
datos:

> peso<-c(44,41,42,40,48,46,46,42,

+ 36,37,38,40,40,41,44,44)

> vaina<-factor(rep(1:5, each=8))
> estudio<-data.frame(peso,vaina)

> rm(peso,vaina)

> attach(estudio)

Pero ahora no hace falta de nir el factor como de efectosaleatorios, ya que vamos a
utilizar la funcion raov, que supone que todos los factoresson aleatorios.

> estudio.raov<-raov(peso~vaina,data=estudio)
> summary(estudio.raov)
Df Sumof Sg MeanSq Est. Var.
vaina 4 1176.100 294.025 35.775
Residuals 35 273.875 7.825 7.825

Para validar estosmodelosrealizaremoslos calculosy gra cos de los residuosde forma
idertica al casode los factores jos que hemosvisto en el captulo anterior.
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11.6. Ejercicios

Ejercicio 11.1

Eligiendo 4 tardes al azar del verano, se midio la temperatura de un lago a diferertes
profundidadescon los siguiertes resultados

Fetha
Profundidad (m) 1 2 3 4
238 240 346 248
226 224 229 232
222 221 221 222
212 218 210 21,2
184 193 190 188
135 144 142 138

a b~ wWNEFO

Determinar si sonfactoresde efectos jos o de efectosaleatoriosy si hay diferenciasertre
profundidadesy ertre fedhas.

Ejercicio 11.2

Para valorar la variabilidad del cortenido de zumo de una cierta variedad de limon, se

tomaron 4 arbolesal azary se midio el contenido de zumo de 3 limonesde cadaarbol.

Esta obsenacion se hizo durante 5 d as, eligiendofechas al azar. Los resultadosfueron
3\ -

(encm?):

Arbol
Da 1 2 3 4
24 26 26 28 20 27 28 18 21 27 24 20
18 25 19 21 24 23 27 19 17 25 23 22
16 21 15 24 20 21 22 25 24 29 27 27
21 24 22 23 20 26 24 24 23 20 21 27
23 24 28 27 21 28 26 25 27 25 27 28

abh wWwNBE

Estudiar si existe variabilidad entre arboles,enre d asy erire las interaccionesarboles
d as.

Ejercicio 11.3

En una poblacion, de erntre las mujeresque hab an concebidotres hijos varones,seselec-
cionaron5 al azary seanoto el pesoque registro cadahijo al nacer:

3,250 3;125 3;400
2,800 3;100 2;900
3,400 3;500 3;350
4;100 4,200 4;150
2,900 2;750 2;800

b wWDNPF

Calcular la correlacon intraclasicay estudiar si essigni cativ a.

Ejercicio 11.4
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Se han obtenido replicasde una variable obsenable y conbinado dos factoresA; B. El
numero de replicas(\factor" R) por casillaesde tres. La descomsicon de la sumade
cuadradosesla siguierte:

Fuente variacion g.l. Sumacuadrados

A 3 420
B 1 143
AB 3 32
R 2 109
AR 6 197
BR 2 39
ABR 6 155

Utilizando el nivel de signi cacion 0;01, se pide:

a) SuponiendoA; B factoresde efectos jos, estudiar si sonsigni cativ 0s. Hallar tres
estimacionesndependiertes de la varianza del disero.

b) SuponiendoA; B factoresde efectosaleatorios,estudiarsi A y la interaccon A B
sonsigni cativ os.

Ejercicio 11.5

Consideremogle nuew el enunciadodel problema10.4. Supongamosahoraque en el mo-
delo 10.27las interaccioned ; sonnulas, A (aro) esde efectosaleatoriosy B (genotipo)
esde efectos jos. Estudiar silos efectosprincipalesy las interaccionessonsigni cativ as.

Ejercicio 11.6

conbinan dosfactoresX; Y, junto conun factor bloque B que no interaccionacon X ;Y.
En esteexperimerto las replicassonbloquesy el modelo es

Yik= +Xi+Yj+Ilj+Bp+ jn
La tabla de sumade cuadradoses:
Fuerte variacion g.. Sumacuadrados

X 2 625
Y 3 1340
B 4 402
XY 6 227
XB 8 289
YB 12 310
XYB 24 528

Sepide:

a) Suponiendolos efectos jos, estudiar la signi cacion de los efectosprincipalesy la
interaccion (nivel 0;05). Hallar dosestimadoresnsesgadosle la varianzadel modelo.

b) Suponiendotodoslos efectosaleatorios,y sabiendoque los valoresesperadosde los
cuadradosmediosson:

E(CMx)=rq 5 +r 2+ 2 E(CMy)=rp 2+r 2+ 2
E(CM)=r ?+ 2 E(CMg)=pg3+ ?> E(CMg)= ?
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Ap endice A

Matrices

A.l. Inversa generalizada

Paraunamatriz A (n p), A sellama una g-inversao inversageneralizadade A si
AA A=A
Una inversageneralizadasiempreexiste aunqueen generalno esunica.

M etodos de construcci on

(1) Utilizando la descommsicion en valoressingularesde la matriz A (n  p), tenemos
A = ULV Luegoessencillocomprobarque

A =vL 'U°
de ne una g-inversa.

(2) Sirg(A) = r, una permutacion de las las y columnasde A (n p) nos permite
hallar una submatriz no singular A, (r r). Entoncesresulta que

A= 7

esuna g-inversa.
(3) SiA (p p) esnosingular, ertoncesA = A 'y esunica.

(4) SiA (p p) essimetricaderg(A) = r, podemosescribirA = O donde (p r)
esla matriz cuyas columnassonlos vectorespropios ortonormalescorrespndiertes
a los vectorespropiosno nulos = diag( i;:::; ) de A. Entoncessecomprueba
que
A = 1 0

Un casoesyecial de g-inversaesla llamada inversade Moore-PenroseA* de A (n  p)
gue veri ca

AATA=A A'AAT =AY A*A=(ATA) AAT = (AAT)O
La inversade Moore-Penroseesunica.
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A.2. Deriv acion matricial

De nimos la derivadade f (X) conrespectoa X n p comola matriz

@x)_ @X)
@ @
El calculo matricial de derivadastiene, entre otras, las siguiertes propiedades:
@% @\x 0
1. —=a —=A
@ @
@% @ Ax 0 @Ay
2. — = 27X, = (A"+ A)x; = A

A.3. Matrices idemp otentes

Una matriz P esidempotente si P2 = P. Una matriz simetrica e idempotente sellama
matriz proyeccon.

1. Si P essimetrica, entoncesP esidempotente y rg(P) = r siy solo si P tiener
valorespropiosigualesa 1y el resto soncero.

Demostacion:
ComoP? = P, entoncesPx = x conx 6 0 implica que

Xx=Px =P>=P(Px)=P(x)= (Px)= ( x)= 2

de maneraque 2 =00 ( 1=0.

Luegolos valorespropiosde P sonla unidad tantas vecescomoindica el rangoy el
resto soncero, ya que la sumade los valorespropios esel rango.

Recprocamerie, si los valores propios son 0 y 1, entonces podemos pensar sin
perdida de generalidadque los primerosr sonunos.

As, debe existir una matriz ortogonal T tal queP = T T%donde

N P
- 00
Luego
P?2=T T T°=T ?T°=7 T%°=pP
yrg(P) =r.

2. Si P esuna matriz proyeccon, ertoncestr(P) = rg(P).
Demostiacion:

Sirg(P) = r, entoncespor el apartado anterior, P tiene r valorespropios1y el
resto soncero.De aqu quetr(P) =r.
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3. Si P esidempotente, tambienl P lo es.
Demostiacion:

(I P)?=1 2P+P?=| 2P+P=1 P:

4. Las matrices proyeccbn sonsemide nidas positivas.

Demostacion:
xPx = xP2x = (Px){Px) O

A.4. Matrices mal condicionadas

Un sistemadeterminadode ecuacionedinealesBx = c sedice que esta mal condicionado
(ill-conditioned) si pequeos erroreso variacionesen los elemertos de B y ¢ tienen un
gran efecto en la solucbn exacta de x. Por ejemplo, la solucon exacta del sistemaes
x = B !c, pero si B est cercade la singularidad, es decir, pequeatos cambios en sus
elemenos pueden causarla singularidad, entoncesel calculo de la inversade B puede
provocar una gran diferenciacon la solucon exacta.

En el casode las ecuacionesiormalesla matriz B = X% y el vectorc = X% cortienen
erroresde redondeo,fruto del calculo a partir delasmatricesX y Y . Ademas, sualmace-
namierto en el ordenadortambien puedetener inconveniertes de precison. Esto signi ca
guesila matriz X esta mal condicionada,esdecir, pequaios cambios en los elemeros de
X puedencausargrandescanbiosen(X%X) tyenb = (X%) X%  ertoncescualquier
error en la formacion de X °X puedetener un efectomuy serioen la precison y la estabi-
lidad de la solucon, que en estecasoesla estimacon de los parametros. El problemade
la mala condicion es especialmene preocuparte en la regreson polinomica (ver seccon
8.6).
Una medida de la mala condicion de una matriz de datos X esel numero de condicion
[X] que sede ne comola razon erire el mayor y el menor valor singular no nulo de X.
Los valoressingularesde X sonlasra cescuadradaspositivas de los valorespropiosde la
matriz X %X . Entre las propiedadesmas notorias de [X] tenemosque

[XX1= ( [X])?

Por la de nicion > 1, por tanto X% siempreesta peor condicionadaque X . Luego,
ano serque [X] seaun valor moderado, es mejor no calcular X °X en los metodos de
computacion de las solucionegver captulo 11 de Seler[65]).

En la practica, esmuy comun que una variable regresoraeste altamene correlacionada
con una combinacion lineal de las otras variablesregresorasde forma que las columnas
de X estaran muy proximas a ser linealmerte dependiertes. As X %X estara cercade la
singularidad (o sema singular), el menorvalor propio sem pequeroy [X] sela grande(ver
seccon 8.5).
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Ap endice B

Pro yecciones ortogonales

B.1. Descomp osicion ortogonal de vectores

1. Dado , un subespaciovectorial de E,, (un espacioeucldeo n-dimensional), todo
vectory puedeexpresarsale forma unicacomoy = u+ v, dondeu?2 vyv2 ?,

Demostiacion:
Supongamosque hubiera dos descomsicionesy = u; + Vi = U, + V,, erntonces

?

(Up ux)+(vy vp)=0.Comou; U2, vy vp2 ?y \ 7 =1f0g,resulta
queu; u,=0yv; Vy,=0,esdecir,u; = Uy Yy V=V,

2. Sila descompsicon adoptala formay = P y+ (I P )y, lamatriz P esunica.
Demostacion:
Si fueran dos las matrices P; i = 1;2, entonces,comou esunico para caday,
resultaque (P, P,)y = 0 paratodoy. LuegoP; P,= 0.

3. La matriz P puedeexpresarseenla formaP = TT © dondelas columnasde T
forman una baseortonormal de .

Demostiacion:
SeaT = ( 1;:::; ), donde 4;:::; |, esuna baseortonormal de y r essu
dimensbn. Podemosextenderestabasehasta obteneruna baseortonormal de todo
E,, digamos q;:::; ; r+1;::5; n. Entonces
X X X
y = G i= G it G i=utyv
i=1 i=1 i=r+1
dondeu2 yv2 ?.Pero ? = j deformaque ¥ = ¢ y podemosescribir
X X 0 0,,\0
u= G = () =i o0y °P=ETTY
i=1 i=1

y por el apartado anterior P = TT ©

4. P essimetrica e idempotente.
Demostiacion:
DadoqueP = TT °esobviamerte simetrica y

PZ=TTT°=TI,T°=TT°%=P

252



. El subespaciogeneradopor las columnasde P eshP i = .
Demostacion:

Es eviderte quehP i , yaqueP esla proyeccon sobre. Recprocamerie si
X 2 , erntoncesx = P x 2 hP i. Luegolos dossubespaciosson el mismo.

?

. In P represeta la proyeccbn ortogonal sobre
Demostiacion:

A partir delaigualdady = P y + (I, P )y tenemosquev = (I, P )y. Los
resultadosanteriores se obtienenintercambiando los papelesde 'y 7

. Si P esuna matriz cuadradae idempotente, entoncesP represeta la proyeccon
ortogonal sobrehPi .

Demostiacion:

Seay = Py + (I, P)y. Entonces(Py)Yl, P)y=y{P P2y = 0,demanera
guela descompmsicon da las componertes ortogonalesdey. El resultadoseobtiene
al aplicar la propiedadB.1.5.

. Si = hXi, erntonces

P = X(X%) X0

donde (X %) esunainversageneralizadade X %, esdecir, si B = XX, erntonces
BB B = B.

Demostacion:

LasecuacionemormalesX X = X% sepuedenescribircomoB = ¢,sic= X% .
EntoncesP = B ¢ esuna solucon de dichas ecuacionesiormalesya que

Bb=B(B c)=BB B =B =c
Por otra parte, si escribimosP = X P, tenemosy = b+ (v D) donde

bO(Y b) b%(O(Y Xb)
byx% x%by=0

LuegoY = b+ (Y b) esuna descompsicon ortogonal de Y tal que b2 hXi
y (Y bB)? mXi.ComoP=xb=xXB c= X(X%) X% tenemosqueP =
X (X%) XO%por la unicidad demostradaen (2).

. Cuandolas columnasde la matriz X sonlinealmerte independiertesy el rg(X) es
maximo, resultaqueP = X (X%) 1X°

Demostmacion:

Cuandoel rg(X) esmaximo, la matriz cuadradaX °X esinversible.

253



B.2. Proyecciones en subespacios

1. Dado'! , ertoncesP P, =P, P =P,.
Demostiacion:
Como! y! = hP,i (por el punto B.1.5), tenemosque la proyeccon sobre

delascolumnasde P, sonlaspropiascolumnas,esdecir,P P, = P, . El resultado
completosededuceporqueP y P, sonmatrices simetricas.
2. P P, = Py2,
Demostiacion:
Consideremoda descompsicon P y = P,y + (P P,)y. ComoP yy P,y
pertenecena resulta que (P P,)y 2 . As la ecuacon anterior presena la
descompsicon ortogonalde en! y!?\ yaqueP,(P P,)= O (porB.2.1).
3. SiA esunamatriz tal que! = ker(A )\ , ertonces! *\ = hP A0,
Demostacion:
En primer lugar, obsenamosque

17\

f \ ker(A )g® \
= f 7+ hA%g\

yaque( 1\ )" = T+ Fylker(A)]” = hASI
Six2f 7+ hAlg\ , ertonces
x=P x=P f(l, P) +A%° g=P A% 2mP AC%:

Recprocamerte, six 2 P AC, ertoncesx 2 P i = . Tambien para cualquier
z2 ! resultax%2= °A P z= °A z=0,esdecir,x2!?.Luegox 2 !7?\

4. SiIA (q n)tienerg(A )= g, ertoncesrg(P A° = gsiysolosibA®%\ ? = f0g.
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Ap endice C

Estad stica multiv arian te

C.1. Esperanza, varianza y covarianza

1. SeanX eY vectoresaleatoriosno necesariamete de la misma longitud.

De nimos la matriz
cov(X;Y) = (cov(Xi;Y;))

y si X = Y escribimosvar(X) = cov(X;X). Entoncesse veri can las siguiertes
propiedades:

(a) Sia esun vectorconstarte dela mismadimensbn queX, var(a+ X) = var(X).
(b) Si 2 R, entoncesvar( X) = 2var(X).
(c) Si A y B sonmatricesde constanes,

cov(AX ;BY ) = Acov(X;Y)B?®
(d) Para cualquiervector aleatorio X ;Y ;U;V y todo escalara;b;c;d 2 R,

cov(aX + by ;cU + dV) =
accov(X;U) + adcov(X;V) + bccov(Y ;U) + bdcov(Y ; V)

2. SeaY un vector aleatorio con esgeranzaE(Y ) = y matriz de varianzasy cova-
rianzasvar(Y) = V, erntonces

E(YAY)=tr(AV)+ °A

donde A esuna matriz constarte.
Demostacion:
Es eviderte que

(Y YA (Y )= YAY AY YA + A

de modo que

E((Y YA (Y ) E(YAY) CAE(Y) E(Y%A + A

E(YAY) %A
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Por otra parte, sabkemosque, paradosmatricesC y D, la traza del producto veri ca

X
tr(CD) = tr(DC) = Gj dj;

y por eso
X X
agicov(Y;; Vi) = @ EW(Y;, )Y )
] B
X !
= E i Da ;) =E(Y  )ANY )
ij

tr(AV)

conlo que obtenemosel resultado enunciado.

C.2. Normal multiv ariante

1. CuandoY Nj( ; ), severica:

@ ) Yy ) 3

(b) Para cualquier matriz C constarte, CY N,(C ;C CH9.

(c) Siconsideramosina particion del vector Y endosvectoresY ; y Y ,, estosson
independiertes ssicov(Y 1;Y ;) = O.

2. SeaY Np( ; 2l). SeanU = AY,V = BY dosvectoresaleatorioscombinacion
deY y seaA la matriz formadapor las las de A linealmerte independiertes. Si
cov(U;V) = O, ertonces

(@) A Y esindependierte de VY .
(b) UN y VY sonindependiertes.

3. Supongamosque Q; 2y Q, 2 conr >s.SiQ=0Q; QxyQ;son

independiertes, ertoncesQ 2 .
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